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Περίληψη

Πολύ συχνά, με στόχο την καλύτερη περιγραφή και μοντελοποίηση πραγμα-

τικών φαινομένων, προκύπτουν πολύπλοκα στατιστικά υποδείγματα και μοντέλα.

Ωστόσο, αυτό που συνήθως αντιμετωπίζουμε σε τέτοιου είδους μοντέλα είναι η

αδυναμία να τα διαχειριστούμε αναλυτικά, καθώς έχουν δύσχρηστη (intractable)
συνάρτηση πιθανοφάνειας. Με τον όρο intractable εννοούμε μοντέλα, όπου η συ-
νάρτηση πιθανοφάνειας είναι πλήρως ορισμένη από το πιθανοθεωρητικό μοντέλο,

δεν είναι διαθέσιμη όμως, σε κλειστή αναλυτική μορφή ως συνάρτηση των άγνω-

στων πληθυσμιακών παραμέτρων ή το κόστος για τον υπολογισμό της είναι αρκετά

μεγάλο, δηλαδή ο υπολογισμός της είναι χρονοβόρος. Το παραπάνω πρόβλημα

έχει αντίκτυπο τόσο στην κλασική στατιστική (εύρεση εκτιμητών μέγιστης πι-

θανοφάνειας) όσο και στη Μπεϋζιανή συμπερασματολογία, όπου η εξαγωγή των

συμπερασμάτων προκύπτει από την εκ των υστέρων κατανομή των παραμέτρων,

η οποία είναι ανάλογη του γινομένου με όρους της πιθανοφάνειας και της σ.π.

ή σ.π.π. της εκ των προτέρων κατανομής των παραμέτρων. Επομένως, υπήρξε

απαραίτητη η ανάγκη για εισαγωγή και ανάπτυξη μεθόδων οι οποίες από τη μια

μεριά θα αποφεύγουν να υπολογίζουν την πιθανοφάνεια αλλά από την άλλη μεριά

θα καθιστούν εφικτή την εξαγωγή στατιστικών συμπερασμάτων. ΄Εχοντας την

παραπάνω στόχευση, σχετικά πρόσφατα παρουσιάστηκαν στα πλαίσια επίλυσης

προβλήματος πληθυσμιακής γενετικής οι Προσεγγιστικές Μπεϋζιανές Υπολογι-

στικές μέθοδοι (Approximate Bayesian Computational Methods ή ABC), οι
οποίες πλέον αποτελούν μια από τις πιο χρήσιμες και διαδεδομένες τεχνικές για

την ανάλυση σύνθετων στοχαστικών μοντέλων.

Σκοπός αυτής της μεταπτυχιακής διατριβής είναι η παρουσίαση και η εφαρμογή

σε ένα πραγματικό σύνολο δεδομένων των Προσεγγιστικών Μπεϋζιανών Υπολο-

γιστικών μεθόδων που θα παρουσιαστούν. Στο πλαίσιο αυτό, στο ΚΕΦΑΛΑΙΟ

1 (Εισαγωγή) δίνεται μια εισαγωγή στην κεντρική ιδέα τόσο των υπολογιστικών

μεθόδων μελέτης των στοχαστικών φαινομένων, που είναι γνωστές ως μέθοδοι

προσομοίωσης, όσο και στην κεντρική ιδέα της ABC μεθόδου. Καθώς για την
υλοποίηση της ABC μεθόδου είναι απαραίτητη η προσομοίωση από την εκ των
προτέρων κατανομή των άγνωστων πληθυσμιακών παραμέτρων στο ΚΕΦΑΛΑΙΟ
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2 Περίληψη

2 (Βασικές Μέθοδοι Προσομοίωσης Monte Carlo) και στο ΚΕΦΑΛΑΙΟ 3 (Βα-
σικές Μέθοδοι Προσομοίωσης Markov Chain Monte Carlo) παρουσιάζονται οι
βασικές μέθοδοι προσομοίωσης Monte Carlo και Markov Chain Monte Carlo,
αντίστοιχα. Στο ΚΕΦΑΛΑΙΟ 4 (Εκτιμητική με ABC Μεθόδους) το ενδιαφέρον
επικεντρώνεται στην αναλυτική παρουσίαση της ABC μεθόδου και στην παράθεση
όλων των απαραίτητων διευκρινήσεων για την υλοποίηση στην πράξη του αλγο-

ρίθμου ABC, καθώς και των βασικών τροποποιήσεών του. Στο ΚΕΦΑΛΑΙΟ 5
(Επιλογή Μοντέλου) αντικείμενο μελέτης αποτελεί η επιλογή μοντέλου χρησι-

μοποιώντας ABC μεθόδους. Στο ΚΕΦΑΛΑΙΟ 6 (Εφαρμογή) η εκτίμηση και η
επιλογή μοντέλου με Προσεγγιστικές Μπεϋζιανές Υπολογιστικές μεθόδους εφαρ-

μόζεται σε ένα πραγματικό σύνολο δεδομένων. Τέλος, η μεταπτυχιακή διατριβή

ολοκληρώνεται με το ΚΕΦΑΛΑΙΟ 7 (Επίλογος), όπου δίνονται κάποιες πιθανές

επεκτάσεις, και τις βιβλιογραφικές αναφορές.
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Abstract

Often, in order to describe better some real phenomena, complex statistical
models emerge. However, what we typically face with such models is the
inability to perform statistical inference exactly, as they have an intractable
likelihood function. By ”intractable” we mean models where the likelihood
function is completely defined by the probabilistic model, but it is not available
in closed analytical form as a function of the unknown population parameters
or the computational cost for its calculation is quite high, i.e. its calculation is
time consuming. This problem has an impact on both classical and Bayesian
statistical inference. Therefore, there was a need for the introduction and
development of methods which on the one hand will avoid calculating the
likelihood but on the other hand they will make it possible to draw statistical
conclusions. Aiming at the above, the Approximate Bayesian Computational
Methods, which are now one of the most useful and widespread techniques
for the analysis of complex stochastic models, were recently introduced in the
context of population genetics problem solving.

The goal of this MSc Thesis is the presentation and application in a real
data set of the Approximate Bayesian Computational Methods (hereinafter
referred to as ABC). In this context, Chapter 1 (Introduction) introduces the
central idea of both computational methods for the study of stochastic phe-
nomena, known as simulation methods, and to the central idea of the ABC
method. Since the simulation from the prior distribution of the unknown po-
pulation parameters is necessary for the implementation of the ABC method,
in Chapter 2 (Basic Monte Carlo simulation methods) and Chapter 3 (Basic
Markov Chain Monte Carlo simulation methods) we present the basic Mo-
nte Carlo and Markov Chain Monte Carlo simulation methods, respectively.
In Chapter 4 (Estimation with ABC methods), we focus on the presentation
of the ABC method and we provide all the necessary clarifications for the
implementation of the ABC algorithm and its basic modifications. Chapter 5
(Model selection) refers to the model selection problem in the frame of ABC
methods. In Chapter 6 (Application), the estimation and model selection with
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6 Abstract

Approximate Bayesian Methods is applied to a real data set. Finally, Cha-
pter 7 (Summary) summarizes the MSc Thesis and discusses some possible
extensions, and the Thesis is completed with its bibliography.
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ΚΕΦΑΛΑΙΟ1
Εισαγωγή

Στις μέρες μας οι ερευνητές φιλοδοξώντας να μοντελοποιήσουν πραγματικά

τυχαία φαινόμενα, για παράδειγμα στην Αστρονομία, στην Οικολογία, στη Γενε-

τική, καθώς και στα Οικονομικά και τα Χρηματοοικονομικά (βλέπε, μεταξύ άλλων,

Frazier et al. (2020)), οδηγούνται σε ολοένα και πιο περίπλοκα μοντέλα. ΄Οταν
έχουμε ένα περίπλοκο στοχαστικό μοντέλο τότε είναι σύνηθες αυτό να έχει i-
ntractable (δύσχρηστη, βλέπε Cameron and Pettitt (2012) και Robert (2016))
συνάρτηση πιθανοφάνειας. Η συνάρτηση πιθανοφάνειας είναι ένα από τα σημα-

ντικότερα εργαλεία σε πολλές περιοχές της Στατιστικής και ο ορισμός της έπεται

για λόγους πληρότητας.

Ορισμός 1.0.1. Η πυκνότητα πιθανότητας f(x˜; θ) στο παρατηρηθέν σημείο x˜
θεωρούμενη ως συνάρτηση του θ λέγεται συνάρτηση πιθανοφάνειας.

Καταστάσεις δύσχρηστων συναρτήσεων πιθανοφανειών μπορούν να προκύψουν,

για παράδειγμα, σε συναρτήσεις πιθανοφάνειας που περιλαμβάνουν πολύπλοκα ο-

λοκληρώματα, όπως στη Γενετική, όπου υπάρχει μία ολοκλήρωση πάνω από τα

δέντρα συνύπαρξης (coalescence trees, βλέπε Cornuet et al. (2008)) ή ακόμα
και σε στοχαστικά μοντέλα μεταβλητότητας (stochastic volatility models) όπου
υπάρχει η ολοκλήρωση σε όλη τη χρονική περίοδο παρατήρησης (βλέπε, για πα-

ράδειγμα, Creel and Kristensen (2015)). Περιπτώσεις όπου η συνάρτηση πιθα-
νοφάνειας για πλήρη δεδομένα δεν είναι διαθέσιμη σε κλειστή αναλυτική μορφή

μπορούν επίσης να εμφανιστούν όταν η σ.π.π. (συνάρτηση πυκνότητας πιθανότη-

τας) του μοντέλου προσδιορίζεται μόνο με έμμεσο τρόπο. Τέτοιες περιπτώσεις

προκύπτουν για παράδειγμα, όταν η σ.π.π. προσδιορίζεται μέσω ποσοστιαίων ση-

μείων ή χαρακτηριστικών συναρτήσεων (βλέπε Drovandi et al. (2011) και Peters
et al. (2012)). Σε αυτές τις περιπτώσεις κάποιος θα μπορούσε να ισχυριστεί ότι
ένας ερευνητής μπορεί να εξάγει τα συμπεράσματα που θέλει παρακολουθώντας

πολλές πραγματοποιήσεις του στοχαστικού φαινομένου και καταγράφοντας τα

αποτελέσματα που τον ενδιαφέρουν. Ωστόσο, μια τέτοια λύση είναι άλλοτε δαπα-
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Κεφάλαιο 1

νηρή οικονομικά αλλά και χρονικά, ενώ σε κάποιες περιπτώσεις είναι ανέφικτη.

Μια εναλλακτική λύση στην αντιμετώπιση των παραπάνω προβλημάτων δόθη-

κε τις τελευταίες δεκαετίες με τη ραγδαία εξέλιξη στο χώρο της πληροφορικής

και την ύπαρξη ηλεκτρονικών υπολογιστών μεγάλης ισχύος. Ειδικότερα, με τη

βοήθεια του ηλεκτρονικού υπολογιστή (Η/Υ), το στοχαστικό φαινόμενο αναπα-

ρίσταται εικονικά (είτε με ακρίβεια είτε με κάποιες αναγκαίες, λόγω πολυπλοκότη-

τας, απλουστεύσεις) και αντί να παρατηρούμε ή να περιμένουμε να παρατηρήσουμε

πραγματοποιήσεις του στον πραγματικό κόσμο, μπορούμε να πραγματοποιήσουμε

έναν πολύ μεγάλο αριθμό φορών στον εικονικό κόσμο του ηλεκτρονικού υπολο-

γιστή. Στη συνέχεια, καταγράφοντας τα αποτελέσματα που αφορούν τα ιδιαίτερα

χαρακτηριστικά στα οποία επικεντρώνεται το ενδιαφέρον μας, μπορούμε να οδη-

γηθούμε στην εξαγωγή συμπερασμάτων. Αυτή ουσιαστικά είναι και η κεντρική

ιδέα των εναλλακτικών υπολογιστικών μεθόδων μελέτης των στοχαστικών φαινο-

μένων που είναι γνωστές με τον όρο προσομοίωση (simulation), καθώς μιμούνται
τη λειτουργία ενός πραγματικού συστήματος με τη βοήθεια του ηλεκτρονικού υ-

πολογιστή. Με αυτόν τον τρόπο αυτό που επιτυγχάνεται είναι η υλοποίηση ενός

σχετικά μεγάλου αριθμού επαναλήψεων που αφορούν διαφορετικές περιπτώσεις

των στοχαστικών χαρακτηριστικών, από τις οποίες εξάγονται οι ζητούμενες πλη-

ροφορίες που είναι επιθυμητές για τις ιδιότητες του στοχαστικού φαινομένου το

οποίο μελετάται. Η έκφραση προσομοίωση είναι αρκετά γενική και αποτελείται

από υπολογιστικές μεθόδους που χρησιμοποιούνται σε μια προσπάθεια μοντελο-

ποίησης μιας πραγματικής κατάστασης σε έναν υπολογιστή ή ακόμη μπορεί να

χρησιμοποιείται όταν το πραγματικό σύστημα μπορεί να μην είναι προσβάσιμο, ή

απλά σχεδιάζεται χωρίς να έχει ακόμη κατασκευαστεί, ή μπορεί απλώς να μην

υπάρχει (βλέπε, μεταξύ άλλων, Sokolowski and Banks (2009)). Καθώς δεν έχει
δοθεί κάποιος αυστηρός ορισμός για τον όρο προσομοίωση, η παραπάνω περι-

γραφή θα μπορούσε να αποτελεί έναν μη αυστηρό ορισμό και θα μπορούσε να

συμπληρωθεί λέγοντας ότι η προσομοίωση μπορεί να χαρακτηριστεί πρακτικά ως

στατιστική δειγματοληψία, η οποία αντί να πραγματοποιείται στον πραγματικό

πληθυσμό, πραγματοποιείται στον «ψευδοτυχαίο» κόσμο του ηλεκτρονικού υπο-

λογιστή.

Η χρήση μεθόδων προσομοίωσης είναι απίστευτα ευρεία και το εύρος των ε-

φαρμογών τους είναι δύσκολο να προσδιοριστεί με ακρίβεια. Η δυσκολία αυτή

οφείλεται στη γενικότητα της μεθόδου, η οποία επιτρέπει την εφαρμογή της σε

ένα τεράστιο φάσμα προβλημάτων. Ο αντίκτυπος των μεθόδων προσομοίωσης

στη Στατιστική είναι κάτι που δε θα μπορούσε να γίνει αντιληπτό, όταν πρω-

τοπαρουσιάστηκαν τέτοιες μέθοδοι από τους von Neumann και Ulam (βλέπε
Metropolis and Ulam (1949)). Η χρησιμότητα των μεθόδων προσομοίωσης στη
Στατιστική δεν είχε γίνει αντιληπτή μέχρι και τις αρχές της δεκαετίας του 1980,
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με τις δημοσιεύσεις των Rubinstein (1981) και Ripley (1987). ΄Ομως έχουν γίνει
πλέον πολύτιμες, καθώς μας δίνουν τη δυνατότητα να αντιμετωπίσουμε ένα με-

γάλο φάσμα προβλημάτων βελτιστοποίησης και ολοκλήρωσης (που διαφορετικά

δε θα ήταν εφικτό), ενώ επιπρόσθετα, η κατασκευή των περιοχών αποδοχής ή

απόρριψης κάποιων μηδενικών υποθέσεων στη βάση κάποιων στατιστικών τεστ

μπορεί να επιτευχθεί μόνο με τεχνικές προσομοίωσης. ΄Ετσι, με μεθόδους προσο-

μοίωσης είναι δυνατή η μελέτη κάποιων πολύπλοκων στατιστικών προβλημάτων,

όπως για παράδειγμα:

� ο προσεγγιστικός υπολογισμός της μέσης τιμής μιας πολύπλοκης συνάρτη-

σης μιας τυχαίας μεταβλητής,

� η προσεγγιστική εύρεση της κατανομής κάποιας πολύπλοκης στατιστικής

συνάρτησης,

� ο προσεγγιστικός υπολογισμός της p-τιμής ενός στατιστικού ελέγχου,

� η κατασκευή περιοχής απόρριψης κάποιας μηδενική υπόθεσης,

� η προσέγγιση της ισχύος ενός στατιστικού ελέγχου.

Πέρα από τα παραπάνω, η προσομοίωση έχει αξιοποιηθεί και στην αντιμετώπι-

ση των προβλημάτων που προκύπτουν όταν έχουμε δυσεπίλυτα (intractable) μο-
ντέλα. Ειδικότερα, αποτελεί αναπόσπαστο τμήμα κάθε μεθόδου που έχει εισαχθεί

στη βιβλιογραφία και η οποία για την εξαγωγή συμπερασμάτων δεν απαιτεί τον

αναλυτικό προσδιορισμό της συνάρτησης πιθανοφάνειας, καθώς ουσιαστικά προ-

σπαθεί να την εκτιμήσει μέσω προσομοίωσης. Οι μέθοδοι αυτές είναι γνωστές

ως μέθοδοι στατιστικής συμπερασματολογίας που είναι απαλλαγμένες από τη συ-

νάρτηση πιθανοφάνειας (likelihood-free inference methods). Πολλοί ερευνητές
ισχυρίζονται ότι το όνομα αυτό δεν είναι αντιπροσωπευτικό και θεωρούν ότι ο όρος

συμπερασματολογία βάσει προσομοίωσης (simulation-based inference) είναι πιο
κατάλληλος (βλέπε, μεταξύ άλλων, Cranmer et al. (2020)). Τέτοιες μέθοδοι
πρωτοπαρουσιάστηκαν από τους Diggle and Gratton (1984) και Rubin (1984).
Από τότε πολλές τεχνικές έχουν εμφανιστεί στη στατιστική βιβλιογραφία που θα

μπορούσαν να ταξινομηθούν, σύμφωνα με την παραπάνω περιγραφή, σε αυτήν την

κατηγορία. Ενδεικτικά, αναφέρουμε ότι τέτοιες μέθοδοι είναι η έμμεση συμπερα-

σματολογία (Indirect Inference, βλέπε Gourieroux et al. (1993)), η bootstrap
filter (Gordon et al. (1993)) η Synthetic Likelihood μέθοδος (Wood (2010)) και
η Approximate Bayesian Computation (βλέπε Robert et al. (2011b)).

Ανάμεσα στις μεθόδους βάσει προσομοίωσης, οι Προσεγγιστικές Μπεϋζιανές

Υπολογιστικές μέθοδοι (Approximate Bayesian Computational Methods) ανα-
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γνωρίζονται ως οι πλέον επικρατέστερες της κατηγορίας. Στη συνέχεια, αυτές οι

μέθοδοι για λόγους απλότητας και συντομίας θα αναφέρονται ως ABC. Ο ABC
αλγόριθμος αποτελεί μία κλάση (κατηγορία) υπολογιστικών μεθόδων, οι οποίες

βασίζονται στη Μπεϋζιανή στατιστική και μπορούν να χρησιμοποιηθούν για την

εκτίμηση της εκ των υστέρων κατανομής των παραμέτρων του μοντέλου. Το

γεγονός αυτό αναδεικνύει και τη σπουδαιότητά του καθώς η εκ των υστέρων κα-

τανομή των παραμέτρων του μοντέλου στη Μπεϋζιανή θεωρία παίζει θεμελιώδη

ρόλο στην εξαγωγή συμπερασμάτων. Στη συνέχεια, αρχικά θα παρουσιαστούν

ιστορικά στοιχεία και έπειτα η κεντρική ιδέα της μεθόδου (βλέπε, μεταξύ άλλων,

Marin et al. (2012), Sunn̊aker et al. (2013) και Sisson et al. (2018)).

Οι ιδέες που σχετίζονται με τη μέθοδο ABC πρωτοπαρουσιάστηκαν στη βιβλιο-
γραφία τη δεκαετία του 1980. Πιο συγκεκριμένα, ο Rubin (1984) περιέγραψε και
ανέπτυξε έναν υποθετικό μηχανισμό δειγματοληψίας που παράγει ένα δείγμα από

την εκ των υστέρων κατανομή. Ο μηχανισμός αυτός ήταν περισσότερο φιλοσο-

φικού περιεχομένου και είχε σκοπό να δείξει τι είδους χειρισμοί απαιτούνται κατά

την εξαγωγή των εκ των υστέρων κατανομών των παραμέτρων ενός μοντέλου.

Σε αυτό το πλαίσιο, επισημάνθηκε ότι στη Μπεϋζιανή στατιστική οι εφαρμοσμένοι

ερευνητές δεν πρέπει να εστιάζουν το ενδιαφέρον τους μόνο στα αναλυτικά μο-

ντέλα, αλλά να εξετάζουν τις υπολογιστικές μεθόδους που τους επιτρέπουν να

εκτιμήσουν την εκ των υστέρων κατανομή. Κατά αυτόν τον τρόπο, μπορεί να

εξεταστεί και να μελετηθεί ένα ευρύτερο φάσμα μοντέλων (βλέπε Sunn̊aker et al.
(2013)).

Το ίδιο έτος οι Diggle and Gratton (1984), έχοντας ως απώτερο στόχο την
προσέγγιση της συνάρτησης πιθανοφάνειας σε περιπτώσεις όπου το μοντέλο εί-

ναι περίπλοκο, ανέπτυξαν μια τεχνική η οποία στηρίχθηκε στον καθορισμό ενός

πλέγματος στον παραμετρικό χώρο και στη χρήση του για την προσέγγιση της

πιθανοφάνειας εκτελώντας αρκετές προσομοιώσεις για κάθε σημείο πλέγματος.

Στη συνέχεια, η προσέγγιση αυτή βελτιώνεται εφαρμόζοντας τεχνικές για την

εξασφάλιση της ομαλότητας (smoothing techniques) στα αποτελέσματα των προ-
σομοιώσεων. Συμπερασματικά, ενώ η ιδέα της χρήσης προσομοιώσεων για ελέγ-

χους υποθέσεων δεν ήταν καινούρια, οι Diggle and Gratton (1984) παρουσίασαν
φαινομενικά την πρώτη διαδικασία με χρήση προσομοιώσεων ώστε να κάνουν

στατιστική συμπερασματολογία σε μια περίπτωση που η πιθανοφάνεια είναι intra-
ctable (βλέπε Sunn̊aker et al. (2013) και τις εκεί αναφορές).

Η πρώτη εφαρμογή ABC αλγορίθμου παρουσιάστηκε από τους Tavaré et al.
(1997) σε άρθρο πληθυσμιακής γενετικής, με αντικείμενο μελέτης την εκτίμη-
ση του χρόνου συγκερασμού, δηλαδή του χρόνου από τον πιο πρόσφατο κοινό

πρόγονο, ενός δείγματος αλληλουχιών DNA ενδοειδών. Οι Tavaré et al. (1997)
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ουσιαστικά εισήγαγαν τις ABC μεθόδους ως μια τεχνική αποδοχής-απόρριψης
αποφεύγοντας τον υπολογισμό της συνάρτησης πιθανοφάνειας, χρησιμοποιώντας

προσομοιωμένες τιμές από την κατανομή ενδιαφέροντος. Στο παραπάνω πλαίσιο,

ο αλγόριθμος που προτάθηκε από τους Tavaré et al. (1997) υποθέτει ότι το
στήριγμα

1
της κατανομής είναι πεπερασμένο. ΄Αρα δεν μπορεί να υλοποιηθεί όταν

τα δεδομένα προέρχονται από ένα μη πεπερασμένο σύνολο. Για το λόγο αυτό

ακολούθησε η γενίκευση του αλγορίθμου που προτάθηκε από τους Pritchard
et al. (1999), στην εργασία τους με αντικείμενο μελέτης τη μοντελοποίηση της
διακύμανσης των ανθρώπινων χρωμοσωμάτων. Για το λόγο αυτό οι Pritchard
et al. (1999) θεωρούνται ότι είναι αυτοί που εισήγαγαν επίσημα τον πρώτο ABC
αλγόριθμο.

Συγκεντρωτικά, ο ABC αλγόριθμος επίσημα πρωτοπαρουσιάστηκε από τους
Pritchard et al. (1999) και καθιερώθηκε με τον όρο ABC από τους Beaumont
et al. (2002). Προήλθε ουσιαστικά από την ανάγκη να αντιμετωπιστούν δύσκο-
λα προβλήματα στατιστικής συμπερασματολογίας στη γενετική, όπου η πολυ-

πλοκότητα ενός μοντέλου σήμαινε ότι η συνάρτηση πιθανοφάνειας δεν ήταν υ-

πολογιστικά εφικτή και δεν μπορούσε να εκτιμηθεί αριθμητικά σε οποιοδήποτε

χρονικό διάστημα. Πλέον, εκτός από τη Στατιστική, χρησιμοποιείται ευρέως κα-

θώς απέκτησε ιδιαίτερη δημοτικότητα τα τελευταία χρόνια ιδίως για την ανάλυση

σύνθετων προβλημάτων που προκύπτουν, για παράδειγμα, στην Επιδημιολογία,

Γενετική, Οικολογία, Βιολογία αλλά και στην Κοσμολογία. Στη συνέχεια παρα-

τίθεται η κεντρική ιδέα της ABC μεθόδου.

Σύμφωνα με την κεντρική ιδέα της ABC μεθόδου, αρχικά προσομοιώνεται μια
τιμή θ∗ της άγνωστης παραμέτρου θ από την εκ των προτέρων π(θ). Δοθείσης
της τιμής θ∗ προσομοιώνουμε ένα δείγμα, έστω D∗, ίδιου μεγέθους με το πραγ-
ματικό από το μοντέλο που προκύπτει για την τιμή της παραμέτρου θ∗. Αν το
προσομοιωμένο δείγμα D∗ είναι κοντά στο πραγματικό δείγμα D τότε αποδεχόμα-
στε την τιμή θ∗, ενώ διαφορετικά την απορρίπτουμε. Η εγγύτητα των D∗ και D
ποσοτικοποιείται μέσω ενός μέτρου απόκλισης ή μιας μετρικής και το πόσο κοντά

ή μακριά είναι τα δύο δείγματα καθορίζεται με ένα διαχωριστικό όριο (tolerance
threshold). Εναλλακτικά, αντί για την εγγύτητα των δύο συνόλων ελέγχεται η
εγγύτητα στατιστικών περιγραφικών μέτρων αυτών.

Από την παράθεση της κεντρικής ιδέας της ABC μεθόδου, εύκολα προκύπτει
ότι για την υλοποίησή της είναι απαραίτητη η προσομοίωση από την εκ των προ-

τέρων κατανομή των άγνωστων παραμέτρων θ. Στη βιβλιογραφία έχει εμφανιστεί
μια πληθώρα τεχνικών για την προσομοίωση από μια κατανομή, η οποία ονο-

1
Το στήριγμα (support) είναι το μικρότερο υποσύνολο του πεδίου ορισμού της πυκνότητας,

για το οποίο η πυκνότητα είναι διάφορη του μηδενός.
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μάζεται κατανομή στόχος (target distribution). Οι τεχνικές αυτές χωρίζονται
στις τεχνικές Monte Carlo και στις τεχνικές Markov Chain Monte Carlo. Οι
κυριότερες τεχνικές κάθε κατηγορίας παρουσιάζονται στο Κεφάλαιο 2 και στο

Κεφάλαιο 3, αντίστοιχα, της παρούσας διατριβής. Ταυτόχρονα, παρατίθενται και

τρόποι προσεγγιστικού υπολογισμού της μέσης τιμής μιας πολύπλοκης συνάρτη-

σης μιας συνεχούς τυχαίας μεταβλητής. ΄Επειτα, στο Κεφάλαιο 4 παρουσιάζεται

αναλυτικά η ABC μέθοδος. Το Κεφάλαιο 5 επικεντρώνεται στην επιλογή μο-
ντέλου χρησιμοποιώντας ABC μεθόδους. Στο Κεφάλαιο 6, η εκτίμηση και η
επιλογή μοντέλου με Προσεγγιστικές Μπεϋζιανές μεθόδους εφαρμόζεται σε ένα

πραγματικό σύνολο δεδομένων. Αρχικά περιγράφεται ο υπό μελέτη πληθυσμός,

ο τρόπος επιλογής του δείγματος και αιτιολογείται γιατί αυτό είναι ένα διδιάστα-

το μεροληπτικό και όχι ένα τυχαίο δείγμα. Στο πλαίσιο αυτό, χρησιμοποιείται η

έννοια των σταθμισμένων κατανομών για τη μοντελοποίηση διδιάστατων μερολη-

πτικών δειγμάτων. Ολοκληρώνοντας, στο Κεφάλαιο 7 δίνονται κάποιες πιθανές

επεκτάσεις.
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ΚΕΦΑΛΑΙΟ2
Βασικές μέθοδοι προσομοίωσης
Monte Carlo

Για τη μελέτη, μέσω προσομοίωσης, κάθε στοχαστικού φαινομένου, δηλαδή

κάθε φαινομένου που η έκβασή του εξαρτάται από τις τιμές που λαμβάνουν οι υπό

μελέτη τυχαίες μεταβλητές, θα πρέπει και το εικονικό πειραματικό μοντέλο που

θα κατασκευαστεί με τη βοήθεια ενός Η/Υ να εξαρτάται από τυχαίους αριθμούς,

οι οποίοι προσομοιώνουν τους πραγματικούς. Επομένως, η βάση για τη μελέτη,

μέσω προσομοίωσης, ενός στοχαστικού φαινομένου είναι μία διαδικασία η οποία

προσομοιώνει τιμές τυχαίων μεταβλητών με χρήση του ηλεκτρονικού υπολογιστή.

Στο πλαίσιο αυτό, ένα πρώτο σημαντικό πρόβλημα της Υπολογιστικής Στατιστι-

κής είναι η προσομοίωση από μία d-διάστατη κατανομή, d = 1, με συνάρτηση
πιθανότητας (σ.π.) ή πυκνότητας πιθανότητας (σ.π.π.) π(·), ενώ ένα δεύτερο ση-
μαντικό ζήτημα στη συνεχή περίπτωση αποτελεί ο υπολογισμός ολοκληρωμάτων

1

της μορφής:

∫
X
w(x) dx, όπου X j Rd, d = 1, είναι το στήριγμα της π(·).

Γράφοντας την w(x) ως το γινόμενο μιας συνάρτησης πυκνότητας πιθανότητας
π(x) με πεδίο ορισμού το X και μιας συνάρτησης h(x) το παραπάνω πρόβλημα
ανάγεται στον υπολογισμό του ολοκληρώματος:

I =

∫
X
h(x)π(x) dx = Eπ (h (X)) . (2.1)

Δηλαδή ο υπολογισμός του ολοκληρώματος (2.1), ουσιαστικά ισοδυναμεί με

τον υπολογισμό της αναμενόμενης τιμής μιας συνάρτησης d το πλήθος τυχαίων
μεταβλητών. Πολλές φορές σε περιπτώσεις που είτε η μορφή της συνάρτησης h
είναι περίπλοκη είτε η διάσταση d είναι πολύ μεγάλη, ο υπολογισμός του ολοκλη-
ρώματος (2.1) σε κλειστή αναλυτική μορφή δεν είναι εφικτός με άμεσες τεχνικές.

1
΄Ολα τα ολοκληρώματα που θα εμφανίζονται στη συνέχεια υποθέτουμε ότι είναι καλά ορι-

σμένα και πεπερασμένα.
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Τα δύο γενικά προβλήματα που αναφέρθηκαν πρωτύτερα (της προσομοίωσης

από μια κατανομή και του υπολογισμού του ολοκληρώματος της μορφής (2.1)) πα-
ρότι αρχικά φαίνονται διαφορετικά, είναι άμεσα συνδεδεμένα μεταξύ τους. Αυτό

εξηγείται καθώς ο προσεγγιστικός υπολογισμός του ολοκληρώματος ισοδυναμεί

με την προσέγγιση αναμενόμενων τιμών. Η προσέγγιση των αναμενόμενων τι-

μών επιτυγχάνεται χρησιμοποιώντας τους νόμους των μεγάλων αριθμών, γεγονός

που οδηγεί τελικά να απαιτείται για την προσέγγιση του ολοκληρώματος να δη-

μιουργηθεί ένα τυχαίο δείγμα από την κατανομή π(·). Η παραπάνω σύνδεση θα
εξηγηθεί στη συνέχεια αναλυτικά.

΄Εστω τυχαίο δείγμα (τ.δ.) X1, X2, ..., Xn από τον πληθυσμό με σ.π.π. π(x).
Από τον Ασθενή Νόμο των Μεγάλων Αριθμών (ΑΝΜΑ) είναι γνωστό (βλέπε,

μεταξύ άλλων, Van der Vaart (2000)) ότι η δειγματική μέση τιμή συγκλίνει κατά
πιθανότητα στη μέση τιμή, υπό την υπόθεση ότι αυτή υπάρχει. Επομένως, υπό

την υπόθεση ότι η Eπ(h(X)) υπάρχει και είναι πεπερασμένη, εφαρμόζοντας τον
ΑΝΜΑ έχουμε ότι:

Î =
1

n

n∑
i=1

h (Xi)
p−→ Eπ (h (X)) = I, καθώς n→∞,

όπου συμβολίζεται με
p−→ η σύγκλιση κατά πιθανότητα, που ισοδύναμα σημαίνει

ότι για κάθε θετικό αριθμό ε:

lim
n→∞

P
(
|Î − I| > ε

)
= 0.

Ερμηνεύοντας αυτό το αποτέλεσμα, συμπεραίνουμε ότι για οποιοδήποτε θετι-

κό αριθμό ε, ανεξάρτητα από το πόσο μικρός είναι, η δειγματική μέση τιμή Î
ενός επαρκώς (sufficiently) μεγάλου αριθμού παρατηρήσεων, n, έχει υψηλή πιθα-
νότητα να είναι κοντά στην αναμενόμενη τιμή I εντός του περιθωρίου ε που έχει
καθοριστεί.

Επίσης από τον Ισχυρό Νόμο των Μεγάλων Αριθμών (ΙΝΜΑ) είναι γνωστό

ότι η δειγματική μέση τιμή συγκλίνει σχεδόν βέβαια (almost surely) στην ανα-
μενόμενη τιμή. Ειδικότερα, υπό την υπόθεση ότι η Eπ(h(X)) υπάρχει και είναι
πεπερασμένη, εφαρμόζοντας τον ΙΝΜΑ έχουμε ότι:

ÎBMCI =
1

n

n∑
i=1

h (Xi)
a.s.−−→ Eπ (h (X)) = I, καθώς n→∞,

όπου συμβολίζεται με
a.s.−−→ η σχεδόν βέβαιη σύγκλιση, που ισοδύναμα σημαίνει
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ότι για κάθε θετικό αριθμό ε:

P
(

lim
n→∞

|ÎBMCI − I| > ε
)

= 0.

Ερμηνεύοντας αυτό το αποτέλεσμα, προκύπτει ότι με πιθανότητα 1 η ακολουθία

των δειγματικών μέσων τιμών συγκλίνει, καθώς το n μεγαλώνει, στη σταθερή
τιμή Eπ (h (X)). Από τα παραπάνω συμπεραίνουμε ότι το ολοκλήρωμα I μπορεί
να εκτιμηθεί σε σημείο από το άθροισμα ÎBMCI

.

Στη συνέχεια το ενδιαφέρον μας επικεντρώνεται στην κατασκευή ενός δια-

στήματος εμπιστοσύνης για το I, το οποίο μάλιστα θα είναι ένα ασυμπτωτικό
διάστημα εμπιστοσύνης. Από το Κεντρικό Οριακό Θεώρημα (βλέπε Wasserman
(2013)), υπό την υπόθεση ότι η Eπ(h(X)) και η V arπ(h(X)) υπάρχουν και είναι
πεπερασμένες, προκύπτει ότι καθώς το n τείνει στο άπειρο:

√
n
(
ÎBMCI − I

)
d−→ N (0, V arπ(h(X))) ,

όπου συμβολίζεται με
d−→ η σύγκλιση κατά κατανομή και με N

(
µ, σ2

)
η κανονική

κατανομή με μέση τιμή µ και διακύμανση σ2
. Καθώς συνήθως η διακύμανση

V arπ(h(X)) είναι άγνωστη, προκύπτει με εφαρμογή του Θεωρήματος του Slutsky
(βλέπε Van der Vaart (2000)) ότι:

√
n
ÎBMCI − I
ŝeBMCI

d−→ N (0, 1) ,

όπου με ŝeBMCI
συμβολίζεται ένας συνεπής εκτιμητής της

√
V arπ(h(X)). Για

παράδειγμα:

ŝeBMCI =

√√√√ 1

n

n∑
i=1

(
h(Xi)− Î

)2
.

Από τα παραπάνω εύκολα προκύπτει ότι ένα 100(1−α)% ασυμπτωτικό διάστημα
εμπιστοσύνης για το I είναι το:(

ÎBMCI − zα/2ŝeBMCI

√
1

n
, ÎBMCI + zα/2ŝe

BMCI

√
1

n

)
,

όπου zα είναι το σημείο εκείνο για το οποίο ισχύει P (Z > zα) = α, με Z ∼
N(0, 1).

Από το παραπάνω διάστημα εμπιστοσύνης είναι σαφές ότι η ακρίβεια της ε-

κτίμησης του I εξαρτάται από την ασυμπτωτική διασπορά και είναι γνωστό ότι
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όσο μικρότερη ασυμπτωτική διασπορά έχει ένας εκτιμητής τόσο αποδοτικότερος

είναι. Τα παραπάνω θα εξειδικευτούν μέσω ενός απλού παραδείγματος (βλέπε

Wasserman (2013)).

Παράδειγμα 2.0.1. ΄Εστω X1, X2, ..., Xn τ.δ. από έναν πληθυσμό που περι-

γράφεται ικανοποιητικά από την Ομοιόμορφη κατανομή U (a, b). Το ενδιαφέρον
μας επικεντρώνεται στην εκτίμηση σε σημείο και σε διάστημα του ολοκληρώμα-

τος I =
b∫
a
w (x) dx (σχετικά με τη συνάρτηση w(x) βλέπε εισαγωγή αυτού του

κεφαλαίου).

Λύση. ΕίναιX1, X2, ..., Xn τ.δ. από τον πληθυσμό με σ.π.π. π (x) =
1

b− a
, x ∈

(a, b). Θεωρούμε τη συνάρτηση h (x) = w (x) (b− a), τότε έχουμε ότι h (x)π (x)
= w (x).

Επομένως, προκύπτει ότι I =
b∫
a
w (x) dx =

b∫
a
h (x)π (x) dx. Καθώς η π(·)

είναι η συνάρτηση πυκνότητας πιθανότητας στο (a, b) , έχουμε ότι I = Eπ (h (X)).
Με εφαρμογή των όσων προηγήθηκαν προκύπτει ότι ένας σημειακός εκτιμητής

του I είναι ο:

ÎBMCI =
1

n

n∑
i=1

h (Xi) =
b− a
n

n∑
i=1

w (Xi) = (b− a)w̄,

με w̄ =
1

n

n∑
i=1

w (Xi). Επιπρόσθετα, ένα 100(1 − α)% ασυμπτωτικό διάστημα

εμπιστοσύνης για το I είναι το:(
ÎBMCI − zα/2

ŝeBMCI

√
n

, ÎBMCI + zα/2
ŝeBMCI

√
n

)
,

όπου

ŝeBMCI =

√√√√(b− a)2

n

n∑
i=1

(w(Xi)− w̄)2.

Από τα παραπάνω και στη βάση του νόμου των μεγάλων αριθμών είναι προφανές

ότι ο προσεγγιστικός υπολογισμός του αρχικού ολοκληρώματος

∫
X
w(x) dx ή της
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ισοδύναμης μέσης τιμής I =

∫
X
h(x)π(x) dx οδηγεί σε μια μορφή στοχαστικής

ολοκλήρωσης που απαιτεί και εμπλέκει τη δειγματοληψία, ήτοι την παραγωγή ενός

τυχαίου δείγματος μεγέθους n, από τον πληθυσμό με σ.π.π. π(·). Τα παραπάνω
αιτιολογούν πλήρως το γεγονός ότι τα δύο προβλήματα που αναφέρθηκαν στην

αρχή είναι άμεσα συνδεδεμένα.

Για να αντιμετωπιστούν τα παραπάνω δύο προβλήματα έχει εμφανιστεί στη βι-

βλιογραφία μια πληθώρα τεχνικών. Οι τεχνικές αυτές χωρίζονται στις τεχνικές

Monte Carlo και στις τεχνικές Markov Chain Monte Carlo. Οι πρώτες, όπως α-
ναλυτικά θα δούμε στη συνέχεια, παράγουν ανεξάρτητες παρατηρήσεις είτε άμεσα

από την κατανομή στόχο ή από κάποια διαφορετική κατανομή πρότασης, ενώ οι

δεύτερες προσομοιώνουν Μαρκοβιανές αλυσίδες με οριακή κατανομή την κατανο-

μή στόχο και επομένως οι παρατηρήσεις είναι εξαρτημένες. Στη συνέχεια αυτού

του κεφαλαίου θα παρουσιαστούν οι πιο γνωστές τεχνικές Monte Carlo (MC),
ενώ οι τεχνικέςMCMC αποτελούν αντικείμενο μελέτης του επόμενου κεφαλαίου.

Η έκφραση μέθοδος Monte Carlo (MC) είναι πολύ γενική και περιλαμβάνει
κυρίως υπολογιστικές τεχνικές για την επίλυση προβλημάτων μέσω της προσο-

μοίωσης τυχαίων αριθμών. ΄Ενας από τους πρώτους αλγορίθμους τύπου Monte
Carlo αναπτύχθηκε από τον Buffon (1777) με σκοπό την προσέγγιση του αριθμού
π. ΄Ομως η συστηματική μελέτη των μεθόδων MC ξεκινά μετά την πρωτοπόρα
εργασία των Metropolis and Ulam (1949) και στα πλαίσια της εργασίας των von
Neumann, Ulam και Metropolis στο ερευνητικό πρόγραμμα Μανχάταν, στο Ε-
θνικό Εργαστήριο του Los Alamos. Το πρόγραμμα αυτό ήταν σχετικό με τον
σχεδιασμό πυρηνικών όπλων. Κατά μία εσφαλμένη εκδοχή οι μέθοδοι Monte
Carlo οφείλουν το όνομά τους στην πόλη του Πριγκηπάτου του Μονακό, που
είναι γνωστό για τα καζίνο του, μιας και μία από τις απλούστερες συσκευές παρα-

γωγής τυχαίων αριθμών είναι η ρουλέτα. Στην πραγματικότητα, καθώς το έργο

των von Neumann και Ulam στο Los Alamos απαιτούσε μυστικότητα, ο φίλος
τους Metropolis πρότεινε τη χρήση του ονόματος Monte Carlo, το οποίο ανα-
φέρεται στο καζίνοMonte Carlo του Μονακό, όπου ο θείος του Ulam δανείστηκε
χρήματα από συγγενείς για να στοιχηματίσει (βλέπε Metropolis (1987)).

Τα τελευταία χρόνια η χρήση τέτοιων τεχνικών γνωρίζει ραγδαία εξέλιξη και

έχουν γίνει πλέον πολύτιμες, καθώς δίνουν τη δυνατότητα να αντιμετωπιστεί ένα

μεγάλο φάσμα προβλημάτων βελτιστοποίησης και ολοκλήρωσης. Επιπλέον, η

κατασκευή των περιοχών αποδοχής ή απόρριψης κάποιων μηδενικών υποθέσε-

ων στη βάση κάποιων στατιστικών τεστ μπορεί να επιτευχθεί μόνο με τεχνικές

προσομοίωσης. Αυτό είχε ως αποτέλεσμα την επίλυση πληθώρας πραγματικών

προβλημάτων και έπεισε τους επιστήμονες από άλλα πεδία, όπως για παράδειγμα
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στη Φυσική, στη Θεωρία Παιγνίων, στα Οικονομικά και αλλού (βλέπε Gardiner
(2009), Landau and Binder (2014)), ότι οι στατιστικές λύσεις ήταν πράγματι
διαθέσιμες.

Παρότι στη βιβλιογραφία έχει εμφανιστεί πληθώρα ερευνητικών εργασιών, ενώ

ταυτόχρονα η χρήση των μεθόδων Monte Carlo είναι απίστευτα ευρεία και έχει
οδηγήσει σε μία σειρά πρωτοποριακών συμπερασμάτων σε διάφορους τομείς, δεν

υπάρχει κοινή συναίνεση για έναν αυστηρό ορισμό των μεθόδων Monte Carlo.
Αυτό ίσως οφείλεται και στη φύση και την ποικιλομορφία των μεθόδων αυτών που

παράγουν ορισμούς μέσω παραδειγμάτων. Αν θα θέλαμε να δώσουμε έναν μη αυ-

στηρό ορισμό θα λέγαμε ότι είναι μία μεγάλη κατηγορία υπολογιστικών μεθόδων,

οι οποίες έχουν ως κοινό χαρακτηριστικό την επαναλαμβανόμενη τυχαία δειγμα-

τοληψία, τη χρήση τυχαίων αριθμών, ενώ επιπλέον διέπονται από συγκεκριμένες

ιδιότητες (βλέπε Liu (2008) και Robert and Casella (2013)).

Στο πλαίσιο αυτού του κεφαλαίου σκοπός μας είναι να παραθέσουμε τις πιο

σημαντικές και ευρέως χρησιμοποιούμενες μεθόδουςMonte Carlo για την προσο-
μοίωση από μια κατανομή με σ.π. ή σ.π.π. π(x). Σε όσα ακολουθούν η κατανομή
π(·) ονομάζεται κατανομή στόχος (target distribution). Καθώς οι μέθο-
δοι Monte Carlo προϋποθέτουν ότι μπορούμε να παράγουμε (ψευδο)-τυχαίους
αριθμούς από την Ομοιόμορφη κατανομή στο διάστημα (0, 1), προηγείται της
παρουσίασης των μεθόδων Monte Carlo μια σύντομη παρουσίαση τεχνικών δη-
μιουργίας ψευδοτυχαίων αριθμών από την U(0, 1). Ο όρος ψευδο-τυχαίοι αριθμοί
θα δικαιολογηθεί πλήρως στην επόμενη ενότητα.

2.1 Ψευδοτυχαίοι αριθμοί

Στην ενότητα αυτή το ενδιαφέρον επικεντρώνεται στον τρόπο δημιουργίας, γέν-

νησης τυχαίων μεταβλητών που ακολουθούν ομοιόμορφη κατανομή στο διάστημα

(0,1), καθώς όπως θα δούμε στο υπόλοιπο του κεφαλαίου, η δημιουργία τυχαί-

ων μεταβλητών από όλες τις άλλες κατανομές προϋποθέτει μια τέτοια δημιουργία

(βλέπε, μεταξύ άλλων, Ripley (1987)).

Η αναγκαιότητα ύπαρξης μεθόδων για τη δημιουργία μιας ακολουθίας από τυ-

χαίους αριθμούς, δηλαδή από αριθμούς που είναι τέτοιοι ώστε όλοι οι αριθμοί της

ακολουθίας να είναι ομοιόμορφα κατανεμημένοι στο πεδίο ορισμού τους και οι

παραγόμενοι αριθμοί να είναι στατιστικά ανεξάρτητοι μεταξύ τους, έχει αναδει-

χθεί από τα πρώτα βήματα της ανάπτυξης της Στατιστικής. Για αυτό το λόγο

έχουν προταθεί εδώ και πολλές δεκαετίες μερικές πολύπλοκες και ευφυείς μέθο-

δοι για την κατασκευή πινάκων τυχαίων αριθμών. Καθώς οι περισσότερες από
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αυτές είναι πολύ αργές, αυτό οδήγησε στην εισαγωγή εναλλακτικών μεθόδων

με τη βοήθεια του ηλεκτρονικού υπολογιστή, οι οποίες μπορούν να παράγουν

μεγάλες σειρές φαινομενικά τυχαίων αποτελεσμάτων. Προηγούμενα χρησιμοποι-

ήθηκε ο όρος φαινομενικά τυχαίων αποτελεσμάτων καθώς στην πραγματικότητα

τα αποτελέσματα αυτά είναι πλήρως προκαθορισμένα από μια μικρότερη αρχική

τιμή, που είναι γνωστή ως σπόρος (seed). Κάθε τέτοιος υπολογιστικός αλγόριθ-
μος καλείται γεννήτρια ψευδοτυχαίων αριθμών ή ψευδοτυχαία γεννήτρια αριθμών

(Pseudo-Random Number Generator, PRNG). Η ψευδοτυχαία γεννήτρια αριθ-
μών έχει την ιδιότητα ότι παράγει αριθμούς που είναι όσο το δυνατόν πιο ανεξάρ-

τητοι μεταξύ τους, είναι γρήγορη, δεν απαιτεί μεγάλη υπολογιστική ισχύ και τέλος

έχει τη δυνατότητα να αναπαράγει την ίδια ακολουθία αριθμών, ώστε να μπορεί να

επαναληφθεί η προσομοίωση (βλέπε Barker et al. (2012)). Συνοψίζοντας, οι ψευ-
δοτυχαίοι αριθμοί παράγονται μέσω της υλοποίησης ορισμένων προσδιοριστικών

επαναληπτικών διαδικασιών, γνωστές ως ντετερμινιστικές μέθοδοι, με αφετηρία

κάποια αρχική τιμή. Στην περίπτωση των αλγορίθμων για την παραγωγή ψευ-

δοτυχαίων αριθμών από την ομοιόμορφη στο (0,1) έχουμε τον ακόλουθο ορισμό

(βλέπε, για παράδειγμα, Robert and Casella (1999)).

Ορισμός 2.1.1. Μια γεννήτρια ομοιόμορφων ψευδοτυχαίων αριθμών είναι ένας

αλγόριθμος ο οποίος ξεκινώντας από την αρχική τιμή u0 και έναν μετασχηματισμό

D παράγει μια ακολουθία τιμών (ui) = (Di(u0)), i = 1, ..., n, στο διάστημα [0, 1],
με τις τιμές (u1, ..., un) να προσομοιώνουν τη συμπεριφορά ενός τυχαίου δείγματος
(V1, ..., Vn) ομοιόμορφων τυχαίων μεταβλητών.

Είναι προφανές ότι η εγκυρότητα μιας γεννήτριας ομοιόμορφων ψευδοτυχαίων

αριθμών ανάγεται στον έλεγχο της υπόθεσης ότι οι τιμές u1, ..., un αποτελούν
ένα τυχαίο δείγμα από έναν πληθυσμό που περιγράφεται ικανοποιητικά από την

ομοιόμορφη στο (0,1). Επομένως ανάγεται σε μια ομάδα ελέγχων που περιλαμ-

βάνει, μεταξύ άλλων, έλεγχο καλής προσαρμογής, τυχαιότητας, ανεξαρτησίας και

ασυσχέτιστου. Για περισσότερες πληροφορίες για το σύνολο των ελέγχων παρα-

πέμπουμε στους Robert and Casella (1999) και τις εκεί αναφορές στις μεθόδους
Kolmogorov-Smirnov, Die Hard Marsaglia καθώς και σε μεθόδους μη παραμε-
τρικής στατιστικής και χρονικών σειρών.

Στη συνέχεια θα παρουσιαστούν κάποιες βασικές γεννήτριες ομοιόμορφων ψευ-

δοτυχαίων αριθμών που παρότι δεν είναι ιδιαίτερα ισχυρές θα βοηθήσουν στην

κατανόηση της φιλοσοφίας των ψευδοτυχαίων αριθμών, αλλά κυρίως αποτελούν

ένα αναπόσπαστο κομμάτι ισχυρότερων. ΄Ολες οι μέθοδοι που θα παρουσιαστούν

σε αυτήν την ενότητα ανήκουν στην κατηγορία των αποκαλούμενων συμπτωτι-

κών μεθόδων (congruential methods). Σε αυτές τις μεθόδους ο κάθε επόμε-
νος αριθμός αποφασίζεται μέσω μίας απλής γραμμικής συνάρτησης, στην έξοδο
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της οποίας τελικώς εφαρμόζεται μία αναγωγή στο διάστημα (0,1). Η αναγωγή

αυτή επιτυγχάνεται με τη βοήθεια του τελεστή modulo και απλών μαθηματικών
πράξεων.

Η πρώτη τέτοια μέθοδος που θα παρουσιαστεί είναι η λεγόμενη πολλαπλα-

σιαστική μέθοδος (multiplicative congruential method). Η μέθοδος αυτή
κατέχει εξέχουσα θέση μεταξύ των μεθόδων παραγωγής ψευδοτυχαίων αριθμών

και χρησιμοποιείται πολύ συχνά στην πράξη. Το πρώτο βήμα είναι να θεωρήσουμε

μια αρχική τιμή x0 ∈ N, η οποία θα μπορούσε να λαμβάνεται ας πούμε από τα
εκατοστά του δευτερολέπτου που δείχνει το ρολόι του υπολογιστή. Τότε, θεω-

ρώντας κάποιους προεπιλεγμένους φυσικούς αριθμούς a, m (ο τρόπος επιλογής
των οποίων θα σχολιαστεί αργότερα) η νέα ψευδοτυχαία τιμή υπολογίζεται από

τη μαθηματική έκφραση:

x1 = (ax0)modm,

όπου xmodm ορίζεται να είναι το υπόλοιπο της διαίρεσης του x δια του m.
Με ανάλογο τρόπο προκύπτουν οι επόμενες ψευδοτυχαίες τιμές, δηλαδή x2 =
(ax1)modm, x3 = (ax2)modm, κ.ο.κ..

Είναι προφανές ότι κάθε νέα ψευδοτυχαία τιμή xi λαμβάνει τιμές στο σύνολο
{0, 1, ...,m− 1}. Αυτό συνεπάγεται ότι ο αριθμός

Ui =
xi
m
∈
{

0,
1

m
, ...,

m− 1

m

}
⊆ [0, 1), i = 1, ..., n,

θεωρείται ένας ψευδοτυχαίος αριθμός και επίσης λαμβάνει τιμές μεταξύ του 0 και

του 1.

Συνοψίζοντας, τα βήματα του πολλαπλασιαστικού συμπτωτικού αλγορίθμου

(multiplicative congruential algorithm) είναι:

� Βήμα 0: Θέτουμε x0 = seed.

� Βήμα i: Η ψευδοτυχαία τιμή xi υπολογίζεται από τη σχέση:

xi = (axi−1)modm, i = 1, 2, ..., n

και έπειτα θέτουμε Ui =
xi
m
, i = 1, 2, ..., n.

΄Αξιο επισήμανσης είναι ότι δίνεται ιδιαίτερη βαρύτητα στην επιλογή των a, m.
Οι αριθμοί αυτοί επιλέγονται έτσι ώστε για κάθε αρχική τιμή x0 το πλήθος των

βημάτων που απαιτούνται μέχρι να φτάσουμε σε σημείο που η διαδικασία από εκεί

και πέρα να επαναλαμβάνεται να είναι πολύ μεγάλο. Το γεγονός αυτό αιτιολογείται
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από την παρατήρηση ότι οι αριθμοί U1, U2, ... που προκύπτουν χρησιμοποιώντας
τον παραπάνω αλγόριθμο δεν είναι στην πραγματικότητα τυχαίοι. Ειδικότερα,

μετά από έναν πεπερασμένο αριθμό επαναλήψεων, που είναι μικρότερος ή ίσος

του m, θα εμφανιστεί ένας αριθμός xk ο οποίος έχει ήδη εμφανιστεί. Δηλαδή, για
r < k θα ισχύει xk = xr και επομένως από εκεί και πέρα η αρχική ακολουθία θα
επαναληφθεί και έτσι xk+1 = xr+1, xk+2 = xr+2, κ.ο.κ..

Επιπλέον, η επιλογή των a και m θα πρέπει να είναι τέτοια ώστε οι αριθμοί
x1, x2, ..., xn να παράγονται γρήγορα και εύκολα (βλέπε Cemgil (2012)). Τέλος,
είναι αυτονόητο ότι για κάθε αρχική τιμή x0, η ακολουθία των x1/m, x2/m, ...
πρέπει να μπορεί να θεωρηθεί ως μία πραγματοποίηση ακολουθίας ανεξάρτητων

τυχαίων μεταβλητών που ακολουθούν U(0, 1).

Στο παραπάνω πλαίσιο, προτείνεται τα x0 και m να είναι πρώτοι αριθμοί μεταξύ
τους, με το m να είναι δύναμη του 2. Για περισσότερες προτάσεις σχετικά με
την επιλογή των a, m και x0 που οδηγούν σε μεγαλύτερο κύκλο επανάληψης

παραπέμπουμε, μεταξύ άλλων, στο σύγγραμμα του Knuth (1997) και τις εκεί
αναφορές.

Μια άλλη μέθοδος παραγωγής ψευδοτυχαίων αριθμών είναι η λεγόμενη μεικτή

συμπτωτική μέθοδος (mixed congruential method), η οποία είναι επίσης μια
από τις συνηθέστερες μεθόδους. Ο αντίστοιχος αλγόριθμος είναι:

� Βήμα 0: Θέτουμε την αρχική τιμή x0 = seed.

� Βήμα i: Η νέα ψευδοτυχαία τιμή xi υπολογίζεται από τη σχέση:

xi = (axi−1 + c)modm, i = 1, 2, ..., n, όπου c ∈ N0

και έπειτα θέτουμε Ui =
xi
m
, i = 1, 2, ..., n.

Στα προηγούμενα x0 < m είναι ακέραιος, με m > 0, a < m, και c < m.
Στο σημείο αυτό, και παρακινούμενοι από τους Johansen et al. (2007), αξίζει
να επισημανθεί ότι η ακολουθία ψευδοτυχαίων αριθμών εξαρτάται από το σπόρο

x0 και τις τιμές των a, c και m, αντίστοιχα. Παρατηρούμε ότι για c = 0 από τη
μεικτή συμπτωτική μέθοδο προκύπτει η πολλαπλασιαστική. Για το λόγο αυτό στο

επόμενο παράδειγμα που ακολουθεί, με στόχο την κατανόηση όσων προηγήθηκαν,

περιοριζόμαστε στη μεικτή συμπτωτική μέθοδο, με σκοπό τη διευκρίνηση και την

εφαρμογή όσων παρουσιάστηκαν.

Παράδειγμα 2.1.1. Να υλοποιηθούν τα τέσσερα πρώτα βήματα της μεικτής

συμπτωτικής μεθόδου θεωρώντας τις τιμές (βλέπε Johansen et al. (2007)):

x0 = 4, α = 81, c = 35 και m = 256.
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Λύση. Αρχικά θέτουμε x0 = 4 (από υπόθεση). Τότε, οι νέες ψευδοτυχαίες
τιμές που προκύπτουν ακολουθώντας τα βήματα της μεικτής συμπτωτικής μεθόδου

είναι:

x1 = (αx0 + c)modm = (81 · 4 + 35)mod 256 = 359mod 256 = 103,

x2 = (αx1 + c)modm = (81 · 103 + 35)mod 256 = 8378mod 256 = 186,

x3 = (αx2 + c)modm = (81 · 186 + 35)mod 256 = 15101mod 256 = 253.

Αντίστοιχα, οι τιμές Ui =
xi
m
, i = 1, 2, 3, που προκύπτουν είναι οι εξής:

U1 =
x1

m
=

103

256
= 0.402, U2 =

x2

m
=

186

256
= 0.726, U3 =

x3

m
=

253

256
= 0.988.

Τα παραπάνω υλοποιούνται στην R ορίζοντας την ακόλουθη συνάρτηση:

1 mcg = function(a,c,m,run.length ,seed) {

2 x = rep(0,run.length)

3 x[1] = seed

4 for (i in 1:(run.length -1)) {

5 x[i+1] = (a * x[i] + c) %% m

6 }

7 U = x/m

8 return(list(x=x,U=U))

9 }

και εκτελώντας την παρακάτω εντολή.

1 z = mcg(81,35,256,20,4)

2 z

Οι τιμές που περιέχονται στα z$x είναι οι αριθμοί που παράγει η μεικτή συμ-
πτωτική μέθοδος και οι τιμές που περιέχονται στα z$U είναι οι τιμές z$x που
τυποποιούνται ώστε να εμπίπτουν στο διάστημα [0, 1). Τα z$x και τα z$U κα-
τανέμονται ομοιόμορφα, αν και το μοτίβο γίνεται πιο ξεκάθαρο και εμφανές όσο

δημιουργούνται όλο και περισσότεροι τυχαίοι αριθμοί στην ακολουθία. Στο Σχήμα

2.1 βλέπουμε πώς μοιάζουν τα ιστογράμματα συχνοτήτων αν παράγουμε 10.000

τυχαίους αριθμούς. Πιο συγκεκριμένα, η βάση των ορθογωνίων παριστάνει το

μήκος των ομάδων και το ύψος των ορθογωνίων την αντίστοιχη συχνότητα των

ομάδων. Ακολούθως παρατίθενται οι εντολές που χρησιμοποιήθηκαν:
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1 z = lcg(81,35,256,10000,4)

2 par(mfrow=c(1,2))

3 hist(z$x,col="red")

4 hist(z$U,col="purple")

Σχήμα 2.1: Ιστόγραμμα 10.000 τιμών της μεικτής συμπτωτικής μεθόδου και των

αντίστοιχων ψευδοτυχαίων U(0, 1), με α = 81, c = 35, m = 256 και x0 = 4.

Προφανώς, εκτελώντας τη ψευδοτυχαία γεννήτρια αριθμών δύο φορές με τον

ίδιο σπόρο δημιουργείται ακριβώς η ίδια ακολουθία ψευδοτυχαίων αριθμών. Ε-

πίσης, για c = 0, όπως έχει ήδη αναφερθεί, προκύπτει η πολλαπλασιαστική μέθο-
δος.

Τέλος, έχει προταθεί και η προσθετική συμπτωτική μέθοδος (additive
congruential method), η οποία αποτελείται από τα ακόλουθα βήματα:

� Βήμα 0: Θέτουμε την αρχική τιμή x0 = seed.

� Βήμα i: ΄Επειτα, x1 = x0modm και

xi+1 = (xi + xi−1)modm, i = 2, ..., n− 1
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και έπειτα θέτουμε Ui =
xi
m
, i = 1, 2, ..., n.

Τα παραπάνω γίνονται πιο κατανοητά μέσω ενός απλού παραδείγματος που

ακολουθεί.

Παράδειγμα 2.1.2. Να εφαρμοσθούν πέντε βήματα της προσθετικής συμπτω-

τικής μεθόδου θεωρώντας τις τιμές x0 = 100 και m = 128.

Λύση. Από την υπόθεση ισχύει ότι ο σπόρος x0 ισούται με 100. ΄Οπως γίνεται

εύκολα αντιληπτό, εφαρμόζοντας την προσθετική συμπτωτική μέθοδο, η αμέσως

επόμενη τιμή δίνεται ως:

x1 = x0modm = 100mod 128⇒ x1 = 100.

Τότε, οι νέες ψευδοτυχαίες τιμές που προκύπτουν ακολουθώντας τα βήματα του

παραπάνω αλγορίθμου είναι:

x2 = (x1 + x0)modm = (100 + 100)mod 128 = 200mod 128 = 72,

x3 = (x2 + x1)modm = (72 + 100)mod 128 = 172mod 128 = 44,

x4 = (x3 + x2)modm = (44 + 72)mod 128 = 116mod 128 = 116.

Επομένως, οι τυποποιημένες τιμές Ui =
xi
m
που προκύπτουν είναι οι ακόλουθες:

U1 =
x1

m
=

100

128
= 0.781, U2 =

x2

m
=

72

128
= 0.562, U3 =

x3

m
=

44

128
= 0.343

και U4 =
x3

m
=

44

128
= 0.906, αντίστοιχα.

Τα παραπάνω υλοποιούνται στην R ορίζοντας την ακόλουθη συνάρτηση:

1 acg = function(m,run.length ,seed) {

2 x = rep(0,run.length)

3 x[1] = seed

4 x[2] = x[1] %% m

5 for (i in 2:(run.length -1)) {

6 x[i+1] = ( x[i] + x[i-1] ) %% m

7 }

8 U = x/m

9 return(list(x=x,U=U))

10 }
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και εκτελώντας την εντολή:

1 z = acg(128,50,100)

2 z

Στο σημείο αυτό επισημαίνεται ότι ο προεπιλεγμένος φυσικός αριθμός m προ-
τείνεται να είναι δύναμη του 2. Το γεγονός ότι το m = 128 = 27

αποτελεί

και έναν από τους λόγους της επιλογής του αριθμού αυτού για το παράδειγμα.

Ας σημειωθεί ακόμη πως οι ψευδοτυχαίες τιμές xi λαμβάνουν τιμές στο σύνο-
λο {0, 1, ...,m− 1 = 127}. Αυτό σημαίνει πως επαληθεύεται ότι οι αντίστοιχες
τυποποιημένες ψευδοτυχαίες τιμές κυμαίνονται μεταξύ του 0 και του 1. Δηλαδή:

Ui =
xi

128
∈
{

0,
1

128
,

2

128
, ...,

127

128

}
⊆ [0, 1), i = 1, ..., n.

Με αφορμή το παραπάνω παράδειγμα αξίζει να αναφερθεί ότι στην προσθετική

συμπτωτική μέθοδο όταν x0 < m η αρχική τιμή x0 ταυτίζεται με την αμέσως

επόμενη τιμή x1, καθώς τότε ισχύει ότι x0modm = x0.

Συνοψίζοντας το περιεχόμενο αυτής της ενότητας μπορούμε να πούμε ότι πα-

ρόλο που οι ψευδοτυχαίες γεννήτριες αριθμών δε μας δίνουν ακολουθίες που

είναι ακολουθίες πραγματικά τυχαίων αριθμών, μας εφοδιάζουν με ακολουθίες

που μπορούν να θεωρηθούν ως τέτοιες και επιπλέον δημιουργούνται σε σύντομο

χρονικό διάστημα. Επίσης, μπορούν να αναπαραχθούν αργότερα αν είναι γνωστό

το αρχικό σημείο της ακολουθίας. Οι μέθοδοι παραγωγής ψευδοτυχαίων αριθμών

και η σύγκρισή τους θα μπορούσε να αποτελούν ένα αυτοτελές αντικείμενο με-

λέτης. Στην ενότητα αυτή έγινε μια μικρή μνεία, καθώς, όπως ήδη αναφέρθηκε, η

παραγωγή (ψευδο)τυχαίων αριθμών από την U(0, 1) είναι αναπόσπαστο κομμάτι
της προσομοίωσης από κάθε κατανομή, κάτι που θα γίνει σαφές στις επόμενες

ενότητες.

2.2 Μέθοδος αντιστροφής

Στην προηγούμενη ενότητα αυτού του κεφαλαίου παρουσιάστηκαν απλοί τρόποι

με τους οποίους μπορούμε να δημιουργήσουμε, να παράγουμε (ψευδο)τυχαίους

αριθμούς από την ομοιόμορφη κατανομή στο (0, 1). Στην ενότητα αυτή θα πα-
ρουσιαστεί η μέθοδος της αντιστροφής (Inversion Sampling), η οποία είναι
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και η πιο απλή μέθοδος δημιουργίας αριθμών από μια κατανομή με αθροιστική

συνάρτηση κατανομής (α.σ.κ.) F (·).

Ειδικότερα, έστω X μια τυχαία μεταβλητή με α.σ.κ. F (·), δηλαδή F (x) =
P (X ≤ x), για κάθε x ∈ R. Η μέθοδος της αντιστροφής βασίζεται στην α-
ντιστροφή της α.σ.κ., γεγονός που δικαιολογεί και την ονομασία της. Εύλογα

προκύπτει το ερώτημα πώς μπορεί να χρησιμοποιηθεί η έννοια της αντίστροφης

συνάρτησης, όταν αυτή, όπως καλά γνωρίζουμε, έχει νόημα μόνο όταν η συνάρ-

τηση είναι 1 − 1. Θυμηθείτε ότι εξ΄ ορισμού η α.σ.κ. είναι πάντοτε συνεχής από
δεξιά, αλλά είναι συνεχής παντού μόνο στην περίπτωση των συνεχών τυχαίων με-

ταβλητών (βλέπε, μεταξύ άλλων, Casella and Berger (2002)), ενώ είναι αύξουσα
αλλά όχι απαραίτητα γνησίως αύξουσα. Το πρόβλημα αυτό μπορεί να ξεπεραστεί

καθώς μας αρκεί η έννοια της γενικευμένης αντίστροφης συνάρτησης (βλέπε, για

παράδειγμα, Casella and Berger (2002)), ο ορισμός της οποίας ακολουθεί.

Ορισμός 2.2.1. ΄Εστω F : R → R μία αύξουσα συνάρτηση. Η γενικευμένη
αντίστροφη συνάρτηση (generalized inverse function) της F (·) συμβολίζεται με
F−(u) και ορίζεται ως:

F−(u) = inf {x : F (x) ≥ u} = inf {x : F (x) ∈ [u, 1]} , u ∈ [0, 1]. (2.2)

Παρατηρούμε ότι όταν η α.σ.κ. F (·) είναι αντιστρέψιμη (για παράδειγμα συνε-
χής και γνησίως αύξουσα) τότε η γενικευμένη αντίστροφη συνάρτηση ταυτίζεται

με την κλασική αντίστροφη συνάρτηση, δηλαδή F−(u) = F−1(u). Επιπλέον,
ο ορισμός της γενικευμένης αντίστροφης συνάρτησης καλύπτει την περίπτωση

όπου η α.σ.κ. F (·) δεν είναι αντιστρέψιμη. Κάτι τέτοιο συμβαίνει για παράδειγμα
όταν η τ.μ. X είναι διακριτή ή όταν είναι συνεχής αλλά η F (·) δεν είναι γνη-
σίως αύξουσα. Τέλος, καθώς η F (·) είναι πάντοτε δεξιά συνεχής, το infimum
θα επιτυγχάνεται εντός του συνόλου {x : F (x) ∈ [u, 1]}. ΄Ετσι (βλέπε, για πα-
ράδειγμα, Sigman (2010)) το infimum ταυτίζεται με το minimum. Επομένως, η
σχέση (2.2) ισοδύναμα γράφεται ως:

F−(u) = min {x : F (x) ≥ u} = min {x : F (x) ∈ [u, 1]} , u ∈ [0, 1].

Στην πρόταση που ακολουθεί δίνεται η κεντρική ιδέα της μεθόδου της αντιστροφής

(βλέπε, μεταξύ άλλων, Robert and Casella (1999)).

Πρόταση 2.2.1. Αν U είναι μία τ.μ. τέτοια ώστε U ∼ U(0, 1), τότε η τ.μ.
X = F−(U), όπου F− είναι η γενικευμένη αντίστροφη συνάρτηση οποιασδήποτε
αθροιστικής συνάρτησης κατανομής, έχει συνάρτηση κατανομής την F (·).

Απόδειξη. Η α.σ.κ. της τ.μ. X = F−(U) δίνεται ως

P (X ≤ x) = P (F−(U) ≤ x) = P (inf {t : F (t) ≥ U} ≤ x) .
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Καθώς όμως η F (·) είναι αύξουσα προκύπτει ισοδύναμα ότι:

P
(
F−(U) ≤ x

)
= P (min {t : F (t) ≥ U} ≤ x) .

Επομένως, αρκεί να δείξουμε ότι:

P (min {t : F (t) ≥ U} ≤ x) = F (x),

ή ισοδύναμα, λαμβάνοντας υπόψη ότι U ∼ U(0, 1) και F (x) ∈ [0, 1], ότι:

P (min {t : F (t) ≥ U} ≤ x) = P (U ≤ F (x)).

Δηλαδή αρκεί να δείξουμε ότι:

min {t : F (t) ≥ U} ≤ x⇔ U ≤ F (x).

Παρατηρούμε ότι αν

U ≤ F (x)⇒ x ∈ {t : F (t) ≥ U} ⇒ x ≥ min {t : F (t) ≥ U} .

Από την άλλη μεριά, αν min {t : F (t) ≥ U} ≤ x τότε υπάρχει t0 ≤ x τέτοιο ώστε
F (t0) ≥ U . Καθώς όμως η F (·) είναι αύξουσα έχουμε ότι t0 ≤ x συνεπάγεται
ότι F (t0) ≤ F (x). Συνδυάζοντας τα παραπάνω έχουμε, λοιπόν, ότι U ≤ F (t0) ≤
F (x).

Συνεπώς, καταλήγουμε ότι P (X ≤ x) = P (U ≤ F (x)) = F (x), δηλαδή, η
τ.μ. X = F−(U) έχει α.σ.κ. την επιθυμητή F και έτσι η απόδειξη ολοκληρώθηκε.

Από όσα προαναφέρθηκαν γίνεται αντιληπτό ότι για να προσομοιωθεί μία τι-

μή, έστω x, από την τ.μ. X με α.σ.κ. F (·) αρκεί να παραχθεί αρχικά μια τιμή
u ∈ (0, 1) από την τ.μ. U ∼ U(0, 1) και έπειτα να χρησιμοποιηθεί ο μετασχημα-
τισμός x = F−(u), όπου F− είναι η γενικευμένη αντίστροφη συνάρτηση της F
που δίνεται από τη σχέση (2.2). Επομένως, έχουμε τα ακόλουθα (βλέπε, μεταξύ

άλλων, Liang et al. (2011)):

Αλγόριθμος αντιστροφής (συνεχής περίπτωση)

1. ΄Εστω U από την ομοιόμορφη στο (0, 1).

2. Υπολόγισε το X = F−1(U).

3. Η X είναι πραγματοποίηση από την κατανομή με α.σ.κ. F (·).
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Αλγόριθμος αντιστροφής (διακριτή περίπτωση)

1. ΄Εστω U από την ομοιόμορφη στο (0, 1).

2. Προσδιόρισε την τιμή X που είναι τέτοια ώστε F (X − 1) < U ≤ F (X).

3. Η X είναι πραγματοποίηση από την κατανομή με α.σ.κ. F (·).

Εναλλακτικά όταν θέλουμε να δημιουργήσουμε τ.δ. από έναν πληθυσμό που πε-

ριγράφεται από τη συνάρτηση πιθανότητας (σ.π.) pi = P (X = xi), i = 0, 1, 2...,

με

∑
i

pi = 1, έχουμε ότι:

1. ΄Εστω U από την ομοιόμορφη στο (0,1).

2. Τότε

X =



x0, αν 0 ≤ U < p0

x1, αν p0 ≤ U < p0 + p1

·
·
·

xk, αν

k−1∑
i=0

pi ≤ U <
k∑
i=0

pi.

·
·
·

Στη συνέχεια, για την καλύτερη κατανόηση όσων προηγήθηκαν, θα δούμε πώς

μπορούμε χρησιμοποιώντας τη μέθοδο της αντιστροφής να παράγουμε τυχαίους

αριθμούς από ορισμένες γνωστές συνεχείς και διακριτές κατανομές με μόνη προ-

ϋπόθεση την παραγωγή (ψευδο)τυχαίων αριθμών από την U(0, 1) (βλέπε, μεταξύ
άλλων, Sigman (2010) και Cemgil (2012)).

Παράδειγμα 2.2.2. Χρησιμοποιώντας τη μέθοδο της αντιστροφής να προταθεί

ένας τρόπος παραγωγής μιας παρατήρησης από την ομοιόμορφη κατανομή στο

διάστημα (a, b).

Λύση. Η α.σ.κ. της τ.μ. X είναι: FX(x) =
x− a
b− a

, για x ∈ [a, b), FX(x) = 0,

x < a και FX(x) = 1, x ≥ b. Λύνοντας την εξίσωση u =
x− a
b− a

ως προς x
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συνεπάγεται ότι x = F−1
X (u) = (b − a)u + a, u ∈ (0, 1). Συμπερασματικά αν

U ∼ U(0, 1), τότε η:

X = a+ U(b− a) ακολουθεί U(a, b).

Στη συνέχεια τα παραπάνω υλοποιούνται στην R για την ειδική περίπτωση της
δημιουργίας 3.000 τυχαίων αριθμών από την U(5, 10). Στο Σχήμα 2.2 δίνεται το
ιστόγραμμα αυτών των τυχαίων αριθμών.

Σχήμα 2.2: Ιστόγραμμα 3.000 τυχαίων αριθμών από την U(5, 10). Οι τυχαίοι
αριθμοί δημιουργήθηκαν με τη μέθοδο της αντιστροφής.

1 u = runif(3000)

2 x = 5 + u*(10-5)

3 x

4 hist(x)

Παράδειγμα 2.2.3. Χρησιμοποιώντας τη μέθοδο της αντιστροφής να παράγε-

τε μια παρατήρηση από την Εκθετική κατανομή με παράμετρο λ > 0.
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Λύση. Στην περίπτωση αυτή έχουμε ότι η α.σ.κ. της τ.μ. X δίνεται ως FX(x) =
1 − e−λx, x ≥ 0, ενώ FX(x) = 0, x < 0. Λύνοντας την εξίσωση u = 1 − e−λx
ως προς x και μετά από απλές αλγεβρικές πράξεις συνεπάγεται ότι x = F−1

X (u) =

− 1

λ
ln(1− u), u ∈ (0, 1). Συνεπώς,

X = − 1

λ
ln(1− U), U ∈ (0, 1). (2.3)

Γνωρίζουμε όμως (βλέπε, για παράδειγμα, Casella and Berger (2002)) ότι αν η
τ.μ. U ∼ U(0, 1) τότε και η τ.μ. 1−U ∼ U(0, 1). Αυτό σημαίνει ότι ο αλγόριθμος
για την παραγωγή τυχαίων αριθμών από την Εκθετική κατανομή με παράμετρο λ
μπορεί να απλοποιηθεί ως εξής:

� Βήμα 1: Παράγουμε την τ.μ. U ∼ U(0, 1).

� Βήμα 2: Θέτουμε X = − 1

λ
ln(U).

Στη συνέχεια τα παραπάνω υλοποιούνται στην R για την ειδική περίπτωση της
δημιουργίας 1.000 τυχαίων αριθμών από την Εκθετική κατανομή με λ = 5, ενώ
στο Σχήμα 2.3 δίνεται το ιστόγραμμα αυτών των τυχαίων αριθμών.

1 u = runif(1000)

2 x = -log(1-u)/5

3 x

4 hist(x)

Παράδειγμα 2.2.4. Να παράγετε μια παρατήρησηX από την κατανομή Bernou-
lli(p), με συνάρτηση πιθανότητας PX(X = 0) = 1− p και PX(X = 1) = p, για
κάποιο p ∈ (0, 1).

Λύση. Εφαρμόζοντας τη διακριτή μέθοδο της αντιστροφής προκύπτουν τα α-

κόλουθα βήματα:

� Βήμα 1: Παράγουμε την τ.μ. U ∼ U(0, 1).

� Βήμα 2: ΄Επειτα, θέτουμε

X =

{
0, αν 0 ≤ U < 1− p,
1, αν 1− p ≤ U.
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Σχήμα 2.3: Ιστόγραμμα 1.000 τυχαίων αριθμών από την Εκθετική κατανομή με

λ = 5. Οι τυχαίοι αριθμοί δημιουργήθηκαν με τη μέθοδο της αντιστροφής.

Στη συνέχεια τα παραπάνω υλοποιούνται στην R για την ειδική περίπτωση της
δημιουργίας 7.000 τυχαίων αριθμών από την Bernoulli με p = 0.3.

1 u = runif(7000)

2 p = 0.3

3 X = ifelse ((1-p<=u), 1, 0)

4 X

Στα προηγούμενα παραδείγματα η μέθοδος της αντιστροφής ήταν ένα πολύ βο-

λικό εργαλείο για την παραγωγή αριθμών από τις συγκεκριμένες κατανομές, κα-

θώς η (γενικευμένη) αντίστροφη της αθροιστικής συνάρτησης κατανομής προσ-

διορίστηκε εύκολα. Με παρόμοιο τρόπο, η παραγωγή τυχαίων αριθμών με τη

μέθοδο της αντιστροφής είναι εφικτή για τις Weibull (α, β), Pareto και Cau-
chy. Ωστόσο, σε πολλές περιπτώσεις δεν είναι εύκολος ή ακόμη και εφικτός ο
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προσδιορισμός της αντίστροφης F−. Αυτή είναι η κύρια αιτία που η μέθοδος της
αντιστροφής εφαρμόζεται σε λίγες περιπτώσεις, ενώ ακόμα και σε περιπτώσεις

που η μέθοδος δύναται να εφαρμοστεί μπορεί να επιλέγεται κάποια άλλη λόγω

υπολογιστικού χρόνου, κόστους. Τέτοιες περιπτώσεις αποτελούν για παράδειγ-

μα η προσομοίωση από την κανονική, τη Βήτα, τη Γάμμα και την κατανομή F.
Ειδικότερα, στην περίπτωση που η τ.μ. X ακολουθεί την κατανομή Γάμμα με
παραμέτρους a, b > 0, τότε έχει α.σ.κ.:

FX(x) =

∫ x

0

e−y/b ya−1

ba Γ(a)
dy, x > 0.

Παρόλο που η FX(·) είναι αντιστρέψιμη, η αντίστροφή της δεν μπορεί να παραστα-
θεί σε μια κλειστή αναλυτική μορφή, διότι το παραπάνω ολοκλήρωμα γενικά δεν

υπολογίζεται αναλυτικά. ΄Ενα ερώτημα που προκύπτει είναι πώς θα αντιμετωπι-

στούν τέτοιες περιπτώσεις. Την απάντηση μας την δίνει εν μέρει η ίδια η μέθοδος

της αντιστροφής. Η ιδέα είναι να προσομοιώσουμε τυχαία δείγματα από μια δια-

φορετική κατανομή (την ομοιόμορφη στη μέθοδο της αντιστροφής) για την οποία

είναι εφικτή η προσομοίωση και χρησιμοποιώντας κάποιο μετασχηματισμό (τη γε-

νικευμένη αντίστροφη της α.σ.κ. στο πλαίσιο της μεθόδου της αντιστροφής) ή

κάποιες γνωστές ιδιότητες να οδηγηθούμε στην κατανομή στόχο. Το παραπάνω

σκεπτικό θα γίνει κατανοητό στα επόμενα παραδείγματα (βλέπε, μεταξύ άλλων,

Robert and Casella (1999) και Sigman (2010)).

Παράδειγμα 2.2.5. Χρησιμοποιώντας τη μέθοδο της αντιστροφής να προσο-

μοιωθούν τυχαίοι αριθμοί από την κατανομή Γάμμα, με παραμέτρους a και b, με
το a να είναι φυσικός αριθμός.

Λύση. Γνωρίζουμε ότι αν X ∼ G(a, b), με a ακέραιο τότε X =

a∑
i=1

Yi, όπου Yi

ακολουθούν Εκθετική κατανομή με παράμετρο
1

b
. Επομένως αφού μπορούμε να

προσομοιώσουμε από την Εκθετική μπορούμε και από αυτήν την ειδική περίπτωση

της Γάμμα. Επομένως, αν Ui ∼ U(0, 1), i = 1, 2, ..., a, είναι ανεξάρτητες τ.μ.,

τότε (βλέπε σχέση (2.3)) οι τ.μ. Yi = −b ln(Ui) ∼ Exp

(
1

b

)
, i = 1, 2, ..., a και

τελικά η τ.μ.

X =

a∑
i=1

Yi = −
a∑
i=1

b ln(Ui) = −b ln

(
a∏
i=1

Ui

)
∼ G(a, b), με a ακέραιο.

Συνοψίζοντας, ο αλγόριθμος για την παραγωγή ενός τυχαίου αριθμού από την

κατανομή G(a, b), με a ακέραιο είναι:
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� Βήμα 1: Παράγουμε a τυχαίους αριθμούς U1, U2, ..., Ua ∼ U(0, 1).

� Βήμα 2: Θέτουμε X = −b ln(U1 · U2 · ... · Ua).

Παράδειγμα 2.2.6. Χρησιμοποιώντας τη μέθοδο της αντιστροφής να προταθεί

ένας τρόπος προσομοίωσης τυχαίων αριθμών από τη διωνυμική κατανομή B(n, p).

Λύση. Μπορούμε να χρησιμοποιήσουμε τη σύνδεση της B(n, p) με την Ber-
noulli κατανομή. Ειδικότερα, η τ.μ. X ∼ B(n, p) μπορεί να αναπαρασταθεί
ως X =

∑n
i=1 Yi όπου Y1, Y2, ..., Yn είναι n το πλήθος ανεξάρτητες και ισόνο-

μες τυχαίες μεταβλητές, με Yi να ακολουθούν Bernoulli(p). Επομένως, αντί
να χρησιμοποιηθεί άμεσα η μέθοδος της αντιστροφής θα έχουμε τον ακόλουθο

αλγόριθμο:

� Βήμα 1: Παράγουμε n ανεξάρτητες και ισόνομες τ.μ. U1, U2, ..., Un ∼
U(0, 1).

� Βήμα 2: Στη συνέχεια, για κάθε 1 ≤ i ≤ n δημιουργούμε n ανεξάρτητες
και ισόνομες τ.μ. Bernoulli(p) θέτοντας

Yi =

{
0, αν 0 ≤ Ui < 1− p,
1, αν 1− p ≤ Ui ≤ 1.

� Βήμα 3: Τέλος, η X =

n∑
i=1

Yi.

Το πλεονέκτημα αυτού του αλγορίθμου είναι η ευκολία και η απλότητά του,

καθώς δε χρειάζεται να κάνουμε τους διάφορους υπολογισμούς που αφορούν τη

συνάρτηση πιθανότητας της διωνυμικής. Από την άλλη πλευρά, αυτός ο αλγόριθ-

μος απαιτεί την παραγωγή n το πλήθος ομοιόμορφων τ.μ. για κάθε επανάληψη
του X, έναντι μόνο μιας ομοιόμορφης τ.μ. όταν χρησιμοποιείται άμεσα η μέθοδος
της αντιστροφής.

Παράδειγμα 2.2.7. Να παράγετε μια παρατήρηση από την κατανομή N(0, 1),
χρησιμοποιώντας ιδιότητές της που τη συνδέουν με την ομοιόμορφη κατανομή.

Λύση. Οι κανονικές τυχαίες μεταβλητές μπορούν να δημιουργηθούν χρησιμο-

ποιώντας τη μέθοδο της αντιστροφής, αλλά αυτό απαιτεί τον υπολογισμό της
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αντίστροφης α.σ.κ. της τυπικής κανονικής, που είναι ένας μη τετριμμένος υ-

πολογισμός. Εναλλακτικά μπορεί κάποιος να αξιοποιήσει ιδιότητες της κανονι-

κής κατανομής. Ειδικότερα, είναι γνωστό ότι (βλέπε, μεταξύ άλλων, Robert
and Casella (1999)) αν Ui ∼ U(0, 1), i = 1, 2, τότε οι τυχαίες μεταβλητές
X1 =

√
−2ln(U1) cos(2πU2) και X2 =

√
−2ln(U1) sin(2πU2) ακολουθούν τυ-

πική κανονική κατανομή και μάλιστα είναι ανεξάρτητες τ.μ.. Η παραπάνω μέθο-

δος είναι γνωστή ως Box-Müller μετασχηματισμός. Το μόνο μειονέκτημα της
μεθόδου από άποψης ταχύτητας είναι ότι απαιτείται ο υπολογισμός συναρτήσεων,

όπως είναι ο λογάριθμος, το ημίτονο και το συνημίτονο.

Από τα παραπάνω παραδείγματα ίσως γίνεται αντιληπτό ότι μπορούν να χρη-

σιμοποιηθούν σχέσεις μεταξύ μεταβλητών και γνωστές ιδιότητές τους για την

προσομοίωση. ΄Ετσι, η προσομοίωση από την κανονική κατανομή μπορεί να ε-

πιτευχθεί μέσω του μετασχηματισμού Box-Müller, από τη Βήτα κατανομή μέσω
της σχέσης με τα διατεταγμένα στατιστικά της ομοιόμορφης κατανομής κ.ο.κ..

Παρότι αυτές οι σχέσεις μπορούν να χρησιμοποιηθούν, συχνά δεν είναι βέλτι-

στες. Για εκείνες τις περιπτώσεις που δεν υπάρχουν σχέσεις με άλλες κατανομές

ή με στόχο να έχουμε στη διάθεσή μας πιο γρήγορες σε υπολογιστικό χρόνο με-

θόδους καταφεύγουμε σε άλλες τεχνικές προσομοίωσης που θα παρουσιαστούν

στις επόμενες ενότητες και οι οποίες απαιτούν να γνωρίζουμε μόνο ότι η συναρ-

τησιακή μορφή της πυκνότητας της κατανομής που μας ενδιαφέρει είναι ανάλογη

μιας άλλης συνάρτησης.

2.3 Μέθοδος αποδοχής-απόρριψης

Η άμεση εφαρμογή της μεθόδου της αντιστροφής σε πολλές περιπτώσεις, όπως

έχει ήδη αναφερθεί στην προηγούμενη ενότητα, είναι δύσκολη ή ακόμη και ανέφι-

κτη. Επιπλέον, υπάρχουν περιπτώσεις που η κατανομή που θέλουμε να προσο-

μοιώσουμε δεν μπορεί να γραφεί είτε ως μείξη κατανομών για τις οποίες είναι

εφικτή η προσομοίωση είτε ως ένας άμεσος μετασχηματισμός κάποιας τέτοιας.

Τα παραπάνω προβλήματα έχουν ως αποτέλεσμα να πρέπει να αναζητηθούν άλ-

λες εναλλακτικές μέθοδοι για την αντιμετώπισή τους. Μεταξύ αυτών έχει εισα-

χθεί στη βιβλιογραφία (βλέπε Von Neumann (1951)) η αποκαλούμενη μέθοδος
αποδοχής-απόρριψης (Accept-Reject method), η οποία αποτελεί και το α-
ντικείμενο μελέτης αυτής της ενότητας.

Επομένως στην ενότητα αυτή το ενδιαφέρον επικεντρώνεται σε μια άλλη κα-

τηγορία μεθόδων προσομοίωσης, πιο γενική και πιο εφαρμόσιμη από τη μέθοδο

της αντιστροφής, η οποία όπως αναλυτικά θα δούμε, απαιτεί μόνο τη γνώση της
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συναρτησιακής μορφής της πυκνότητας της κατανομής στόχου π(·), εκτός ίσως
από κάποια πολλαπλασιαστική σταθερά.

Παρατήρηση 2.3.1. Η ιδέα της γνώσης της πυκνότητας της κατανομής στόχου,

εκτός ίσως από κάποια πολλαπλασιαστική σταθερά, είναι, όπως θα επισημανθεί α-

ναλυτικότερα στο υπόλοιπο αυτού του κεφαλαίου καθώς και στο επόμενο κεφάλαιο,

κεντρική για τις περισσότερες μεθόδους προσομοίωσης.

Η βασική και θεμελιώδης ιδέα αυτής της μεθόδου περιγράφεται στη συνέχεια

για τη συνεχή περίπτωση. ΄Εστω ότι θέλουμε να προσομοιώσουμε από μια τ.μ.

με σ.π.π. π(·), η οποία ονομάζεται κατανομή στόχος. Τότε ισχύει ότι:

π(x) =

∫ π(x)

0
1 du =

∫ 1

0
I(0,π(x))(u) du =

∫ 1

0
π(x, u) du,

όπου IA(·) η δείκτρια συνάρτηση που λαμβάνει την τιμή 1, για x ∈ A και την
τιμή μηδέν, για x 6∈ A. Από τα παραπάνω άμεσα προκύπτει ότι αρκεί να προσο-
μοιώσουμε ομοιόμορφα από την περιοχή {(x, u) : 0 < u < π(x)} και οι τιμές του
x που θα προκύψουν θα προέρχονται από την κατανομή στόχο. Το παραπάνω
ουσιαστικά αποτελεί το Θεμελιώδες Θεώρημα της Προσομοίωσης (βλέπε, μεταξύ

άλλων, Robert and Casella (2004)), η διατύπωση του οποίου ακολουθεί.

Θεώρημα 2.3.2. Η προσομοίωση της X ∼ π(x) ισοδυναμεί με την προσομοί-
ωση του διανύσματος (X,U) ∼ U{(x, u) : 0 < u < π(x)}, το οποίο έχει την από
κοινού σ.π.π. I(0,π(x))(u)IX (x).

Ωστόσο, κάποιος δεν μπορεί συνήθως να παράγει ομοιόμορφες παρατηρήσεις

από αυτήν την περιοχή με άμεσες μεθόδους. Για παράδειγμα, δεν μπορεί να πει

κάποιος ότι θα παράγειX ∼ π και έπειτα U |X = x ∼ U(0, π(x)), καθώς ο στόχος
είναι η παραγωγή από την π(·) έτσι κι αλλιώς. Επιπλέον, η συμμετρική προσέγγιση
της παραγωγής από την περιθώρια της U και έπειτα από τη δεσμευμένη της U |X =
x δεν οδηγεί συνήθως σε εφικτό υπολογισμό. Η λύση που δόθηκε περιγράφεται
στην επόμενη πρόταση και έγκειται στην προσομοίωση του ζεύγους (X,U) σε
ένα μεγαλύτερο σύνολο και η αποδοχή ή όχι της παρατήρησης X έχοντας ως
κριτήριο αν ανήκει ή όχι στην περιοχή ενδιαφέροντος. Η απόδειξη που θα δοθεί

ακολουθεί την πορεία, μεταξύ άλλων, των Sigman (2007) και Haft (2014).

Πρόταση 2.3.3. ΄Εστω ότι η κατανομή στόχος είναι απόλυτα συνεχής ως προς

το μέτρο πιθανότητας µ, με πυκνότητα π(·), ενώ X = {x : π(x) > 0}. ΄Εστω
μια άλλη κατανομή επίσης απόλυτα συνεχής ως προς το μέτρο πιθανότητας µ, με
πυκνότητα g(·). Υποθέτουμε ότι Y ∼ g και U ∼ U(0, 1) ανεξάρτητες τυχαίες

37



Κεφάλαιο 2 2.3. Μέθοδος αποδοχής-απόρριψης

μεταβλητές. Τότε η δεσμευμένη κατανομή της Y δοθέντος U ≤ π(Y )

Mg(Y )
, όπου

M θετικός αριθμός
2
ο οποίος πληροί τη συνθήκη

π(y)

Mg(y)
≤ 1, ∀ y ∈ X , έχει

σ.π.π. π(·).

Απόδειξη. Από τον ορισμό της δεσμευμένης πιθανότητας έχουμε ότι για κάθε

μετρήσιμο σύνολο A:

P

(
Y ∈ A | U ≤ π(Y )

Mg(Y )

)
=

P

(
Y ∈ A, U ≤ π(Y )

Mg(Y )

)
P

(
U ≤ π(Y )

Mg(Y )

)

=

∫
A

∫ π(y)

Mg(y)

0
du g(y)µ(dy)

∫
X

∫ π(y)

Mg(y)

0
du g(y)µ(dy)

=

∫
A

π(y)

Mg(y)
g(y)µ(dy)∫

X

π(y)

Mg(y)
g(y)µ(dy)

=

∫
A
π(y)µ(dy).

΄Αρα, η δεσμευμένη κατανομή της Y δοθέντος U ≤ π(Y )

Mg(Y )
έχει σ.π.π. την

π(·).

Ειδικότερα, η κεντρική ιδέα της μεθόδου, που εισήχθη στη βιβλιογραφία α-

πό τον Von Neumann (1951), είναι να χρησιμοποιηθεί κάποια άλλη απλούστερη
σ.π.π. g(·), που να είναι κοντά στην π(·), και από την οποία να είναι πραγματικά
πιο εύκολη η διαδικασία της προσομοίωσης. Η κατανομή g(·) ονομάζεται συνη-
θέστερα κατανομή πρότασης (trial or proposal distribution), ενώ έχει εμ-
φανιστεί στη βιβλιογραφία και ως καθοριστική (instrumental) ή υποψήφια
(candidate density). Στην παρούσα διατριβή θα αναφερόμαστε σε αυτήν την

2
Ο ρόλος και το σύνολο των δυνατών τιμών αυτού του αριθμού θα σχολιασθεί στη συνέχεια.
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κατανομή ως κατανομή πρότασης, εκτός αν διευκρινίζεται διαφορετικά. Επίσης,

αρχικά υποθέτουμε ότι η g(·) είναι τέτοια ώστε αν g(x) = 0⇒ π(x) = 0. Τέλος,
η ονομασία μέθοδος αποδοχής-απόρριψης οφείλεται στο γεγονός ότι κατά την υ-

λοποίησή της οι τιμές που προσομοιώνονται από την g(·) στην ουσία προτείνονται
ως παρατηρήσεις από την π(·) και γίνονται αποδεκτές ή απορρίπτονται στη βάση
μιας ανισότητας, με μία πιθανότητα που θα προσδιοριστεί παρακάτω.

Πρακτικά η παραπάνω πρόταση μας οδηγεί στον ακόλουθο αλγόριθμο για τη

δημιουργία μιας παρατήρησης από την π(·).

Αλγόριθμος αποδοχής-απόρριψης (Accept-Reject Algorithm)

� Βήμα 1: Αρχικά, παράγεται η τ.μ. Y ∼ g.

� Βήμα 2: Ομοίως, προσομοιώνεται μία τ.μ. U (ανεξάρτητη από την Y )
τέτοια ώστε U ∼ U(0, 1).

� Βήμα 3: Αν U ≤ π(Y )

Mg(Y )
τότε η τιμή X = Y γίνεται δεκτή (άρα ισχύει

ότι X ∼ π), και ο αλγόριθμος τερματίζει. Διαφορετικά, δηλαδή στην πε-

ρίπτωση που U >
π(Y )

Mg(Y )
, απορρίπτεται η Y και επιστρέφουμε πάλι στο

Βήμα 1.

Εύλογα ερωτήματα που ίσως προκύπτουν είναι: ποια είναι η πιθανότητα αποδοχής

μιας παρατήρησης που έχει παραχθεί από την g και ποιος είναι ο ρόλος της στα-
θεράς M και της πυκνότητας g(·). Στη συνέχεια θα απαντηθούν τα παραπάνω
(βλέπε, μεταξύ άλλων, Johansen et al. (2007)).

Πρόταση 2.3.4. Η πιθανότητα αποδοχής της Y χρησιμοποιώντας τη μέθοδο
αποδοχής-απόρριψης ισούται με 1/M .

Απόδειξη. Η Y γίνεται αποδεκτή όταν U ≤ π(Y )

Mg(Y )
, ενώ η πιθανότητα αποδο-

χής της Y είναι το ποσοστό των προτεινόμενων δειγμάτων που γίνονται αποδεκτά.

Λαμβάνοντας υπόψη ότι U ∼ U(0, 1) και
π(Y )

Mg(Y )
≤ 1 προκύπτει ότι:
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P

(
U ≤ π(Y )

Mg(Y )

)
=

∫
X
P

(
U ≤ π(y)

Mg(y)

)
g(y) dy

=

∫
X

π(y)

Mg(y)
g(y) dy

=
1

M

∫
X
π(y) dy︸ ︷︷ ︸
=1

=
1

M
.

Από την προηγούμενη πρόταση άμεσα προκύπτει ότι:

M =
1

P

(
U ≤ π(Y )

Mg(Y )

) .

Καθώς 0 ≤ P

(
U ≤ π(Y )

Mg(Y )

)
≤ 1 έχουμε ότι 1 ≤ M < +∞. Επομένως η

σταθερά M όχι μόνο είναι θετική αλλά είναι και μεγαλύτερη ή ίση του 1. Στο

σημείο αυτό, επισημαίνεται ότι όταν M = 1 τότε, λόγω της Πρότασης 2.3.4,

ισχύει ότι P

(
U ≤ π(y)

Mg(y)

)
= P

(
U ≤ π(y)

g(y)

)
= 1. Από αυτήν τη σχέση συ-

μπεραίνουμε ότι όταν M = 1 η κατανομή στόχος ταυτίζεται με την κατανομή
πρότασης.

Επιπρόσθετα, παρατηρείστε ότι οι υποψήφιες παρατηρήσεις που προτείνονται

στη μέθοδο αποδοχής-απόρριψης παράγονται ανεξάρτητα και γίνονται αποδεκτές

με πιθανότητα 1/M . Ουσιαστικά, για να προσομοιωθεί μια παρατήρηση από την
κατανομή στόχο πραγματοποιούνται ανεξάρτητα πειράματα Bernoulli με πιθανότη-
τα επιτυχίας 1/M μέχρι να εμφανιστεί η πρώτη επιτυχία. Συνεπώς, ο αριθμός των
δειγμάτων που απαιτούνται από την Y για να ληφθεί μια αποδεκτή τιμή (μέχρι να
έχουμε την πρώτη αποδοχή) ακολουθεί μια γεωμετρική κατανομή με πιθανότητα

επιτυχίας 1/M , και μέση τιμή M (βλέπε, μεταξύ άλλων, Sigman (2007)). Διαι-
σθητικά, το M είναι ο αναμενόμενος αριθμός των επαναλήψεων που απαιτούνται

μέχρι να γίνει η πρώτη αποδοχή και αποτελεί ένα μέτρο της υπολογιστικής πο-

λυπλοκότητας του αλγορίθμου. ΄Αρα, όσο μικρότερο το M τόσο καλύτερη θα

είναι η επιλογή της κατανομής πρότασης. Τα παραπάνω οδηγούν να προτείνεται

στην πράξη η σταθερά M να είναι όσο το δυνατόν πιο κοντά στη μονάδα καθώς

αυτό συνεπάγεται ότι απορρίπτονται, κατά μέσο όρο, λιγότερα δείγματα και κατά

συνέπεια προκύπτουν λιγότερες επαναλήψεις του αλγορίθμου.
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Παρατήρηση 2.3.5. Η συνθήκη π(x) ≤ Mg(x) ισοδυναμεί με το να είναι

άνω φραγμένο το πηλίκο
π(x)

g(x)
. Προχωρώντας ένα βήμα πιο πέρα, αν για κάποια

σταθερά Μ ισχύει ότι η π(x) ≤ Mg(x), ∀x, τότε θα ισχύει και για οποιαδήποτε
άλλη σταθερά M

′
> M . ΄Αρα, η μέθοδος της αποδοχής-απόρριψης μπορεί να

εφαρμοστεί και για οποιοδήποτε σταθεράM
′
στη θέση τουM μεM

′
> M . Αυτό

πρακτικά σημαίνει ότι αρκεί να βρεθεί ένα άνω φράγμα του πηλίκου
π(x)

g(x)
. Αξίζει

να σημειωθεί ότι ακόμη και στις περιπτώσεις που η κατανομή στόχος ή/και η κα-

τανομή πρότασης είναι γνωστές, εκτός από κάποιες πολλαπλασιαστικές σταθερές,

πάλι μπορεί να εφαρμοστεί ο αλγόριθμος αποδοχής-απόρριψης με τη διαφορά ότι

θα αποδέχεται πιο δύσκολα τις τιμές της Y .

Παρατήρηση 2.3.6. Συνοψίζοντας για τη μέθοδο αποδοχής-απόρριψης, τα βα-

σικότερα πλεονεκτήματα είναι η απλότητα, η γενικότητα και η επεκτασιμότητά

της σε ένα ευρύ φάσμα επιστημονικών κλάδων. Από την άλλη πλευρά όμως,

μπορεί να οδηγήσει στη λήψη πολλών ανεπιθύμητων δειγμάτων αν η συνάρτηση

της δειγματοληψίας είναι πολύ συγκεντρωμένη σε μια συγκεκριμένη περιοχή.

Στη συνέχεια εφαρμόζονται, μέσω παραδειγμάτων (βλέπε Robert and Casella
(1999)), μερικές από τις διαδικασίες που αναπτύχθηκαν σε αυτήν την παράγραφο
με σκοπό τη διευκρίνηση των πιο βασικών παραπάνω αποτελεσμάτων.

Παράδειγμα 2.3.7. Χρησιμοποιώντας τη μέθοδο αποδοχής-απόρριψης να προ-

ταθεί ένας τρόπος προσομοίωσης από την N(0, 1).

Λύση. ΄Εστω ότι η π ∼ N(0, 1), δηλαδή π(x) =
1√
2π
e−

x2

2 , x ∈ R. Επιλέγε-

ται ως κατανομή πρότασης g η κατανομή Cauchy, g(x) =
1

π (1 + x2)
, x ∈ R,

που αποτελεί μια απλούστερη σ.π.π., κοντά στην π(x). Η επιλογή της κατανο-
μής Cauchy γίνεται για τον επιπλέον λόγο ότι είναι πιο εύκολη η διαδικασία της
προσομοίωσης από αυτήν (Robert and Casella (1999)). Πιο συγκεκριμένα, ακο-
λουθώντας το Βήμα 1 της μεθόδου, προσομοιώνονται n = 3.000 τυχαίες τιμές
από την g(x). Κατά αυτόν τον τρόπο παράγεται ένα τ.δ. X1, X2, ..., X3.000 από

την κατανομή Cauchy. Ας αναφερθεί ότι εφόσον θα εφαρμοσθεί η μέθοδος της
απόρριψης, κάποιες από αυτές τις τιμές δε θα γίνουν δεκτές με αποτέλεσμα το

πλήθος των αποδεκτών τυχαίων παρατηρήσεων να είναι μικρότερο του 3.000. Στη
συνέχεια, εκτελώντας το Βήμα 2 της μεθόδου, δημιουργούνται n = 3.000 τυχαίες
τιμές U από την ομοιόμορφη U(0, 1).
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Θέλοντας να προσδιορίσουμε ένα άνω φράγμα της συνάρτησης h(x) =
π(x)

g(x)
=√

π

2
(1+x2) e−

x2

2 , x ∈ R, μελετούμε τη μονοτονία της. Παρατηρούμε ότι η πρώτη

παράγωγος της h(x) μηδενίζεται στα σημεία −1, 0, 1, με h′′(1) < 0, h′′(−1) < 0
και h′′(0) > 0. ΄Αρα τα σημεία −1 και 1 είναι τα σημεία που μεγιστοποιείται η

h(x) με h(1) = h(−1) =
√

2πe−1/2
. Επομένως

π(x)

g(x)
=

√
π

2
(1 + x2) e−

x2

2 ≤
√

2πe−1/2 = 1.520347 = M .

Από την παραπάνω σχέση προκύπτει ότι ο μέσος αριθμός των επαναλήψε-

ων που απαιτούνται από τον αλγόριθμο μέχρι την πρώτη αποδοχή είναι M =
1.520347, ενώ η πιθανότητα αποδοχής, όπως έχει ήδη αναφερθεί, ισούται με
1

M
=

1

1.520347
' 0.66.

Με άλλα λόγια αυτό σημαίνει ότι οι υποψήφιες τιμές που προτείνονται από τον

αλγόριθμο αποδοχής-απόρριψης γίνονται δεκτές με πιθανότητα 66%. Οι εντολές
της R που χρησιμοποιήθηκαν για την υλοποίηση του παραδείγματος παρατίθενται
ακολούθως. Επίσης, στο Σχήμα 2.4 δίνεται το ιστόγραμμα 1.000 τιμών από την

κατανομή στόχο. Αξίζει να επισημανθεί ότι για να επιτευχθεί αυτό χρησιμοποι-

ήθηκαν 2.516 τιμές από τις 3.000 τιμές που δημιουργήθηκαν από την κατανομή
πρότασης.

1 set.seed(3000)

2 X = rcauchy(3000,0,1)

3 U = runif(3000,0,1)

4 pi_x = function(x){

5 new_x = (1/sqrt(2*pi))*exp(-x^2/2)

6 return(new_x)

7 }

8 count=1

9 accept=c()

10 while(count <=3000 & length(accept)<1000){

11 test_u = U[count]

12 test_x = pi_x(X[count ])/(1.520347 * dcauchy(X[count

],0,1))

13 if(test_u <= test_x){

14 accept = rbind(accept ,X[count])

15 count = count+1

16 }
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17 count = count+1

18 }

19 hist(accept ,breaks=30,col="green",prob = TRUE)

Σχήμα 2.4: Ιστόγραμμα των 1.000 τυχαίων αριθμών από την τυπική κανονική

κατανομή. Οι τυχαίοι αριθμοί δημιουργήθηκαν με τη μέθοδο της αποδοχής-

απόρριψης, με ποσοστό αποδοχής 1.000/2.516.

Παράδειγμα 2.3.8. Να προταθεί, εφαρμόζοντας τη μέθοδο αποδοχής-απόρριψης,

ένας τρόπος προσομοίωσης από τη συνάρτηση π(x) =
3

2
x3+

11

8
x2+

1

6
x+

1

12
, x ∈

[0, 1].

Λύση. Η κατανομή στόχος δίνεται από τη σχέση:

π(x) =
3

2
x3 +

11

8
x2 +

1

6
x+

1

12
, x ∈ [0, 1]. (2.4)

Καθώς υποθέτουμε ότι η προσομοίωση από την π(x) είναι δύσκολη, θα χρησι-
μοποιήσουμε τη μέθοδο αποδοχής-απόρριψης. Για το λόγο αυτό ο στόχος είναι η
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εύρεση μιας άλλης προτεινόμενης κατανομής, κοντά στην π(x), από την οποία η
διαδικασία παραγωγής μιας παρατήρησης είναι απλούστερη. ΄Ετσι, θεωρούμε ότι

η συνάρτηση g ακολουθεί ομοιόμορφη κατανομή στο διάστημα [0, 1]. Η επιλο-
γή αυτή αιτιολογείται από το γεγονός ότι η κατανομή πρότασης έχει κοινό πεδίο

ορισμού με την κατανομή στόχο, αλλά είναι πιο εύκολη η προσομοίωση. Είναι:

g(x) =

{
1, αν x ∈ [0, 1],

0, διαφορετικά.

Αρχικά (βλέπε Βήμα 1 της μεθόδου) προσομοιώνονται n = 5.000 τυχαίες
τιμές από την g (εδώ την U(0, 1)). Κατά αυτόν τον τρόπο δημιουργείται ένα
τ.δ. X1, X2, ..., X5.000 από την U(0, 1). Σημειώνουμε ότι καθώς θα εφαρμοστεί
η μέθοδος της απόρριψης, κάποιες από αυτές τις τιμές θα απορριφθούν και έτσι

το πλήθος των αποδεκτών τυχαίων παρατηρήσεων θα είναι μικρότερο του 5.000.
΄Επειτα (βλέπε Βήμα 2 της μεθόδου) παράγονται n = 5.000 τυχαίες τιμές U από
την ομοιόμορφη U(0, 1) (εδώ απλά η κατανομή πρότασης g έτυχε να είναι και
αυτή ομοιόμορφη στο [0, 1]). Στη συνέχεια (βλέπε Βήμα 3 της μεθόδου) θέλουμε

να προσδιορίσουμε ένα άνω φράγμα M του πηλίκου
π(x)

g(x)
= π(x), 0 < x < 1.

Καθώς η συνάρτηση π(x) είναι αύξουσα στο πεδίο ορισμού της, γίνεται εύκολα
αντιληπτό ότι μεγιστοποιείται στο άνω άκρο του πεδίου ορισμού της. ΄Αρα:

π(x)

g(x)
= π(x) ≤ π(1) = 3.125 =

75

24
.

Αυτό σημαίνει ότι θα μπορούσε να χρησιμοποιηθεί η μέγιστη αυτή τιμή ως το άνω

φράγμα M . Επομένως, αν U ≤ π(Y )

M g(Y )
, όπου M = 3.125, τότε η τιμή X = Y

γίνεται δεκτή από τον αλγόριθμο και το σύνολο των αποδεκτών τιμών αποτελεί

το τ.δ. από την κατανομή στόχο π.

Τα παραπάνω υλοποιούνται στην R εκτελώντας τις εντολές που ακολουθούν,
ενώ στο Σχήμα 2.5 δίνεται το ιστόγραμμα 1.000 τιμών από την κατανομή στόχο.

Σημειώνεται ότι για να επιτευχθεί αυτό χρησιμοποιήθηκαν 4.141 τιμές από τις
5.000 τιμές που δημιουργήθηκαν από την κατανομή πρότασης.

1 X = runif(5000,0,1)

2 U = runif(5000,0,1)

3 pi_x = function(x){

4 new_x = (3/2)*(x^3)+(11/8)*(x^2)+(1/6)*(x)+(1/12)

5 return(new_x)
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6 }

7 count=1

8 accept=c()

9 while(count <=5000 & length(accept)<1000){

10 test_u=U[count]

11 test_x=pi_x(X[count ])/(3.125 * dunif(X[count],0,1))

12 if(test_u <= test_x){

13 accept=rbind(accept ,X[count])

14 count=count+1

15 }

16 count=count+1

17 }

18 hist(accept)

Σχήμα 2.5: Ιστόγραμμα των 1.000 τυχαίων αριθμών από την κατανομή με συνάρ-

τηση πυκνότητας πιθανότητας της σχέσης (2.4). Οι τυχαίοι αριθμοί δημιουργήθη-

καν με τη μέθοδο της αποδοχής-απόρριψης, με ποσοστό αποδοχής 1.000/4.141.

Παρατήρηση 2.3.9. Η δειγματοληψία αποδοχής-απόρριψης μπορεί να οδηγήσει
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στη λήψη πολλών ανεπιθύμητων δειγμάτων αν η συνάρτηση δειγματοληψίας εί-

ναι πολύ συγκεντρωμένη σε μια συγκεκριμένη περιοχή. Επιπλέον, καθώς οι

διαστάσεις του προβλήματος μεγαλώνουν, σύμφωνα με τον Liu (2008), πολλές
απορρίψεις μπορούν να πραγματοποιηθούν πριν δημιουργηθεί ένα χρήσιμο δείγμα,

καθιστώντας έτσι τον αλγόριθμο μη αποτελεσματικό και μη πρακτικό. Σε υψη-

λές διαστάσεις είναι απαραίτητο να χρησιμοποιηθεί μια διαφορετική προσέγγιση,

συνήθως μια μέθοδος Markov Chain Monte Carlo, όπως η δειγματοληψία Me-
tropolis ή η δειγματοληψία Gibbs (που θα παρουσιαστούν στο επόμενο κεφάλαιο).
Ωστόσο, η δειγματοληψία Gibbs, η οποία αναλύει ένα πολυδιάστατο πρόβλημα δειγ-
ματοληψίας σε μια σειρά δειγμάτων χαμηλών διαστάσεων, μπορεί να χρησιμοποι-

ήσει τη δειγματοληψία αποδοχής-απόρριψης ως ένα από τα βήματά της (βλέπε,

μεταξύ άλλων, Robert and Casella (2004)).

Κλείνοντας αυτήν την παράγραφο, θα ήταν παράλειψη να μην επισημανθεί ότι

η τεχνική της αποδοχής-απόρριψης είναι μια πολύ ισχυρή μέθοδος, διότι παρέχει

τη δυνατότητα να παράγονται τυχαίοι αριθμοί από κατανομές των οποίων η F−(·)
δεν μπορεί να δοθεί σε κλειστή μορφή. Η μέθοδος αποδοχής-απόρριψης είναι

γενικά πολύ πιο εφαρμόσιμη από τη μέθοδο αντιστροφής, καθώς απαιτεί μόνο να

γνωρίζουμε τη συναρτησιακή μορφή της π(·) και να μπορούμε να προσδιορίσου-
με μια κατανομή πιθανότητας που είναι κατάλληλη για χρήση στον αλγόριθμο.

Δυστυχώς, ο προσδιορισμός μιας τέτοιας κατανομής, έστω Y , μπορεί να είναι
δύσκολος και μάλιστα αν το M είναι μεγάλο τότε η δημιουργία ενός δείγματος

μεγέθους n από την X μπορεί να είναι υπολογιστικά δύσκολη διαδικασία καθώς
θα πρέπει να δημιουργήσουμε ένα δείγμα μεγέθους M · n από την από κοινού
(Y,U). Για το λόγο αυτό έχουν προταθεί και άλλες μέθοδοι. Μία από αυτές είναι
η δειγματοληψία σπουδαιότητας που παρουσιάζεται στην επόμενη ενότητα.

2.4 Δειγματοληψία σπουδαιότητας

Στο πλαίσιο του υπολογισμού του ολοκληρώματος

∫
X
w(x) dx ή του ισοδύνα-

μου I =

∫
X
h(x)π(x) dx και για την αντιμετώπιση του προβλήματος προσομοίω-

σης από μια κατανομή έχει εισαχθεί στη βιβλιογραφία (βλέπε Marshall (1956)) η
αποκαλούμενη δειγματοληψία σπουδαιότητας (Importance Sampling, IS).
Η μέθοδος αυτή, η οποία χρησιμοποιείται αντί της μεθόδου αποδοχής-απόρριψης

στις περιπτώσεις που δεν είναι εφικτό να βρεθεί μια κατανομή g και μια σταθερά
M ώστε να ισχύει π(x) ≤ Mg(x), ∀x, ή όταν το M είναι πολύ μεγάλο, είναι

αποδοτικότερη και αποτελεί αντικείμενο μελέτης αυτής της ενότητας.
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Η κεντρική ιδέα της δειγματοληψίας σπουδαιότητας είναι ο υπολογισμός του

ολοκληρώματος I μέσω της προσομοίωσης από μια διαφορετική συνάρτηση πυ-
κνότητας πιθανότητας, έστω g(·), για την οποία η προσομοίωση είναι εφικτή. Ε-
πιθυμητό είναι η προσοχή μας να στραφεί στην περιοχή της μεγαλύτερης «σπου-

δαιότητας» (importance) έτσι ώστε να εξοικονομήσουμε υπολογιστικό χρόνο.
Βασική προϋπόθεση είναι η π(·) και η g(·) να είναι απολύτως συνεχείς ως προς
κάποιο μέτρο µ, με το στήριγμα της g(·) να περιέχει το στήριγμα της π(·). Δηλαδή
υποθέτουμε ότι:

X = {x : π(x) > 0} ⊆ {x : g(x) > 0} .

Η παραπάνω υπόθεση ουσιαστικά σημαίνει ότι η συνάρτηση g πληροί την ακόλου-
θη ιδιότητα: αν g (x) = 0 ⇒ π (x)h (x) = 0, ενώ δε σημαίνει ότι π(x) = 0 για
όλα τα x όπου g(x) = 0.

Εύκολα τότε προκύπτει ότι:

I = Eπ (h (X)) = Eg

(
h (X)π (X)

g (X)

)
. (2.5)

Πράγματι, Eπ (h(X)) =

∫
x∈A

h(x)π(x) dx, όπου A το πεδίο ορισμού της π(x).

Δηλαδή π(x) > 0, αν x ∈ A και π(x) = 0, διαφορετικά. Επίσης ισχύει ότι:

Eg

(
h(X)π(X)

g(X)

)
=

∫ +∞

−∞

h(x)π(x)

g(x)
g(x) dx =

∫
x∈A

h(x)π(x)

g(x)
g(x) dx,

διότι η π(x) = 0 για τα x που δεν ανήκουν στο A. Επομένως προκύπτει ότι

Eg

(
h (X)π (X)

g (X)

)
= Eπ (h(X)).

Σε όσα ακολουθούν σε αυτήν την ενότητα η σ.π.π. g (x) ονομάζεται κατα-
νομή σπουδαιότητας (importance sampling distribution), η σ.π.π. π (x)

ονομάζεται κατανομή στόχος (target distribution), ενώ το πηλίκο
π (x)

g (x)
=

w (x), λέγεται πηλίκο πιθανοφάνειας (likelihood ratio) των π, g.

Επομένως, αν X1, X2, ..., Xn είναι ένα τυχαίο δείγμα από τον πληθυσμό με

σ.π.π. g(x), ο εκτιμητής που προτείνεται με τη μέθοδο της δειγματοληψίας σπου-

δαιότητας για το ολοκλήρωμα I =

∫
h(x)π(x) dx είναι ο:

ÎIS =
1

n

n∑
i=1

h(Xi)π(Xi)

g(Xi)
=

1

n

n∑
i=1

w(Xi)h(Xi), (2.6)
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όπου w(Xi) =
π(Xi)

g(Xi)
είναι τα λεγόμενα βάρη σπουδαιότητας (importance

weights), ενώ τα ζεύγη παρατηρήσεων (Xi, w(Xi)), i = 1, ..., n, αποτελούν ου-
σιαστικά ένα σταθμισμένο δείγμα από την g.

Χρησιμοποιώντας τα επιχειρήματα που παρουσιάστηκαν στην εισαγωγή αυτού

του κεφαλαίου προκύπτει, υπό κατάλληλες υποθέσεις, ότι ÎIS
a.s.−−−−→ I, ενώ υπό

την προϋπόθεση ότι η διακύμανση σ2
g = V arg

(
h(X)π(X)

g(X)

)
είναι πεπερασμένη,

από το Κεντρικό Οριακό Θεώρημα έχουμε ότι:

√
n
(
ÎIS − I

)
d−−→ N

(
0, σ2

g

)
,

όπου σ2
g = V arg

(
h(X)π(X)

g(X)

)
.

Η παραπάνω ασυμπτωτική κατανομή μπορεί να χρησιμοποιηθεί (βλέπε εισαγωγή

αυτού του κεφαλαίου) για την κατασκευή ενός ασυμπτωτικού διαστήματος εμπι-

στοσύνης για το I. Με εφαρμογή του Θεωρήματος του Slutsky (βλέπε Van der
Vaart (2000)) προκύπτει ότι:

√
n
ÎIS − I
ŝeIS

d−→ N (0, 1) ,

με ŝeIS να είναι ένας συνεπής εκτιμητής της
√
V arg(h(X)w(X)). Για παράδειγ-

μα:

ŝeIS =

√√√√ 1

n

n∑
i=1

(
h(Xi)w(Xi)− Î

)2
.

Τότε, εύκολα προκύπτει ότι ένα 100(1−α)% ασυμπτωτικό διάστημα εμπιστοσύνης
για το I είναι το: (

ÎIS − zα/2ŝeIS
√

1

n
, ÎIS + zα/2ŝe

IS

√
1

n

)
.

Γίνεται αντιληπτό ότι, η επιλογή της συνάρτησης g (x) διαδραματίζει κυρίαρχο
ρόλο στην τεχνική αυτή και θα πρέπει να γίνεται με ιδιαίτερη προσοχή. Αυτό

αιτιολογείται από το γεγονός ότι αρχικά απαιτείται η σ2
g να είναι πεπερασμένη.

Αυτό ουσιαστικά σημαίνει ότι απαιτείται η διαφορά:

Eg

(
h2(X)π2(X)

g2(X)

)
−
(
Eg

(
h(X)π(X)

g(X)

))2

(2.7)
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ή ισοδύναμα η διαφορά∫
h2 (x)π2 (x)

g2 (x)
g (x) dx−

(∫
h (x)π (x) dx

)2

︸ ︷︷ ︸
ανεξάρτητο της g(x)

.

να είναι πεπερασμένη. Καθώς ο δεύτερος όρος είναι ισοδύναμος με το I, που
έχουμε εξαρχής υποθέσει ότι είναι πεπερασμένο, άμεσα προκύπτει ότι αρκεί να εί-

ναι πεπερασμένος ο πρώτος όρος της διαφοράς. Το παραπάνω ισοδύναμα σημαίνει

ότι αρκεί να είναι πεπερασμένο το ολοκλήρωμα:∫
h2 (x)π2 (x)

g2 (x)
g (x) dx. (2.8)

Ποιες είναι εκείνες οι επιλογές της g για τις οποίες επιτυγχάνεται κάτι τέτοιο θα
αναφερθεί μετά την επόμενη πρόταση, στην οποία προσδιορίζεται η κατανομή g
για την οποία ελαχιστοποιείται η διασπορά σ2

g του εκτιμητή Î
IS
(για τη διατύπωση

και απόδειξη βλέπε, μεταξύ άλλων, Robert and Casella (2004)).

Πρόταση 2.4.1. Η g(x) που ελαχιστοποιεί την ασυμπτωτική διασπορά του
εκτιμητή ÎIS δίνεται από τη σχέση:

g∗ (X) =
|h (X) |π (X)∫
|h (x) |π (x) dx

(2.9)

και τότε έχουμε:

σ2
g∗ = V arg∗

(
h(X)π(X)

g∗(X)

)
= (Eπ|h (X) |)2 −

(
IIS
)2
.

Απόδειξη. Στόχος είναι η εύρεση της g για την οποία η σ2
g = V arg

(
h(X)π(X)

g(X)

)
ελαχιστοποιείται. Εύκολα προκύπτει ότι η ελαχιστοποίηση αυτή είναι ισοδύναμη

με την ελαχιστοποίηση ως προς g της διαφοράς που δόθηκε στη σχέση (2.7) ή
ισοδύναμα του ολοκληρώματος που δόθηκε στη σχέση (2.8). Παρατηρείστε ότι

το ολοκλήρωμα της σχέσης (2.8) είναι ίσο με την Eg

[(
h(X)π(X)

g(X)

)2
]
.

Καθώς η συνάρτηση φ(x) = x2
είναι κυρτή στο σύνολο των πραγματικών

αριθμών, με εφαρμογή της ανισότητας Jensen (1906), προκύπτει ότι:

Eg

(
h2 (X)π2 (X)

g2 (X)

)
≥
(
Eg

(∣∣∣∣h (X)π (X)

g (X)

∣∣∣∣))2

.
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Επομένως προσδιορίστηκε ένα κάτω φράγμα για την Eg

(
h2 (X)π2 (X)

g2 (X)

)
, το

οποίο είναι ανεξάρτητο από την επιλογή της g. Το κάτω φράγμα επιτυγχάνεται

για g∗ (X) =
1

c
|h (X) |π (X), όπου καθώς η g∗(·) πρέπει να είναι σ.π.π. έπεται

ότι c =

∫
|h (x) |π (x) dx. ΄Οντως είναι:

Eg∗
(
h2 (X)π2 (X)

(g∗)2 (X)

)
= Eg∗(c

2) = c2 =

(∫
|h (x) |π (x) dx

)2

=

(∫
|h (x) |π (x)

g (x)
g (x) dx

)2

=

(
Eg

(∣∣∣∣h (X)π (X)

g (X)

∣∣∣∣))2

και η απόδειξη ολοκληρώθηκε.

Η Πρόταση 2.4.1 παρότι παρουσιάζει θεωρητικό ενδιαφέρον, στην πράξη δε

βοηθά ιδιαίτερα, καθώς ο υπολογισμός του παρονομαστή της g∗(x) ισοδυναμεί
ουσιαστικά με τον υπολογισμό της Eπ(| h(X) |). Ο υπολογισμός αυτός όταν η
h(x) > 0 ισοδυναμεί με τον υπολογισμό του αρχικού ολοκληρώματος I. Επο-
μένως, κάποια άλλη κατανομή δειγματοληψίας σπουδαιότητας πρέπει να χρησιμο-

ποιηθεί. Στο πλαίσιο αυτό αξιοποιώντας το αποτέλεσμα της Πρότασης 2.4.1 η g
πρέπει να επιλεγεί έτσι ώστε να μην απέχει πολύ από την βέλτιστη επιλογή g∗

και ταυτόχρονα να είναι τέτοια ώστε να είναι πεπερασμένο το ολοκλήρωμα της

σχέσης (2.8), γεγονός που εξασφαλίζει ότι είναι πεπερασμένη η σg.

Ειδικότερα, όπως επισημαίνεται από τους Robert and Casella (2004), κατανο-
μές δειγματοληψίας σπουδαιότητας με λεπτότερες ουρές από αυτές της π (δηλαδή
αυτές που είναι τέτοιες ώστε το πηλίκο π/g να μην είναι φραγμένο) δεν είναι κα-
τάλληλες για δειγματοληψία σπουδαιότητας. Στην πραγματικότητα σε αυτές τις

περιπτώσεις η διακύμανση σ2
g θα είναι μη πεπερασμένη για πολλές συναρτήσεις h.

Αντιστρόφως, επισημαίνουν ότι, κατανομές δειγματοληψίας με πιο βαριές ουρές

από την π εξασφαλίζουν ότι το πηλίκο π/g δεν προκαλεί τη μη σύγκλιση του
ολοκληρώματος της σχέσης (2.8). Συνοψίζοντας, επιθυμητό είναι να βρεθεί μια

g(x) η οποία έχει παρόμοιο σχήμα (ανάλογη μορφή) με την π(x) | h (x) |, υπό
την προϋπόθεση ότι η g(x) έχει πιο βαριές ουρές από την π(x) | h (x) |.

Σε όσα ακολουθούν υποθέτουμε ότι η h είναι σ.π.π. (άρα |h(x)| = h(x)).
΄Εστω τώραG,Π καιH οι α.σ.κ των g, π και h, αντίστοιχα. Ουσιαστικά επιθυμητό
είναι η γραφική παράσταση της συνάρτησης g στις ουρές να είναι πιο πάνω από τη
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γραφική παράσταση της συνάρτησης π ·h. Δηλαδή είναι επιθυμητό να υπάρχει ένα
x0 τέτοιο ώστε g (x) > π (x)h (x) , ∀x > x0 (για τη δεξιά ουρά). Αυτό σημαίνει

ότι PG (X > x) > PΠH (X > x) ,∀x > x0, όπου με ΠH συμβολίζεται η α.σ.κ.
της συνάρτησης π · h. Από τη σχέση PG (X > x) > PΠH (X > x) και υπό την
ανεξαρτησία των Π, H προκύπτει μετά από λίγη άλγεβρα ότι πρέπει να ισχύει ότι:
GX (x) < ΠX (x)HX (x) , ∀x ≥ x0. Με ακριβώς ανάλογο τρόπο επιθυμητό είναι
να υπάρχει x0 τέτοιο ώστε g (x) > π (x)h (x), ∀x < x0.

Για να αντιμετωπιστεί το ζήτημα της πεπερασμένης διακύμανσης που αναφέρ-

θηκε παραπάνω, εναλλακτικά έχει προταθεί στη βιβλιογραφία (ενδεικτικά παρα-

πέμπουμε στους Hesterberg (1991), Robert and Casella (2004) και Shimkin
(2015)) ο ακόλουθος κανονικοποιημένος εκτιμητής δειγματοληψίας σπουδαιότη-
τας:

ĨIS =

n∑
i=1

(h(Xi)π(Xi)/g(Xi))

n∑
i=1

(π(Xi)/g(Xi))

=

n∑
i=1

h(Xi)w(Xi)

n∑
i=1

w(Xi)

. (2.10)

Δηλαδή, στην έκφραση του εκτιμητή που δίνεται από τη σχέση (2.6) αντικα-

θίσταται το n με το άθροισμα των βαρών σπουδαιότητας. Υπό την υπόθεση

ότι η Eg

(
π(X)h(X)

g(X)

)
υπάρχει και είναι πεπερασμένη, εφαρμόζοντας τον ΙΝΜΑ

έχουμε ότι:

ĨIS =

n∑
i=1

(h(Xi)π(Xi)/g(Xi))

n∑
i=1

(π(Xi)/g(Xi))

=

1

n

n∑
i=1

(h(Xi)π(Xi)/g(Xi))

1

n

n∑
i=1

(π(Xi)/g(Xi))

a.s.−−−−→ I

1
= I,

καθώς n→∞. Αυτό το αποτέλεσμα προκύπτει διότι:

1

n

n∑
i=1

π(Xi)

g(Xi)

a.s.−−−−→ Eg

(
π(X)

g(X)

)
=

∫
π(x)

g(x)
g(x) dx =

∫
π(x) dx︸ ︷︷ ︸

π(x) σ.π.π.

= 1,

για n→∞ και όπως εξηγήσαμε αρχικά, γνωρίζουμε ότι:

1

n

n∑
i=1

π(Xi)h(Xi)

g(Xi)

a.s.−−−−→ I = Eg

(
h (X)π (X)

g (X)

)
, n→∞.
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Παρατηρείστε βέβαια ότι ο κανονικοποιημένος εκτιμητής δεν είναι αμερόλη-

πτος της Eπ(h(x)). ΄Ομως, η μεροληψία του είναι αρκετά μικρή, ενώ αποδίδει
έναν πιο ευσταθή (stable) εκτιμητή, βελτιώνοντας τη διακύμανση. Η διακύμανση
βελτιώνεται με την έννοια ότι όταν η h είναι σταθερή συνάρτηση ο εναλλακτι-
κός εκτιμητής (2.10) είναι κοντά σε αυτήν την τιμή, ενώ ο εκτιμητής της σχέσης

(2.6) έχει μεγαλύτερη διακύμανση αφού το άθροισμα των βαρών σπουδαιότητας

είναι διαφορετικό από τη μονάδα. Αυτή είναι και η αιτία που ο εκτιμητής αυτός

είναι προτιμότερος από τον εκτιμητή της σχέσης (2.6). Πράγματι, οι Casella
and Robert (1998) απέδειξαν ότι όταν η εκτίμηση γίνει με βάση το τετραγωνικό
σφάλμα, τότε ο εναλλακτικός εκτιμητής μπορεί να είναι πιο αποδοτικός σε πολλές

περιπτώσεις (βλέπε και Van Dijk and Kloek (1984)). Προχωρώντας ένα βήμα α-
κόμη, χρησιμοποιώντας τη Δέλτα Μέθοδο (βλέπε, για παράδειγμα, Van der Vaart
(2000)) προκύπτει ότι για τον κανονικοποιημένο εκτιμητή ισχύει ότι:

√
n
(
ĨIS − I

)
d−−→ N

(
0, τ2

h

)
, n→∞, (2.11)

όπου συμβολίζουμε με τ2
h
την ασυμπτωτική διακύμανση του ĨIS . Για την τ2

h

προκύπτει ότι δίνεται από τη σχέση:

τ2
h

= Eg(w
2(X)h2(X))−2Eπ(h(X))Eg(w

2(X)h(X))+(Eπ(h(X)))2Eg(w
2(X))

ή ισοδύναμα από τη σχέση:

τ2
h

= Eπ
(
w(X)h2(X)

)
−2Eπ(h(X))Eπ (w(X)h(X))+(Eπ(h(X)))2Eπ (w(X)) .

Επιπρόσθετα, ένας συνεπής εκτιμητής της τ2
h
είναι ο:

τ̂2
h

=
1

n

n∑
i=1

(
h2(Xi)w

2(Xi)
)
−2 ĨIS

1

n

n∑
i=1

(
h(Xi)w

2(Xi)
)
+
(
ĨIS
)2 1

n

n∑
i=1

w2(Xi)

και τελικά έχουμε ότι:

τ̂2
h

=
1

n

n∑
i=1

w2(Xi)
{
h(Xi)− ĨIS

}2
. (2.12)

Στην πράξη φυσικά, αρκετές φορές δε ξέρουμε ακριβώς τα βάρη σπουδαιότη-

τας w(xi). Βέβαια, εξακολουθεί να ισχύει το Κεντρικό Οριακό Θεώρημα και
ειδικότερα, το μόνο που πρέπει να προσέξουμε είναι ότι αλλάζει η εκτίμηση της

ασυμπτωτικής διακύμανσης. Σε αυτές τις περιπτώσεις, λοιπόν, η ποσότητα που
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εκτιμά την ασυμπτωτική διακύμανση (βλέπε, μεταξύ άλλων, Malefaki and Ilio-
poulos (2008)) δίνεται από τη σχέση:

τ̃2
h

=

n∑
i=1

w2(Xi)
{
h(Xi)− ĨIS

}2

n w̄2
, w̄ =

1

n

n∑
i=1

w(Xi).

Επομένως, w̄2 τ̃2
h

=
1

n

n∑
i=1

w2(Xi)
{
h(Xi)− ĨIS

}2
= τ̂2

h
⇒ τ̃2

h
=
τ̂2
h

w̄2
.

΄Ετσι αν αξιοποιήσουμε την Πρόταση 2.4.1, μία πιο πρακτική εναλλακτική λύση

σύμφωνα με τους Robert and Casella (2004) είναι να χρησιμοποιηθεί ο κανονι-
κοποιημένος εκτιμητής δειγματοληψίας σπουδαιότητας της έκφρασης (2.10) ως:

ĨIS =

n∑
i=1

(h(Xi)π(Xi)/g(Xi))

n∑
i=1

(π(Xi)/g(Xi))

=

n∑
i=1

h(Xi) | h(Xi) |−1

n∑
i=1
| h(Xi) |−1

, Xi ∼ g, g ∝ | h | π.

Δηλαδή, αντικαθίσταται το πηλίκο
π(Xi)

g(Xi)
από την | h(Xi) |−1 =

1

| h(Xi) |
.

Παρατήρηση 2.4.2. Στη βιβλιογραφία έχουν παρουσιαστεί διάφορες επεκτάσεις

της δειγματοληψίας σπουδαιότητας που δε θα αποτελέσουν αντικείμενο μελέτης

στα πλαίσια αυτής της διατριβής. Ανάμεσα σε αυτές εξέχουσα θέση κατέχει (i)
η Διαδοχική Δειγματοληψία Σπουδαιότητας (sequential importance sampling),
(ii) η Πληθυσμιακή MC μέθοδος (Population Monte Carlo) και (iii) η Προσαρ-
μοσμένη Δειγματοληψία Σπουδαιότητας (adaptive importance sampling). Για
σχετικές πληροφορίες παραπέμπουμε στους (i) Kong et al. (1994), Liu et al.
(1998) και τις εκεί αναφορές, (ii) Iba (2000), Robert and Casella (2004) και
Cappé et al. (2004) και τις εκεί αναφορές και (iii) Oh and Berger (1992) και
Cornuet et al. (2012)) και τις εκεί αναφορές, αντίστοιχα.

Παρατήρηση 2.4.3. Επιγραμματικά αναφέρουμε στη συνέχεια, τα πιο σημα-

ντικά πλεονεκτήματα και μειονεκτήματα της δειγματοληψίας σπουδαιότητας. Αρ-

χικά, όταν δεν μπορούμε να προσομοιώσουμε από την π, προσομοιώνουμε από
την g. Για πh < g εξασφαλίζονται μικρές διακυμάνσεις, ταχύτερη σύγκλιση και
μεγαλύτερη ακρίβεια. Επιπλέον, περιλαμβάνει αναλυτικές λύσεις σε πολλά προ-

βλήματα και είναι ευσταθής για προβλήματα βελτιστοποίησης. ΄Οσον αφορά τα

μειονεκτήματα έπεται ότι το τυπικό σφάλμα του Î μπορεί να πηγαίνει στο άπειρο.
Σε πολλές περιπτώσεις είναι δύσκολο να βρεθεί μία g, που έχει παρόμοιο σχήμα
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με την π|h| και η g να έχει πιο βαριές ουρές. Τέλος, για προβλήματα υψηλότε-
ρων διαστάσεων δε δίνει εξίσου καλά αποτελέσματα (ως προς τη διακύμανση του

εκτιμητή).

Εν συνεχεία, θα δούμε μέσα από απλά παραδείγματα πώς μπορούμε χρησιμο-

ποιώντας τη μέθοδο της δειγματοληψίας σπουδαιότητας να υπολογίσουμε ολο-

κληρώματα της μορφής I =

∫
X
π(x)h(x) dx μέσω της προσομοίωσης από μια

διαφορετική σ.π.π. g(x).

Παράδειγμα 2.4.4. Να προταθούν, χρησιμοποιώντας τη δειγματοληψία σπου-

δαιότητας, τρόποι εκτίμησης του ολοκληρώματος:

I =

∫ 10

0
e−2 |x−5| dx.

Λύση. Αρχικά επισημαίνεται ότι η αληθινή τιμή του ολοκληρώματος I εύκολα
προκύπτει ότι είναι ίση με 1 − e−10 = 0.9999546, δηλαδή περίπου ίση με 1. Αν
θεωρήσουμε ως π(x) τη σ.π.π. της ομοιόμορφης U(0, 10) και ως h(x) την h(x) =

10 e−2 |x−5|, x ∈ R, τότε προφανώς ισχύει ότι: Eπ(h(X)) =

∫ 10

0
π(x)h(x) dx =

I. Επομένως, μπορούμε να εκτιμήσουμε το ολοκλήρωμα δημιουργώντας τυχαίο
δείγμα παρατηρήσεων X1,...,Xn από την U(0, 10) και σύμφωνα με τον ΙΝΜΑ θα

έχουμε ότι η ποσότητα
1

n

n∑
i=1

h(Xi) θα συγκλίνει σχεδόν βέβαια στο ζητούμενο

ολοκλήρωμα (βλέπε σχετικά για τον εκτιμητή ÎBMCI
στην εισαγωγή). Από μια

άλλη θεώρηση αυτός ο εκτιμητής είναι ένας εκτιμητής δειγματοληψίας σπουδαι-

ότητας κατά την οποία ισχύει ότι π(x) = g(x). Η εκτίμηση που προκύπτει με
100.000 παρατηρήσεις από την U(0, 10) είναι ίση με 0.9942569 (με εκτιμώμενη
διακύμανση 3.984059).

Στη συνέχεια θα χρησιμοποιηθεί η δειγματοληψία σπουδαιότητας έχοντας ως

g(x) τη συνάρτηση πυκνότητας πιθανότητας της κανονικής κατανομής με μέση

τιμή 5 και διακύμανση 1. Υποθέτουμε δηλαδή ότι g(x) =
1√
2π

e−(x−5)2/2, x ∈ R.

Επομένως αν Y1,...,Yn είναι ένα δείγμα από την N(5, 1) ο εκτιμητής του ολο-
κληρώματος με τη μέθοδο δειγματοληψίας σπουδαιότητας είναι ο (βλέπε σχέση
(2.6)):

ÎIS =
1

n

n∑
i=1

h(Xi)π(Xi)

g(Xi)
=

1

n

n∑
i=1

w(Xi)h(Xi),
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όπου w(Xi) =
π(Xi)

g(Xi)
τα βάρη σπουδαιότητας.

Η εκτίμηση που προκύπτει με 100.000 παρατηρήσεις από την N(5, 1) είναι ίση
με 0.9991394 (με εκτιμώμενη διακύμανση 0.3572763) και είναι πλησιέστερη στην

αληθινή τιμή του ολοκληρώματος.

Τέλος, θα χρησιμοποιηθεί και ο κανονικοποιημένος εκτιμητής δειγματοληψίας

σπουδαιότητας (βλέπε σχέση (2.10)):

ĨIS =

n∑
i=1

(h(Xi)π(Xi)/g(Xi))

n∑
i=1

(π(Xi)/g(Xi))

=

n∑
i=1

h(Xi)w(Xi)

n∑
i=1

w(Xi)

,

όπου w(Xi) =
π(Xi)

g(Xi)
αποτελούν τα βάρη σπουδαιότητας. Στο πλαίσιο αυτό, η

εκτίμηση που προκύπτει με 100.000 παρατηρήσεις από την N(5, 1) είναι ίση με
1.019856, αλλά δεν είναι η πλησιέστερη στην πραγματική τιμή του ολοκληρώματος.

Οι εντολές της R για την υλοποίηση του παραδείγματος ακολουθούν.

1 set.seed(1)

2 X = runif(100000, 0, 10)

3 h = 10*exp(-2*abs(X-5))

4 ihat = mean(h)

5 ihat

6 0.9942569

7 var(h)

8 3.984059

9 dif1 = 1-exp(-10)-ihat

10 dif1

11 0.005697733

12 Y = rnorm(100000,mean=5,sd=1)

13 w = dunif(Y, 0, 10)/dnorm(Y, mean=5, sd=1)

14 h1 = 10*exp(-2*abs(Y-5))

15 ihatIS = mean (w*h1)

16 ihatIS

17 0.9991394

18 var(w*h1)

19 0.3572763
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20 dif2 = 1-exp(-10)-ihatIS

21 dif2

22 0.0008151834

23 itilde=sum(w*h1)/sum(w)

24 itilde

25 1.019856

26 dif3=1-exp(-10)-itilde

27 dif3

28 [1] -0.01990131

Παράδειγμα 2.4.5. Χρησιμοποιώντας τη μέθοδο της δειγματοληψίας σπου-

δαιότητας να εκτιμηθεί το ολοκλήρωμα:

I =

∫ +∞

−∞

1

2
x2 e−|x| dx.

Λύση. Πρωτίστως, από την παραγοντική ολοκλήρωση εύκολα προκύπτει ότι η

αληθινή τιμή του ολοκληρώματος I είναι ίση με 2. Θεωρώντας ως κατανομή στόχο

π(x) την
1

2
e−|x|, x ∈ R, η οποία είναι η γνωστή κατανομή Laplace, με παράμετρο

θέσης 0 και παράμετρο κλίμακας 1 και ως h(x) = x2, x ∈ R, τότε προκύπτει ότι:

Eπ(h(X)) =

∫ +∞

−∞
π(x)h(x) dx = I. Επομένως, μπορούμε να εκτιμήσουμε το

ολοκλήρωμα δημιουργώντας τυχαίο δείγμα παρατηρήσεων X1,...,Xn από την π(x)

και σύμφωνα με τον ΙΝΜΑ θα έχουμε ότι η ποσότητα
1

n

n∑
i=1

h(Xi) θα συγκλίνει

σχεδόν βέβαια στο ζητούμενο ολοκλήρωμα. Από μια άλλη θεώρηση αυτός ο

εκτιμητής είναι ένας εκτιμητής δειγματοληψίας σπουδαιότητας κατά την οποία

ισχύει ότι π(x) = g(x). Η εκτίμηση που προκύπτει με 80.000 παρατηρήσεις από

την
1

2
e−|x| είναι ίση με 2.013361 (με εκτιμώμενη διακύμανση 19.72315).

Προχωρώντας θα χρησιμοποιηθεί η δειγματοληψία σπουδαιότητας έχοντας ως

g(x) τη συνάρτηση πυκνότητας πιθανότητας της κανονικής κατανομής με μέση
τιμή 0 και διακύμανση 4, δηλαδή την N(0, 4). Υποθέτουμε ουσιαστικά ότι:

g(x) =
1

2
√

2π
e−(1/8)x2 , x ∈ R.
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΄Αρα, αν Y1,...,Yn είναι ένα δείγμα από τηνN(0, 4) ο εκτιμητής του ολοκληρώματος
με τη μέθοδο δειγματοληψίας σπουδαιότητας είναι ο (βλέπε σχέση (2.6)):

ÎIS =
1

n

n∑
i=1

h(Xi)π(Xi)

g(Xi)
=

1

n

n∑
i=1

w(Xi)h(Xi),

όπου w(Xi) =
π(Xi)

g(Xi)
αποτελούν τα βάρη σπουδαιότητας.

Η εκτίμηση που προκύπτει με 80.000 παρατηρήσεις από την N(0, 4) είναι ίση
με 2.000568 (με εκτιμώμενη διακύμανση 19.0912) και είναι πλησιέστερη στην

πραγματική τιμή του ολοκληρώματος. Τέλος, θα χρησιμοποιηθεί και ο κανονικο-

ποιημένος εκτιμητής δειγματοληψίας σπουδαιότητας (βλέπε σχέση (2.10)):

ĨIS =

n∑
i=1

(h(Xi)π(Xi)/g(Xi))

n∑
i=1

(π(Xi)/g(Xi))

=

n∑
i=1

h(Xi)w(Xi)

n∑
i=1

w(Xi)

,

όπου w(Xi) =
π(Xi)

g(Xi)
αποτελούν τα βάρη σπουδαιότητας. Στην περίπτωση αυτή,

η εκτίμηση που προκύπτει με 80.000 παρατηρήσεις από την N(0, 4) είναι ίση με
2.001339, αλλά δεν είναι η πλησιέστερη στην πραγματική τιμή του ολοκληρώματος.

Τα παραπάνω υλοποιούνται στην R με τις ακόλουθες εντολές:

1 library(rmutil)

2 set.seed(1)

3 X = rlaplace(80000)

4 h = X^2

5 ihat = mean(h)

6 ihat

7 [1] 2.013361

8 var(h)

9 [1] 19.72315

10 dif1 = 2-ihat #dif1=I-ihat

11 dif1

12 [1] -0.01336148

13 Y = rnorm(80000, mean=0, sd=2) # g=N(0,4)

14 h1 = Y^2
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15 pi = function(Y) 0.5 *exp(-abs(Y)) # double

exponential density

16 h1pi = function(Y) 0.5*(Y^2) *exp(-abs(Y))

17 integrate(h1pi , -Inf , +Inf) # I=E_g(h1w)=E_g(h1pi/g)

18 2

19 w = 0.5*exp(-abs(Y))/dnorm(Y, mean=0, sd=2)

20 ihat2 = mean(h1*w)

21 ihat2

22 [1] 2.000568

23 var(h1*w)

24 [1] 19.0912

25 dif2 = 2-ihat2 #dif2=I-ihat2

26 dif2

27 [1] -0.0005677424

28 itilde = sum(h1*w)/sum(w)

29 itilde

30 [1] 2.001339

31 dif3=2-itilde

32 dif3

33 [1] -0.001339387

Επιλογή κατανομής σπουδαιότητας

Υπάρχουν περιπτώσεις που κάποιος επιλέγει την κατανομή δειγματοληψίας

σπουδαιότητας ανάμεσα σε ένα σύνολο πιθανών G. Δηλαδή υποθέτουμε ότι η
g ανήκει σε μια (πιθανότατα) παραμετρική οικογένεια κατανομών και θέλουμε
να επιλέξουμε τη βέλτιστη τιμή της παραμέτρου θ. Για παράδειγμα στη μονο-
διάστατη περίπτωση, όπως αναφέρει ο Shimkin (2015), είναι σύνηθες να υπο-
θέτουμε ότι η συνάρτηση πυκνότητας πιθανότητας g ανήκει στην εκθετική οι-
κογένεια και γνωρίζοντας ότι κάθε μέλος της εκθετικής οικογένειας μπορεί με

επανα-παραμετρικοποίηση να γραφεί στην κανονική μορφή της Natural Expo-
nential Family (NEF) υποθέτουμε ότι g(x; θ) = c(θ) eθ t(x)m(x), για γνωστές
συναρτήσεις t(x) και m(x), m(x) ≥ 0.

Από όσα προαναφέρθηκαν θα ήταν επιθυμητό η κατανομή δειγματοληψίας πιθα-

νότητας g(x; θ) να είναι κοντά στην g∗(x) =
1

c
π(x)|h (x) |, όπου c = Eπ (|h (x) |)

η σταθερά κανονικοποίησης. ΄Ενα πολύ γνωστό μέτρο της εγγύτητας, απόκλι-

σης δύο κατανομών είναι αυτό που προτάθηκε από τους Kullback and Leibler
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(1951) και αναφέρεται στη βιβλιογραφία ως Kullback-Leibler απόκλιση. Επο-
μένως, προκύπτει ότι θα πρέπει να προσδιοριστεί η παράμετρος θ έτσι ώστε να
ελαχιστοποιείται ως προς θ η DKL (g∗, g (x; θ)). Από τον ορισμό της K-L απόκλι-
σης προκύπτει ότι:

DKL (g∗(x), g (x; θ)) =

∫
g∗ (x)

(
ln

g∗ (x)

g (x; θ)

)
dx

=

∫
g∗ (x) (ln g∗ (x)) dx︸ ︷︷ ︸

−H(g∗)

−
∫
g∗ (x) (ln g (x; θ)) dx︸ ︷︷ ︸

−H(g∗,g)

,

όπου H (g∗) είναι η εντροπία του Shannon (1948) της g∗, ενώ η ποσότητα
H (g∗, g) εκφράζει την cross entropy μεταξύ των g και g∗. Επομένως, ο προσ-
διορισμός της παραμέτρου θ έτσι ώστε η g(x; θ) να είναι εγγύτερα στην g∗(x)
ανάγεται στο πρόβλημα (βλέπε Geyer et al. (2019)) που δίνεται συνοπτικά ως:

min
θ∈Θ
{−H (g∗(x)) +H (g∗(x), g (x; θ))} (2.13)

ή ισοδύναμα

min
θ∈Θ
{DKL (g∗(x), g (x; θ))} = max

θ∈Θ
{−H (g∗(x), g (x; θ))}.

Λαμβάνοντας υπόψη τη μορφή της g∗ έπειτα από λίγη άλγεβρα προκύπτει ότι:

min
θ∈Θ
{DKL (g∗(x), g (x; θ))} = max

θ∈Θ
Eπ (|h (X) | ln g (X; θ)) .
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ΚΕΦΑΛΑΙΟ3
Βασικές μέθοδοι προσομοίωσης
Markov Chain Monte Carlo

Στο προηγούμενο κεφάλαιο παρουσιάστηκαν τεχνικές Monte Carlo, οι οποίες
προσομοιώνουν μια τ.μ. X από μία συγκεκριμένη κατανομή που λέγεται κατανομή
στόχος. Αυτό μπορεί να συμβεί είτε απευθείας από την κατανομή στόχο είτε, όταν

αυτό δεν είναι εφικτό, χρησιμοποιώντας μία βοηθητική κατανομή g. Στην ενότητα
αυτή θα παρουσιαστούν μέθοδοι που ανήκουν στην κατηγορία τωνMarkov Chain
Monte Carlo (MCMC) και έχουν ως απώτερο στόχο την εκτίμηση του ολοκλη-

ρώματος I =

∫
h(x)π(x) dx. Η κεντρική ιδέα αυτών είναι η αντικατάσταση των

ανεξάρτητων και ισόνομων δειγμάτων των βασικών MC μεθόδων με εξαρτημένα
δείγματα από μια εργοδική (ergodic) Μαρκοβιανή αλυσίδα, της οποίας η στάσιμη
ή αλλιώς στατική (limiting, stationary) κατανομή είναι η κατανομή στόχος. Ου-
σιαστικά κάθε τεχνική MCMC στοχεύει στην παραγωγή εξαρτημένων δειγμάτων
από μια κατανομή στόχο.

Στο πλαίσιο αυτό θα δοθούν τα βασικά χαρακτηριστικά της μεθόδου MCMC
και έπειτα θα περιγραφούν κάποιοι γνωστοί MCMC αλγόριθμοι. Για την ανα-
λυτική παρουσίαση και εφαρμογή τέτοιων μεθόδων υπάρχει εκτενής βιβλιογραφία

και ενδεικτικά παραπέμπουμε στους Gelfand et al. (1996), Chen et al. (2000),
Berg (2004), Gamerman and Lopes (2006), Wasserman (2013) και Rubinstein
and Kroese (2016).

Στη συνέχεια δίνεται ένας γενικός ορισμός για τις τεχνικές MCMC (βλέπε,
μεταξύ άλλων, Malefaki and Iliopoulos (2008)).

Ορισμός 3.0.1. Μία τεχνική Markov Chain Monte Carlo (MCMC) για την
προσομοίωση από την κατανομή π είναι οποιαδήποτε μέθοδος παράγει μία εργοδική
Μαρκοβιανή αλυσίδα Xt, της οποίας η στάσιμη κατανομή είναι η π.

Η βασική ιδέα, λοιπόν, αυτών των μεθόδων είναι η κατασκευή μιας Μαρκοβια-
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νής αλυσίδας {Xt}, t ≥ 0, με στάσιμη κατανομή π. Είναι γνωστό ότι η στάσι-
μη κατανομή υπάρχει αν όλες οι καταστάσεις είναι θετικώς επαναληπτικές και

αντίστροφα. Κατά αυτόν τον τρόπο θα μπορούν να υπολογιστούν τα χαρακτηρι-

στικά που επιθυμούμε (π.χ. μέση τιμή, διακύμανση κ.ο.κ.) μέσω των δειγματικών

τιμών της Μαρκοβιανής αλυσίδας που κατασκευάστηκε. Για παράδειγμα, μέσω

του Ασθενή Νόμου των Μεγάλων Αριθμών για Μαρκοβιανές αλυσίδες (βλέπε

Wasserman (2013)) θα έχουμε ότι:

ÎMCMC =
1

n

n−1∑
t=0

h (Xt)
p−−→ Eπ (h (X)) = I, καθώς n→∞. (3.1)

Στο σημείο αυτό επισημαίνεται ότι εφόσον είμαστε στο πλαίσιο των Μαρκοβια-

νών αλυσίδων, ο εκτιμητής της σχέσης (3.1) λέγεται εργοδικός μέσος (και όχι

δειγματικός μέσος). Επιπλέον, υπό κατάλληλες υποθέσεις (βλέπε, για παράδειγ-

μα,Malefaki and Iliopoulos (2008)), για μια μη διαχωρίσιμη Μαρκοβιανή αλυσίδα
{Xt} με στατική κατανομή π ισχύει ότι:

√
n
(
ÎMCMC − I

)
d−−→ N

(
0, σ

h

2
)
,

όπου σ
h

2 = σ2

(
1 + 2

+∞∑
i=1

ρi

)
, με σ2 = V arπ(h(X)), ρi = Corrπ(h(X0), h(Xi)),

i = 1, 2, ....

Ακολούθως θα παρουσιαστούν οι πιο ευρέως χρησιμοποιούμενοι MCMC αλ-
γόριθμοι, ο αλγόριθμος Metropolis-Hastings και η δειγματοληψία κατά Gibbs.

3.1 Αλγόριθμος Metropolis-Hastings

Στην ενότητα αυτή παρουσιάζεται ο αλγόριθμος Metropolis-Hastings (MH),
που είναι όχι μόνο ο πιο γνωστός αλγόριθμος Monte Carlo βασισμένος σε Μαρ-
κοβιανές αλυσίδες, αλλά ίσως και γενικότερα ο πιο γνωστός αλγόριθμος Monte
Carlo. Ο αλγόριθμος αυτός αρχικά προτάθηκε από τους Metropolis et al. (1953)
για συμμετρικές κατανομές πρότασης, δηλαδή για κατανομές πρότασης που, όπως

θα δούμε και παρακάτω, πληρούν τη σχέση q (y | xt) = q (xt | y).. Παρόλα αυτά
ο αλγόριθμος γίνεται γνωστός στο χώρο της στατιστικής μετά την αναπαραγωγή

του στο σύγγραμμα των Hammersley and Handscomb (1964), όπου μελετήθη-
κε ως μία τεχνική υπολογισμού πολύπλοκων ολοκληρωμάτων. Στη συνέχεια ο

αλγόριθμος επεκτάθηκε από τον Hastings (1970) ως μια πιο γενική διαδικασία
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προσομοίωσης και για μη συμμετρικές περιπτώσεις κατανομής πρότασης. Ο τε-

λευταίος αλγόριθμος είναι και αυτός που έχει καθιερωθεί στη βιβλιογραφία ωςMH
αλγόριθμος. Παρότι μέχρι και τη δεκαετία του 1990 ο αλγόριθμος MH δεν ήταν
ευρέως διαδεδομένος, οι Gelfand and Smith (1990), εκμεταλλευόμενοι τη διαρ-
κώς αυξανόμενη υπολογιστική ισχύ του αλγορίθμου, έδωσαν την πρώτη ώθηση

ώστε σήμερα ο MH να θεωρείται ένα από τα σπουδαιότερα εργαλεία της Υπολο-
γιστικής Στατιστικής, που χρησιμοποιείται σε ένα τεράστιο εύρος επιστημονικών

πεδίων, όπως η Στατιστική, η Φυσική, η Χημεία, η Βιολογία και η Οικονομία. Για

περισσότερες σχετικές λεπτομέρειες παραπέμπουμε, μεταξύ άλλων, στον Kass
(1997).

Κύριο ρόλο στη μελέτη τουMH αλγορίθμου διαδραματίζει η κεντρική του ιδέα,
η οποία είναι ότι γεννά μια ακολουθία δειγματικών τιμών με τέτοιο τρόπο ώστε

όσο περισσότερες δειγματικές τιμές παράγονται τόσο καλύτερα προσεγγίζεται η

κατανομή στόχος π από την κατανομή των τιμών. Επίσης, οι δειγματικές αυτές
τιμές προσομοιώνονται με βάση μια συγκεκριμένη επαναληπτική διαδικασία (όπως

θα εξηγηθεί και ακολούθως) με την ιδιότητα ότι η επόμενη δειγματική τιμή ε-

ξαρτάται μόνο από την τρέχουσα δειγματική τιμή και όχι από τις προηγούμενες.

Ακολουθώντας αυτήν τη δομή, εύκολα διαπιστώνεται ότι η ακολουθία τιμών που

παράγεται αποτελεί μια Μαρκοβιανή αλυσίδα. Πιο συγκεκριμένα, σε κάθε επα-

νάληψη του αλγορίθμου λαμβάνοντας υπόψη μόνο την τρέχουσα δειγματική τιμή

επιλέγεται από κάποια κατανομή πρότασης μία τιμή ως υποψήφια για την επόμενη

δειγματική τιμή. ΄Επειτα για την υποψήφια αυτή τιμή υπάρχουν δύο επιλογές: είτε

να γίνει δεκτή είτε να απορριφθεί, με κάποια πιθανότητα αποδοχής ή απόρριψης,

αντίστοιχα. Στην πρώτη περίπτωση η τιμή που μόλις έγινε δεκτή χρησιμοποιείται

στην αμέσως επόμενη επανάληψη του αλγορίθμου, ενώ στη δεύτερη περίπτωση η

υποψήφια τιμή δεν είναι δεκτή και έτσι η τρέχουσα τιμή επαναχρησιμοποιείται για

την επόμενη επανάληψη. Ο αλγόριθμος περιγράφεται αναλυτικά στη συνέχεια.

Αρχικά τη χρονική στιγμή t = 0 επιλέγεται τυχαία και αυθαίρετα μια αρχική
κατάσταση X0 = x0, έτσι ώστε π (x0) > 0. Θεωρώντας ότι έχουν παραχθεί
τα X1, X2, ..., Xt και δεδομένου ότι τη χρονική στιγμή t βρισκόμαστε στην κα-
τάσταση Xt = xt περιγράφονται στη συνέχεια, δίνοντας όλες τις λεπτομέρειες
και επεξηγήσεις, τα βήματα του αλγορίθμου (βλέπε, μεταξύ άλλων, Wasserman
(2013)).

Metropolis-Hastings Algorithm (MHA)

� Βήμα 1: Με δεδομένη την τρέχουσα κατάσταση Xt = xt παράγεται μια
παρατήρηση y από την τ.μ. Y ∼ q (y | Xt) .
Η q (y | xt) είναι μια κατανομή από την οποία είναι εφικτή και πιο εύκολη
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η διαδικασία της προσομοίωσης. Η δεσμευμένη αυτή συνάρτηση πυκνότη-

τας πιθανότητας q (y | xt) αποτελεί τη λεγόμενη κατανομή πρότασης
(proposal distribution) και είναι αυτής της μορφής διότι τις περισσότερες
φορές εξαρτάται από την προηγούμενη κατάσταση xt.

� Βήμα 2: Στη συνέχεια υπολογίζεται η ποσότητα:

r (xt, y) = min

{
π (y) q (xt | y)

π (xt) q (y | xt)
, 1

}
. (3.2)

με π(xt) > 0, ∀ t ∈ N, αφού π (x0) > 0 (από υπόθεση).
Η ποσότητα r (xt, y) που δίνεται στη σχέση (3.2) ονομάζεται πιθανότητα
αποδοχής (acceptance probability) ή αλλιώς συνάρτηση αποδοχής
(acceptance function ή acceptance ratio) και όπως θα γίνει αντιληπτό στο
επόμενο βήμα είναι η πιθανότητα αποδοχής της προτεινόμενης, υποψήφιας

κατάστασης y.

� Βήμα 3: Προσομοιώνεται ένα τυχαίο u από την ομοιόμορφη κατανομή
U (0, 1). Τότε, η νέα τιμή της Μαρκοβιανής αλυσίδας είναι:

xt+1 =

{
y, αν u ≤ r (xt, y)

xt, αν u > r (xt, y) .
(3.3)

Επομένως, αν η νέα υποψήφια τιμή y της Μαρκοβιανής αλυσίδας γίνει δε-
κτή τότε θέτουμε xt+1 = y και συνεχίζουμε στην επόμενη επανάληψη, ενώ
αν απορριφθεί τότε θέτουμε xt+1 = xt και συνεχίζουμε στην επόμενη επα-
νάληψη. Οι δειγματικές τιμές οι οποίες απορρίπτονται κατά τη διάρκεια του

αλγόριθμου είναι γνωστές στη βιβλιογραφία και ως burn-in δειγματι-
κές τιμές (βλέπε Gelman et al. (2004)).

� Βήμα 4: Θέτουμε t = t+ 1 και επιστρέφουμε στο Βήμα 1.

Παρατήρηση 3.1.1. Από τον αλγόριθμο που δόθηκε αναγνωρίζεται εύκολα η

δομή της μεθόδου αποδοχής-απόρριψης που παρουσιάστηκε στο προηγούμενο κε-

φάλαιο. Η κύρια διαφορά των δύο τεχνικών είναι ότι ο αλγόριθμος MH δεν ε-
παναλαμβάνεται αν η δειγματική τιμή απορριφθεί, αλλά αποδέχεται την τωρινή

κατάσταση ως μια νέα τιμή. Στο πλαίσιο αυτό αξίζει να σημειωθεί ότι η πιθανότη-

τα η Μαρκοβιανή αλυσίδα να παραμείνει στην ίδια κατάσταση (δηλαδή xt+1 = xt)
είναι 1− r (xt, y) . Αυτό σημαίνει ότι η σχέση (3.3) ισοδύναμα μπορεί να γραφεί
ως:

xt+1 =

{
y, με πιθανότητα r (xt, y)

xt, με πιθανότητα 1− r (xt, y).
(3.4)
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Παρατήρηση 3.1.2. Στον αλγόριθμο Metropolis-Hastings η επιλογή της κα-
τανομής πρότασης είναι σημαντική, καθώς θα πρέπει να είναι εύκολη η προσομοί-

ωση από αυτήν. Επιπλέον η επιλογή της προφανώς επηρεάζει και την ταχύτητα

σύγκλισης του αλγορίθμου. Επομένως, σε ένα γενικό πρόβλημα, δεν είναι ξε-

κάθαρο ποια κατανομή πρότασης q πρέπει να χρησιμοποιηθεί. Ο αλγόριθμος είναι
αποδοτικότερος όταν είναι πιο κοντά στην κατανομή στόχο, όταν δηλαδή το σχήμα

της κατανομής πρότασης ταιριάζει με το σχήμα της κατανομής στόχου. Κάποιες

φορές επιλέγεται ως κατανομή πρότασης η κανονική κατανομή με μέση τιμή xt
και διακύμανση σ2

. Στην περίπτωση που η διακύμανση σ2
είναι πολύ μικρή, η

Μαρκοβιανή αλυσίδα θα αναμιχθεί αργά (mix slowly), δηλαδή παρότι το ποσοστό
αποδοχής θα είναι υψηλό τα διαδοχικά δείγματα θα μετακινηθούν αργά γύρω από

το χώρο, και έτσι η αλυσίδα θα συγκλίνει πολύ αργά στην π. Από την άλλη με-
ριά, αν η σ2

είναι πολύ μεγάλη, τότε το ποσοστό αποδοχής θα είναι πολύ χαμηλό,

επομένως και πάλι η αλυσίδα θα συγκλίνει πολύ αργά. Στην πράξη οι παράμε-

τροι επιλέγονται έτσι ώστε ο αλγόριθμος να δέχεται περίπου το 30% όλων των
δειγματικών τιμών, παρότι σύμφωνα με τους Roberts et al. (1997), έχει αποδει-
χθεί θεωρητικά ότι το ιδανικό ποσοστό αποδοχής για μια μονοδιάστατη κανονική

κατανομή είναι περίπου 50%.

Παρατήρηση 3.1.3. Αν η κατανομή πρότασης δεν εξαρτάται από την κατάστα-

ση xt, δηλαδή αν q (y | xt) ανεξάρτητη από τη xt, τότε προκύπτει η ειδική περίπτω-
ση που είναι γνωστή στη βιβλιογραφία ως ανεξάρτητος δειγματολήπτης

MH (Independent Sampler MH). Σ΄ αυτήν την περίπτωση η τεχνική που προ-
κύπτει είναι ουσιαστικά μία παραλλαγή δειγματοληψίας σπουδαιότητας τωνMCMC
μεθόδων. Παρά το γεγονός ότι ηXt παράγεται ανεξάρτητα από την Y , η ακολουθία
που προκύπτει δεν αποτελείται από ανεξάρτητες παρατηρήσεις, αφού η πιθανότητα

αποδοχής της Y εξαρτάται από την τιμή της Xt. Ο ανεξάρτητος δειγματολήπτης

ΜΗ μπορεί να συγκλίνει πολύ γρήγορα, μπορεί όμως να οδηγήσει και σε αλυσίδες

με υπερβολικά αργή σύγκλιση. Για να είναι αποτελεσματική αυτή η διαδικασία θα

πρέπει η κατανομή πρότασης να έχει πιο βαριές ουρές σε σχέση με την κατανομή

στόχο. Λαμβάνοντας υπόψη όσα προαναφέρθηκαν, ο ανεξάρτητος δειγματολήπτης

MH είναι ένας εναλλακτικός αλγόριθμος δύο τεχνικών Monte Carlo που μελε-
τήθηκαν στο προηγούμενο κεφάλαιο, της μεθόδου αποδοχής-απόρριψης αλλά και

της δειγματοληψίας σπουδαιότητας. Ειδικότερα, σύμφωνα με τον Liu (1996), η
συνολική σύγκριση των δύο αυτών τεχνικών με τον ανεξάρτητο δειγματολήπτη

MH επιφέρει χρήσιμα αποτελέσματα. Ο Liu (1996) απέδειξε ότι η ασυμπτω-
τική διασπορά της μεθόδου αποδοχής-απόρριψης είναι μικρότερη από αυτήν του

ανεξάρτητου δειγματολήπτη MH, αλλά είναι ασυμπτωτικά συγκρίσιμες. ΄Εδειξε
επίσης ότι ανάλογα με την υπό ολοκλήρωση συνάρτηση, η μέθοδος της δειγματο-

ληψίας σπουδαιότητας μπορεί να είναι ασυμπτωτικά αποδοτικότερη από τις άλλες
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δυο τεχνικές. Επιπρόσθετα, ο λεγόμενος τυχαίος περίπατος MH (Random
Walk MH) αποτελεί μια άλλη ειδική περίπτωση του αλγορίθμου MH, η οποία
προκύπτει θεωρώντας συμμετρική κατανομή πρότασης. Πιο συγκεκριμένα, στο

Βήμα 2 του MH αλγορίθμου επιλέγεται ως κατανομή πρότασης κάποια που πληροί
τη σχέση q (y | xt) = q (xt | y). Αυτό έχει ως συνέπεια το πηλίκο στο Βήμα 2 να
είναι διαφορετικό και να δίνεται, σύμφωνα με τους Metropolis et al. (1953), από

τη σχέση r (xt, y) = min

{
π (y)

π (xt)
, 1

}
. Συνήθως, οι κατανομές σπουδαιότητας

που χρησιμοποιούνται είναι συμμετρικές με κέντρο κάθε φορά την προηγούμενη

κατάσταση (θα γίνει αντιληπτό στη συνέχεια μέσω ενός απλού παραδείγματος).

Κλείνοντας, αξίζει να επισημανθεί ότι, σε σύγκριση με τον ανεξάρτητο δειγμα-

τολήπτη MH, ο τυχαίος περίπατος MH έχει ορισμένα μειονεκτήματα τα οποία
πρέπει να αναφερθούν. Το πρώτο μειονέκτημα είναι ότι η συμμετρία της κατανο-

μής πρότασης του τυχαίου περίπατου έχει ως συνέπεια να ῾῾ξοδεύει᾿᾿ αρκετό χρόνο

προσομοίωσης επανεξετάζοντας περιοχές τις οποίες έχει ήδη επισκεφτεί. Για την

αντιμετώπιση τέτοιων προβλημάτων έχουν προταθεί διάφορες εναλλακτικές που

αφενός εξασφαλίζουν σε λιγότερο χρόνο την αποτελεσματικότητα του αλγορίθμου,

αφετέρου είναι δύσκολες στην εφαρμογή τους. Για περισσότερες πληροφορίες

σχετικά παραπέμπουμε ενδεικτικά στους Roberts and Rosenthal (1998). Το δεύ-
τερο, αλλά εξίσου σημαντικό, μειονέκτημα είναι ότι ο αλγόριθμος απαιτεί μεγάλο

πλήθος επαναλήψεων για να παρακάμψει κάποιες δυσκολίες που προκύπτουν, όπως

για παράδειγμα διάφορες εκτελέσιμες περιοχές του αλγορίθμου με μικρή πιθανότη-

τα. Συμπερασματικά, τα επιχειρήματα αυτά αιτιολογούν το γεγονός ότι ο τυχαίος

περίπατος MH δεν αποτελεί πάντοτε την πιο αποτελεσματική επιλογή παρά την
απλότητα και την επεκτασιμότητα της μεθόδου.

Πρόταση 3.1.4. Για την πιθανότητα αποδοχήςMetropolis ισχύει ότι είτε r(xt, y)
= 1 ή r (y, xt) = 1 (βλέπε, μεταξύ άλλων, Wasserman (2013)).

Απόδειξη. Για τις καταστάσεις xt, y προφανώς ισχύει ότι είτε π (xt) q (y | xt) >
π (y) q (xt | y) είτε π (xt) q (y | xt) < π (y) q (xt | y), καθώς η περίπτωση της ι-
σότητας έχει αποκλειστεί αφού η πιθανότητα εμφάνισής της είναι μηδενική στις

συνεχείς κατανομές.

Χωρίς βλάβη της γενικότητας υποθέτουμε ότι π (xt) q (y | xt) > π (y) q (xt | y),

που συνεπάγεται ότι
π (y) q (xt | y)

π (xt) q (y | xt)
< 1. Συνεπώς, από τη σχέση (3.2) προ-

κύπτει ότι r (xt, y) =
π (y) q (xt | y)

π (xt) q (y | xt)
. Δηλαδή r (y, xt) = 1.

Με παρόμοιο τρόπο αν π (xt) q (y | xt) < π (y) q (xt | y) προκύπτει ότι r (xt, y) =
1.
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Γίνεται εύκολα αντιληπτό από τη σχέση (3.3) ότι η τελική τιμή xt+1 εξαρ-

τάται μόνο από την τιμή xt και όχι από τις προηγούμενες τιμές. Αυτό έχει ως
αποτέλεσμα να εξασφαλίζεται η Μαρκοβιανή ιδιότητα, που σημαίνει ότι η ακολου-

θία που παράγεται από τον αλγόριθμο MH ουσιαστικά είναι προσομοίωση μίας
Μαρκοβιανής αλυσίδας. Μένει στη συνέχεια να αποδειχθεί ότι ο αλγόριθμος

MH προσομοιώνει πράγματι μια Μαρκοβιανή αλυσίδα με στάσιμη κατανομή την
κατανομή στόχο π. Μια επαρκής αλλά όχι αναγκαία συνθήκη για να είναι η Μαρ-
κοβιανή αλυσίδα με πίνακα μετάβασης P αντιστρέψιμη (reversible) και να έχει
στάσιμη κατανομή την π είναι η:

π (xt)P (xt, y) = π (y)P (y, xt) , ∀xt 6= y. (3.5)

Η παραπάνω σχέση, η οποία είναι γνωστή ως λεπτομερής συνθήκη ισορ-

ροπίας (detailed balance condition), ισοδύναμα γράφεται:

P (xt, y)

P (y, xt)
=

π (y)

π (xt)
, ∀xt 6= y.

Παρατήρηση 3.1.5. Υπενθυμίζεται ότι η π είναι στάσιμη κατανομή της Μαρ-

κοβιανής αλυσίδας με πίνακα μετάβαση P αν ισχύει π(xt) =

∫
π(y)P (y, xt) dy.

Υπό τη λεπτομερή συνθήκη ισορροπίας διαπιστώνεται ότι:∫
π(y)P (y, xt) dy =

∫
π(xt)P (xt, y) dy = π(xt)

∫
P (xt, y) dy︸ ︷︷ ︸

=1

= π(xt).

Πράγματι λοιπόν, η λεπτομερής συνθήκη ισορροπίας είναι μια επαρκής συνθήκη

για να είναι η Μαρκοβιανή αλυσίδα με πίνακα μετάβασης P αντιστρέψιμη (rever-
sible) και να έχει στάσιμη κατανομή την π.

Στην επόμενη πρόταση αποδεικνύεται ότι τα παραπάνω βήματα του αλγορίθμου

MH οδηγούν σε μια Μαρκοβιανή αλυσίδα με στάσιμη κατανομή την κατανομή
στόχο (βλέπε, μεταξύ άλλων, Robert and Casella (2004)).

Πρόταση 3.1.6. Η Μαρκοβιανή αλυσίδα που παράγεται από τον αλγόριθμο MH
έχει μοναδική στάσιμη κατανομή την κατανομή στόχο π.

Απόδειξη. Από την Πρόταση 3.1.4 προκύπτει το συμπέρασμα ότι είτε r(xt, y) =
1 είτε r(y, xt) = 1. Σε όσα ακολουθούν χωρίς βλάβη της γενικότητας υποθέτουμε
ότι r(y, xt) = 1. Αρχικά θα δείξουμε ότι ισχύει η λεπτομερής συνθήκη ισορροπίας,
δηλαδή ότι ικανοποιείται η σχέση (3.5). Είναι P (xt, y) η πιθανότητα μετάβασης
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ενός βήματος από την κατάσταση xt στην κατάσταση y. Παρατηρούμε ότι στη
σχέση (3.5) έχουμε ότι xt 6= y, γεγονός που σημαίνει ότι η τιμή y έχει παραχθεί
από την κατανομή q(y|xt) και έχει γίνει αποδεκτή. ΄Αρα είναι:

P (xt, y) = q(y | xt) r (xt, y) , (3.6)

Καθώς υποθέσαμε ότι r(y, xt) = 1, αυτό σημαίνει ότι σε αυτήν την περίπτωση

r(xt, y) =
π (y) q (xt | y)

π (xt) q (y | xt)
. Επομένως:

P (xt, y) = q(y | xt) r (xt, y) = q(y | xt)
π (y) q (xt | y)

π (xt) q (y | xt)
= q (xt | y)

π (y)

π (xt)
.

΄Αρα, π (xt)P (xt, y) = π (y) q (xt | y).

Με ανάλογο τρόπο έπεται ότι:

P (y, xt) = q(xt | y) r (y, xt)︸ ︷︷ ︸
=1

= q(xt | y),

και άρα π (y)P (y, xt) = π (y) q (xt | y).

Από τα παραπάνω συνεπάγεται ότι π (xt)P (xt, y) = π (y)P (y, xt), ∀xt 6= y
(λεπτομερής συνθήκη ισορροπίας) και επομένως η στάσιμη κατανομή της Μαρ-

κοβιανής αλυσίδας που παράγεται από τον αλγόριθμο είναι όντως η κατανομή

στόχος π. Πρέπει, όμως, να αποδειχτεί και η μοναδικότητα της στάσιμης κατα-
νομής π. Αυτό εξασφαλίζεται από την εργοδικότητα της Μαρκοβιανής αλυσίδας
η οποία απαιτεί ότι κάθε κατάσταση πρέπει να είναι απεριοδική (το σύστημα δεν

επιστρέφει στην ίδια κατάσταση σε σταθερά διαστήματα) και θετικώς επαναλη-

πτική (ο αναμενόμενος αριθμός βημάτων για την επιστροφή στην ίδια κατάσταση

είναι πεπερασμένος).

Παρατήρηση 3.1.7. Στη βιβλιογραφία έχουν παρουσιαστεί παραλλαγές του

MH αλγορίθμου τροποποιώντας τη συνάρτηση αποδοχής. Ειδικότερα, ο Barker
(1965) πρότεινε τη συνάρτηση αποδοχής

rB (xt, y) =
π (y) q (xt | y)

π (xt) q (y | xt) + π (y) q (xt | y)
, (3.7)

η οποία στην ειδική περίπτωση της συμμετρίας, δηλαδή όταν q (xt | y) = q (y | xt)
λαμβάνει τη μορφή

rs
B

(xt, y) =
π (y)

π (xt) + π (y)
.
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Λίγα χρόνια αργότερα ο Charles Stein (βλέπε, μεταξύ άλλων, Liu (1999) και
Hitchcock (2003)) πρότεινε την εξής μορφή:

rCS (xt, y) =
δ (xt, y)

π (xt) q (y | xt)
, (3.8)

με δ (xt, y) να είναι οποιαδήποτε συμμετρική συνάρτηση που είναι τέτοια ώστε
rCS (xt, y) ≤ 1, ∀xt, y.

Παρατήρηση 3.1.8. Συνοψίζοντας τις πιο σημαντικές ιδιότητες του αλγορίθ-

μου ΜΗ έχουμε ότι η Μαρκοβιανή αλυσίδα αναπτύσσεται χωρίς να προσομοι-

ώσουμε κατευθείαν από την π και ότι ο αλγόριθμος MH είναι πολύ απλός, καθώς
χρειάζεται μόνο η συναρτησιακή μορφή των π, q και τέλος πετυχαίνουμε σύγκλι-
ση της προσομοιωμένης αλυσίδας στην π. Το βασικότερο μειονέκτημά του είναι
ότι για μονοδιάστατες κατανομές δεν έχει άμεσα αποτελέσματα, για απευθείας α-

νεξάρτητα δείγματα.

Στη συνέχεια μέσω παραδειγμάτων θα δούμε πώς μπορεί να χρησιμοποιηθεί

ο αλγόριθμος MH στην πράξη (βλέπε Robert and Casella (2010), Wasserman
(2013) και Stephens (2017)).

Παράδειγμα 3.1.9. Να δημιουργηθεί μια ακολουθία 800 τιμών από την Cau-
chy κατανομή, χρησιμοποιώντας τον αλγόριθμο MH.

Λύση. Η σ.π.π. της κατανομής στόχου είναι η π(x) =
1

π (1 + x2)
, x ∈ R.

Πρώτα απ΄ όλα επιλέγεται αυθαίρετα μια τρέχουσα κατάσταση X0 = x0 για την

οποία ισχύει π(x0) > 0. Εμείς επιλέγουμε αυθαίρετα την τιμή x0 = 0.4. Προχω-
ρώντας, θα πρέπει να επιλέξουμε και μια κατανομή πρότασης (βλέπε Βήμα 1 της

μεθόδου). Στο παράδειγμα αυτό, θα επιλέξουμε την κανονική κατανομή με μέση

τιμή την τωρινή κατάσταση και διακύμανση σ2
για τιμές του σ = 0.5, 2 και 10.

Η επιλογή αυτή έχει ως αποτέλεσμα, καθώς η κατανομή πρότασης είναι συμμε-

τρική, δηλαδή q (xt | y) = q (y | xt), να προκύπτει (βλέπε Βήμα 2 της μεθόδου)

ότι: r(xt, y) = min

{
π(y)

π(xt)
, 1

}
= min

{
1 + x2

t

1 + y2
, 1

}
.

Τα παραπάνω υλοποιούνται στην R με τον κώδικα που δίνεται στη συνέχεια
(βλέπε για παρόμοιο αλγόριθμο στο σύγγραμμα των Robert and Casella (2010)).
Στο Σχήμα 3.1 απεικονίζονται οι προσομοιωμένες τιμές των τριών Μαρκοβιανών

αλυσίδων με στάσιμη κατανομή την Cauchy και κατανομές πρότασης τιςN(xt, σ
2)

για τις διάφορες τιμές του σ (σ = 0.5, σ = 2 και σ = 10). Παρατηρούμε ότι
για μεγάλες τιμές του σ (εδώ σ = 10) ο αλγόριθμος απορρίπτει πολλές από τις
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προτεινόμενες τιμές με αποτέλεσμα να παραμείνει στην ίδια κατάσταση για αρκετό

χρόνο. Συνεπώς, προκύπτουν μεγάλα άλματα μέσα στο χώρο καταστάσεων. Από

την άλλη πλευρά μικρές τιμές της παραμέτρου κλίμακας (εδώ σ = 0.5) μας δίνουν
μικρά άλματα στο χώρο καταστάσεων (η αλυσίδα δεν καλύπτει μεγάλο εύρος εξε-

ρεύνησης στο χώρο, βλέπε Wasserman (2013)), όμως ο αλγόριθμος θα δέχεται
σχεδόν όλες τις προτεινόμενες τιμές.

Σχήμα 3.1: Γραφικές παραστάσεις 800 επαναλήψεων από τον τυχαίο περίπατο

MH με κατανομή στόχο την Cauchy και κατανομές πρότασης τις N(xt, (0.5)2),
N(xt, 2

2) και N(xt, 102) αντίστοιχα.

1 n=800

2 x=rep(0,n)

3 x[1]=0.4

4 for (i in 2:n){

5 proposedx=rnorm(1,mean=x[i-1],sd=0.5)

6 currentx = x[i-1]

7 r = min (dcauchy(proposedx ,0,1)/dcauchy(currentx ,0,

1),1)

8 if(runif(1)<r){
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9 x[i] = proposedx

10 } else {

11 x[i] = currentx

12 }

13 }

14 par(mfrow=c(3,1))

15 plot(x,type="l",xlab = "Iterations",col="green")

16 for (i in 2:n){

17 proposedx=rnorm(1,mean=x[i-1],sd=2)

18 currentx = x[i-1]

19 r = min (dcauchy(proposedx ,0,1)/dcauchy(currentx ,0,

1),1)

20 if(runif(1)<r){

21 x[i] = proposedx

22 } else {

23 x[i] = currentx

24 }

25 }

26 plot(x,type="l",xlab = "Iterations",col="purple")

27 for (i in 2:n){

28 proposedx=rnorm(1,mean=x[i-1],sd=10)

29 currentx = x[i-1]

30 r = min (dcauchy(proposedx ,0,1)/dcauchy(currentx ,0,

1),1)

31 if(runif(1)<r){

32 x[i] = proposedx

33 } else {

34 x[i] = currentx

35 }

36 }

37 plot(x,type="l",xlab = "Iterations",col="red")

Παράδειγμα 3.1.10. Χρησιμοποιώντας τον αλγόριθμο MH να προταθεί ένας
τρόπος προσομοίωσης 9.000 δειγματικών τιμών από τη Βήτα κατανομή, με παρα-

μέτρους a = 3 και b = 4.
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Λύση. Η κατανομή στόχος έχει συνάρτηση πυκνότητας πιθανότητας

π(x) =
x3−1(1− x)4−1

B(3, 4)
, x ∈ [0, 1]. (3.9)

Αρχικά επιλέγουμε αυθαίρετα μια τρέχουσα κατάσταση X0 = x0 που είναι τέτοια

ώστε π(x0) > 0. Εμείς επιλέγουμε αυθαίρετα την κατάσταση x0 = 0.3. Στη συ-
νέχεια θα πρέπει να επιλέξουμε μια κατανομή πρότασης. Στο παράδειγμα αυτό, για

την ευκολότερη κατανόηση της μεθόδου, επιλέγουμε ως κατανομή πρότασης την

U(0, 1). Δηλαδή επιλέγουμε μια κατανομή πρότασης ανεξάρτητη από την τωρινή
κατάσταση. Η επιλογή αυτή έχει ως αποτέλεσμα (βλέπε Βήμα 2 της μεθόδου) να

είναι: r(xt, y) = min

{
π(y)

π(xt)
, 1

}
.

Τα παραπάνω υλοποιούνται με τις εντολές που δίνονται παρακάτω. Ταυτόχρονα,

στο Σχήμα 3.2 απεικονίζονται οι 9.000 δειγματικές τιμές έτσι όπως προήλθαν ανά

επανάληψη, ενώ στο Σχήμα 3.3 δίνεται το ιστόγραμμα αυτών των τιμών. Εύκολα

διαπιστώνεται ότι ο αλγόριθμος δεν παράγει κάποιο μοτίβο στην προσομοίωση,

αφού η αλυσίδα εξερευνά το ίδιο εύρος σε διαφορετικές περιόδους (βλέπε Robert
and Casella (2010)). Επιπρόσθετα, το Σχήμα 3.2 δείχνει μερικά από τα χαρα-
κτηριστικά γνωρίσματα των ακολουθιών Metropolis-Hastings. ΄Ενα βασικό χα-
ρακτηριστικό είναι ότι, για ορισμένα χρονικά διαστήματα, η ακολουθία των τιμών

xt δεν αλλάζει διότι όλα τα αντίστοιχα yt απορρίπτονται. Ας σημειωθεί ακόμη ότι
αυτές οι πολλαπλές εμφανίσεις της ίδιας αριθμητικής τιμής πρέπει να διατηρούνται

στο δείγμα ως έχουν. Σε διαφορετική περίπτωση η εγκυρότητα της προσέγγισης

της κατανομής στόχου π χάνεται. Τέλος, από το ιστόγραμμα συχνοτήτων είναι
φανερό ότι η αλυσίδα προσεγγίζει σωστά την κατανομή Beta(3, 4).

Τα παραπάνω υλοποιήθηκαν ως εξής:

1 a=3

2 b=4

3 n=9000

4 x=rep(0,n)

5 x[1]=0.3

6 for (i in 2:n){

7 proposedx=runif(1)

8 currentx = x[i-1]

9 r=min(dbeta(proposedx ,a,b)/dbeta(currentx ,a,b),1)

10 if(runif(1)<r){

11 x[i] = proposedx
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12 } else {

13 x[i] = currentx

14 }

15 x

16 hist(x,breaks=30,col="yellow")

17 plot(x,type="l",xlab = "Iterations",col="orange")

Σχήμα 3.2: Γραφική παράσταση της ακολουθίας των τιμών Xt, με 0 ≤ t ≤ 9.000.
Η ακολουθία των τιμών δημιουργήθηκε με τον αλγόριθμο ΜΗ έχοντας ως στάσιμη

κατανομή τη Βήτα (3, 4).

Παράδειγμα 3.1.11. Να παράγετε, χρησιμοποιώντας τον αλγόριθμο MH, μια
ακολουθία 1.000 τιμών από την εκθετική κατανομή με λ = 1.

Λύση. Η κατανομή στόχος έχει συνάρτηση πυκνότητας πιθανότητας

π(x) =

{
e−x, αν x ≥ 0,

0, διαφορετικά.
(3.10)
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Σχήμα 3.3: Ιστόγραμμα 9.000 τυχαίων αριθμών (με τον αλγόριθμο ΜΗ) από τη

Βήτα κατανομή της σχέσης (3.9)

Αρχικά επιλέγουμε αυθαίρετα μια τρέχουσα κατάσταση X0 = x0 που είναι τέτοια

ώστε π(x0) > 0. Εμείς επιλέγουμε αυθαίρετα την κατάσταση x0 = 0.3. Στη
συνέχεια θα πρέπει να επιλέξουμε μια κατανομή πρότασης. Στο παράδειγμα αυτό,

θα επιλέξουμε την κανονική κατανομή με μέση τιμή την τωρινή κατάσταση και

διακύμανση 1. Η επιλογή αυτή έχει ως αποτέλεσμα, καθώς η κατανομή πρότασης

είναι συμμετρική, να είναι: r(xt, y) = min

{
π(y)

π(xt)
, 1

}
.

Τα παραπάνω υλοποιούνται με τις εντολές που δίνονται παρακάτω (βλέπε για πα-

ρόμοιο αλγόριθμο στην εργασία του Stephens (2017)). Ταυτόχρονα, στο Σχήμα
3.4 απεικονίζονται οι 1.000 δειγματικές τιμές έτσι όπως προήλθαν ανά επανάληψη,

ενώ στο Σχήμα 3.5 δίνεται το ιστόγραμμα αυτών των τιμών. Εύκολα διαπιστώνε-

ται ότι ο αλγόριθμος δεν παράγει κάποιο μοτίβο στην προσομοίωση, ενώ από

το ιστόγραμμα συχνοτήτων είναι φανερό ότι η αλυσίδα προσεγγίζει σωστά την

Εκθετική κατανομή.

Τα παραπάνω υλοποιήθηκαν με τις εντολές:

1 target = function(x){
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2 if(x<0){

3 return(0)}

4 else {

5 return( exp(-x))

6 }

7 }

8 n=1000

9 x=rep(0,n)

10 x[1]=0.3

11 for (i in 2:n){

12 proposedx=rnorm(1,x[i-1],1)

13 currentx = x[i-1]

14 r=min(target(proposedx)/target(currentx),1)

15 if(runif(1)<r){

16 x[i] = proposedx

17 } else {

18 x[i] = currentx

19 }

20 }

21 x

22 hist(x,breaks=30,col="red")

23 plot(x,type="l",xlab = "Iterations",col="green")

Παρατήρηση 3.1.12. Οι περισσότερες από τις απλές μεθόδους δειγματοληψίας

αποδοχής-απόρριψης δε δίνουν ακριβή αποτελέσματα σε προβλήματα μεγαλύτερων

διαστάσεων. Αυτή η συμπεριφορά αιτιολογείται διότι η πιθανότητα απόρριψης αυ-

ξάνεται εκθετικά ως συνάρτηση του αριθμού των διαστάσεων του προβλήματος

(βλέπε, για παράδειγμα, Robert and Casella (2004), Johansen et al. (2007) και
τις εκεί αναφορές). Από την άλλη πλευρά, ο Metropolis-Hastings και οι τεχνικές
MCMC δεν έχουν αυτό το πρόβλημα σε τέτοιο βαθμό, και ως εκ τούτου είναι
συχνά οι μόνες διαθέσιμες λύσεις όταν ο αριθμός των διαστάσεων της κατανομής

που πρέπει να προσομοιωθεί είναι υψηλός. Το γεγονός αυτό έχει ως αποτέλεσμα

να επιλέγονται για την παραγωγή δειγμάτων όταν έχουμε πολλές διαστάσεις. Ω-

στόσο σ΄ αυτές τις περιπτώσεις ο αλγόριθμος MH έχει συχνά αργή σύγκλιση και
μια εναλλακτική προσέγγιση που συχνά λειτουργεί πολύ καλύτερα σε τέτοιες κα-

ταστάσεις είναι η αποκαλούμενη δειγματοληψία κατά Gibbs, η οποία θα αναλυθεί
διεξοδικότερα στην επόμενη παράγραφο.
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Σχήμα 3.4: Γραφική παράσταση της ακολουθίας των τιμών Xt, με 0 ≤ t ≤ 1.000,
με τον αλγόριθμο ΜΗ και στάσιμη κατανομή την Εκθ (λ=1).

3.2 Δειγματοληψία κατά Gibbs

Η δειγματοληψία κατά Gibbs (Gibbs Sampling ή αλλιώς Gibbs Sa-
mpler) είναι μία ευρέως διαδεδομένη MCMC μέθοδος για να παραχθεί, χωρίς την
ανάγκη υπολογισμού της συνάρτησης πυκνότητας πιθανότητας, μια ακολουθία

παρατηρήσεων από μία συγκεκριμένη πολυδιάστατη κατανομή πιθανότητας, όταν

η άμεση προσομοίωση από αυτήν δεν είναι εφικτή. Ο δειγματολήπτης Gibbs πα-
ρότι πήρε το όνομά του από το φυσικό J.W.Gibbs, χάρη σε μια ανάλογη τεχνική
μεταξύ δειγματοληψίας και στατιστικής φυσικής, οφείλει τη δημοφιλία του στην

πρωτοπόρα εργασία των αδελφών Geman (βλέπε Geman and Geman (1984)),
ενώ οι Gelfand and Smith (1990) ανέδειξαν τη σπουδαιότητα της μεθόδου σε
ευρεία κατηγορία προβλημάτων κυρίως της Μπεϋζιανής στατιστικής ανάλυσης,

και έκαναν, έτσι, τη δειγματοληψία Gibbs ένα δημοφιλές υπολογιστικό εργαλείο.
Πλέον, η δειγματοληψία κατά Gibbs χρησιμοποιείται σε πολλούς επιστημονικούς
κλάδους, όπως η Βιοστατιστική, η Χημεία, η Φυσική αλλά και η Φαρμακευτική

(βλέπε, μεταξύ άλλων,Walsh (2004) και τις εκεί αναφορές). ΄Οπως κάθε MCMC
μέθοδος δημιουργεί μια Μαρκοβιανή αλυσίδα δειγματικών τιμών, καθεμία εκ των
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Σχήμα 3.5: Ιστόγραμμα των τιμών Xt, με 0 ≤ t ≤ 1.000, με τον αλγόριθμο ΜΗ
και στάσιμη κατανομή την Εκθ (λ=1).

οποίων είναι συσχετισμένη με τις γειτονικές. Στην πραγματικότητα, όπως περι-

γράφουν αναλυτικά οι Robert and Casella (1999), η δειγματοληψία κατά Gibbs
στην αρχική της μορφή, καθώς έχουν εμφανιστεί και επεκτάσεις της, αποτελεί

μια ειδική περίπτωση του αλγορίθμου Metropolis-Hastings.

΄Οπως αναφέρθηκε ο στόχος της δειγματοληψίας κατά Gibbs είναι η κατασκευή
μιας Μαρκοβιανής αλυσίδας της οποίας οι τιμές συγκλίνουν στην πολυδιάστατη

κατανομή στόχο π (x). Σύμφωνα με τον Walsh (2004), η βασική ιδέα για να επι-
τευχθεί ο στόχος αυτός είναι να προσομοιώνουμε διαδοχικά από δεσμευμένες κα-

τανομές αντί από την από κοινού κατανομή. Κατά αυτόν τον τρόπο μετατρέπουμε

ουσιαστικά ένα υψηλής διάστασης πρόβλημα σε πολλά απλούστερα μονοδιάστατα

προβλήματα. Επομένως, το ιδιαίτερο γνώρισμά της είναι η διάσπαση ενός πο-

λύπλοκου προβλήματος σε μια σειρά από απλούστερα προβλήματα. Επιπλέον,

παρότι ελλοχεύει ο κίνδυνος η ακολουθία κατανομών μικρής διάστασης να απαιτεί

μεγάλο χρόνο σύγκλισης, ο δειγματολήπτης Gibbs παράγει τιμές από τη δεσμευ-
μένη κατανομή με τέτοιον τρόπο που να προσεγγίζει την από κοινού κατανομή

μέσα σ΄ ένα συγκεκριμένο χρόνο. Η παραπάνω ιδιότητα ίσως αιτιολογεί και εξηγεί
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και τη δημοφιλία της μεθόδου. Στη συνέχεια, και αφού δόθηκε η κεντρική ιδέα

της μεθόδου, θα παρουσιαστεί η μέθοδος για την k-διάστατη περίπτωση.

Αρχικά, τη χρονική στιγμή t = 0 επιλέγεται τυχαία και αυθαίρετα μια αρχική k-
διάστατη κατάστασηX0 = x0, με x0 = (x0

1, ..., x
0
k), έτσι ώστε π (x0) > 0, όπου π

είναι η συνάρτηση πυκνότητας πιθανότητας της k−διάστατης κατανομής στόχου.
Θεωρώντας ότι έχουν παραχθεί τα k-διάστατα διανύσματα X1, X2, ..., Xt−1

και

δεδομένου ότι τη χρονική στιγμή t − 1 βρισκόμαστε στην κατάσταση Xt−1 =
(xt−1

1 , ..., xt−1
k ), περιγράφονται στη συνέχεια, δίνοντας όλες τις λεπτομέρειες και

επεξηγήσεις, τα βήματα του αλγορίθμου (βλέπε, μεταξύ άλλων, Walsh (2004),
Malefaki and Iliopoulos (2008), Jespersen (2010) και Liang et al. (2011)).

Gibbs Sampling Algorithm (GSA)

� Βήμα 1: Επίλεξε μια αυθαίρετη αρχική κατάσταση X0 = (x0
1, ..., x

0
k), έτσι

ώστε π (x0) > 0, όπου π είναι η συνάρτηση πυκνότητας πιθανότητας της
k−διάστατης κατανομής στόχου.

� Βήμα 2: Με δεδομένη την τρέχουσα κατάσταση Xt−1 = (xt−1
1 , ..., xt−1

k ),
προσομοίωσε:

Xt
1 ∼ π1(x1|xt−1

2 , xt−1
3 , ..., xt−1

k )
Xt

2 ∼ π2(x2|xt1, x
t−1
3 , ..., xt−1

k )
Xt

3 ∼ π3(x3|xt1, xt2, ..., x
t−1
k )

· · ·
· · ·
Xt
k ∼ πk(xk|xt1, xt2, ..., xtk−1).
Δηλαδή στο βήμα αυτό προσομοιώνεται η συνιστώσα Xt

i , για i = 1, ..., k,
από τη δεσμευμένη κατανομή της Xi δοθέντος των υπόλοιπων τυχαίων με-

ταβλητών πλην αυτής που είναι διαθέσιμη μέχρι εκείνο το στάδιο. Οι κατα-

νομές πi, i = 1, ..., k ονομάζονται πλήρως δεσμευμένες κατανομές
(full conditional distributions). Προφανώς υποθέτουμε ότι η προσομοίω-
ση από τις δεσμευμένες κατανομές είναι εφικτή και εύκολη καθώς σε κάθε

άλλη περίπτωση δε θα είναι χρήσιμη αυτή η μέθοδος (βλέπε Gelman et al.
(2014)).

� Βήμα 3: Επαναλαμβάνουμε την ίδια διαδικασία πηγαίνοντας στο Βήμα

1 και εφαρμόζοντας για t = t + 1. Αν επαναληφθεί n φορές η διαδικα-
σία που αναφέρθηκε παραπάνω, τότε παράγεται μία ακολουθία n το πλήθος
k-διάστατων τυχαίων διανυσμάτων (βλέπε Walsh (2004)), που ονομάζεται
ακολουθία Gibbs μήκους n (Gibbs sequence of length n).
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Παρατηρείστε ότι ο αλγόριθμος δειγματοληψίας Gibbs δημιουργεί μια ακολου-
θία από την κατανομή κάθε μεταβλητής με τη σειρά, έχοντας τη γνώση από τις

τρέχουσες τιμές των άλλων μεταβλητών και έτσι εξασφαλίζεται η Μαρκοβιανή

ιδιότητα. Ο πυρήνας ή πίνακας μετάβασης της αλυσίδας είναι:

K(Xt−1, Xt) = K
(
(xt−1

1 , ..., xt−1
k ), (xt1, ..., x

t
k)
)

= π1(xt1|xt−1
2 , xt−1

3 , ..., xt−1
k )× π2(xt2|xt1, xt−1

3 , ..., xt−1
k )

× · · · × πk
(
xtk|xt1, xt2, ..., xtk−1

)
.

Επιπλέον αποδεικνύεται ότι τα παραπάνω έχουν ως αποτέλεσμα η στάσιμη κατα-

νομή της Μαρκοβιανής αλυσίδας να είναι η π (βλέπε, μεταξύ άλλων, Johansen
et al. (2007)).

Παρατήρηση 3.2.1. Η δειγματοληψία Gibbs εφαρμόζεται πολύ συχνά στη
Μπεϋζιανή στατιστική συμπερασματολογία, αφού εκεί έχουν βασικό ρόλο οι δε-

σμευμένες κατανομές, και χρησιμοποιείται ιδιαίτερα για την προσομοίωση από την

εκ των υστέρων κατανομή. Το σημαντικότερο πλεονέκτημα αυτής της μεθόδου

είναι ότι ακόμη και σε προβλήματα μεγαλύτερων διαστάσεων όλες οι προσομοι-

ώσεις μπορούν να πραγματοποιηθούν μόνο από μονοδιάστατες κατανομές. Τέλος,

στη βασική της εκδοχή η δειγματοληψία Gibbs μπορεί να θεωρηθεί ως μια ειδική
περίπτωση του αλγορίθμου Metropolis-Hastings, καθώς για ένα πρόβλημα m δια-
στάσεων μπορεί να ερμηνευτεί με m αλγόριθμους MH με πιθανότητες αποδοχής
ίσες με τη μονάδα. Αυτή η ιδιότητα αποτελεί και μια σημαντική διαφορά μεταξύ

των δύο τεχνικών, επειδή όλα τα δείγματα γίνονται αποδεκτά στη δειγματοληψία

Gibbs σε αντίθεση με αυτήν του αλγορίθμου Metropolis-Hastings. Επίσης, η
δειγματοληψία Gibbs απαιτεί γνώση από όλες τις δεσμευμένες κατανομές για τις
παραμέτρους του μοντέλου. Σε περιπτώσεις όπου αυτές δεν είναι διαθέσιμες σε

απλή μορφή, μπορεί να χρησιμοποιηθεί ο αλγόριθμος ΜΗ που απαιτεί μόνο την

πλήρη γνώση για την από κοινού κατανομή. ΄Οπως αναφέρθηκε και προηγουμένως,

μια άλλη ενδιαφέρουσα παρατήρηση είναι ότι ο δειγματολήπτης Gibbs εφαρμόζε-
ται όταν η κατανομή στόχος είναι τουλάχιστον διδιάστατη, ενώ ο αλγόριθμος MH
μπορεί να εφαρμοστεί και σε μονοδιάστατα προβλήματα (βλέπε Jespersen (2010)).
Στις πιο εκτεταμένες εκδοχές της η δειγματοληψία Gibbs μπορεί να θεωρηθεί ως
ένα γενικό πλαίσιο δειγματοληψίας από ένα μεγάλο σύνολο μεταβλητών προσομοι-

ώνοντας κάθε μεταβλητή (ή σε ορισμένες περιπτώσεις κάθε σύνολο μεταβλητών)

με τη σειρά, και μπορεί να ενσωματώσει τον αλγόριθμο MH για την εφαρμογή
ενός ή περισσότερων από τα στάδια της προσομοίωσης.

Παρατήρηση 3.2.2. Συνοπτικά, τα βασικά χαρακτηριστικά του αλγορίθμου

Gibbs είναι ότι μετατρέπει ένα υψηλής διάστασης πρόβλημα σε πολλά μονοδιάστα-
τα προβλήματα και ότι εφαρμόζεται όταν η από κοινού κατανομή είναι άγνωστη,
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αλλά η δεσμευμένη κατανομή κάθε μεταβλητής είναι γνωστή και η προσομοίωση

από αυτήν εύκολη. Από την άλλη μεριά, μία κακή επιλογή του κανόνα μετάβασης

έχει ως αποτέλεσμα να αυξάνει την πολυπλοκότητα του αλγορίθμου.

Σε αυτό το σημείο θα δοθούν δύο απλά παραδείγματα (βλέπε Robert and
Casella (2010)).

Παράδειγμα 3.2.3. Χρησιμοποιώντας τον αλγόριθμο Gibbs να παράγετε 4.000
τιμές από το τυχαίο διάνυσμα (X1, X2) με σ.π.π. την:

πX1,X2(x1, x2) =

(
m

x1

)
Γ(a+ b)

Γ(a)Γ(b)
xx1+a−1

2 (1− x2)m−x1+b−1,

όπου x1 = 0, 1, ...,m, x2 ∈ (0, 1), για m = 17, a = 2 και b = 9.

Λύση. Θα υλοποιηθεί ο αλγόριθμος του Gibbs στην R επεξηγώντας αναλυτικά
την υλοποίηση κάθε βήματος.

� Βήμα 1: Στο πρώτο βήμα θέλουμε να επιλέξουμε μια αυθαίρετη αρχική

κατάσταση X0 = x0, με x0 = (x0
1, x

0
2), έτσι ώστε πX1,X2(x0) > 0, όπου

π είναι η συνάρτηση πυκνότητας πιθανότητας της διδιάστατης κατανομής
στόχου. Μπορούμε εύκολα να διαπιστώσουμε ότι η περιθώρια κατανομή της

X2 είναι Βήτα με παραμέτρους (a, b), ενώ η δεσμευμένη κατανομή της X1

δοθέντος ότι X2 = x2 είναι διωνυμική με παραμέτρους m,x2. Για το λόγο

αυτό επιλέγουμε ως αυθαίρετη τιμή αυτή που προκύπτει προσομοιώνοντας

μια τιμή από τις παραπάνω κατανομές.

� Βήμα 2: Προκύπτει μετά από λίγη άλγεβρα ότι η δεσμευμένη κατανομή της

X2 δοθέντος της X1 = x1 είναι Βήτα με παραμέτρους (x1 +a,m−x1 + b).
Επομένως, με δεδομένη την τρέχουσα κατάσταση Xt−1 = xt−1, με xt−1 =
(xt−1

1 , xt−1
2 ) προσομοιώνουμε:

Xt
1 ∼ B(m,xt−1

2 )
Xt

2 ∼ Be(xt1 + a,m− xt1 + b).

� Βήμα 3: Επαναλαμβάνουμε την ίδια διαδικασία πηγαίνοντας στο Βήμα 1

και εφαρμόζοντας για t = t+ 1.

Τα παραπάνω υλοποιούνται στην R χρησιμοποιώντας τον εξής κώδικα:

1 n=4000

2 m=17
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3 a=2

4 b=9

5 X=rep(0,n)

6 Y=rep(0,n)

7 Y[1]= rbeta(1,a,b)

8 X[1]= rbinom(1,m,Y[1])

9 for (i in 2:n){

10 X[i]= rbinom(1,m,Y[i-1])

11 Y[i]=rbeta(1,a+X[i],m-X[i]+b)

12 }

Στο παράδειγμα που προηγήθηκε οι πλήρως δεσμευμένες κατανομές ήταν δια-

θέσιμες και ήταν εφικτή η προσομοίωση από αυτές. Σε περίπτωση που κάτι τέτοιο

δεν μπορεί να γίνει άμεσα τότε κάποιος μπορεί να χρησιμοποιήσει έναν υβριδικό

αλγόριθμο που προκύπτει όταν για την παραγωγή τιμών από τις δεσμευμένες

κατανομές χρησιμοποιείται ο αλγόριθμος Metropolis-Hastings. Σε μια τέτοια πε-
ρίπτωση ο αλγόριθμος που προκύπτει αναφέρεται στη βιβλιογραφία ωςMetropolis
within Gibbs. Για περισσότερες πληροφορίες παραπέμπουμε στους Liang et al.
(2011) και Wasserman (2013).

Παράδειγμα 3.2.4. Να παράγετε 8.500 τιμές από το τυχαίο διάνυσμα (X1, X2)′

με σ.π.π. τη διδιάστατη κανονική κατανομή N2

((
0
0

)
,

(
1 0.97

0.97 1

))
εφαρ-

μόζοντας τον αλγόριθμο Gibbs.

Λύση. Από υπόθεση έχουμε ότι το τυχαίο διάνυσμα(
X1

X2

)
∼ N2

((
µX
µY

)
,

(
σ2
X ρ σXσY

ρ σXσY σ2
Y

))
, (3.11)

όπου µX = µY = 0, σX = σY = 1 και ρ = 0.97.

Αρχικά, βλέπε Βήμα 1 της μεθόδου, είναι επιθυμητό να επιλεγεί μια αυθαίρετη

αρχική κατάσταση X0 = x0
με x0 = (x0

1, x
0
2), έτσι ώστε πX,Y (x0) > 0, με

π να είναι η σ.π.π. της διδιάστατης κατανομής στόχου. Μπορούμε εύκολα να
διαπιστώσουμε ότι η περιθώρια κατανομή της X2 είναι κανονική με παραμέτρους

(0, 1).

Προχωρώντας στο Βήμα 2 του αλγορίθμου, και λαμβάνοντας υπόψη ότι η δε-

σμευμένη κατανομή τηςX2 δοθέντος τηςX1 = x1 είναι κανονική με μέση τιμή ρx1
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και τυπική απόκλιση

√
1− ρ2. Με ανάλογο τρόπο η δεσμευμένη κατανομή της

X1 δοθέντος της X2 = x2 είναι κανονική με μέση τιμή ρx2 και τυπική απόκλιση√
1− ρ2. Συνεπώς, με δεδομένη την τρέχουσα κατάσταση Xt−1 = (xt−1

1 , xt−1
2 )

προσομοιώνουμε:

Xt
1 ∼ π1(x1|xt−1

2 )⇒ Xt
1 ∼ N(ρxt−1

2 , 1− ρ2)
Xt

2 ∼ π2(x2|xt1)⇒ Xt
2 ∼ N(ρxt1, 1− ρ2).

Τα παραπάνω υλοποιούνται χρησιμοποιώντας τις ακόλουθες εντολές (βλέπε

Burke (2018)).

1 gibbs.sampling = function(n, rho)

2 {

3 table = matrix(ncol = 2, nrow = n)

4 x_{1} = 0

5 x_{2} = 0

6 table[1, ] = c(x_{1}, x_{2})

7 for (i in 2:n) {

8 x_{1} = rnorm(1, rho * x_{2}, sqrt(1 - rho^2))

9 x_{2} = rnorm(1, rho * x_{1}, sqrt(1 - rho^2))

10 table[i, ] = c(x_{1}, x_{2})

11 }

12 table

13 }

Στο Σχήμα 3.6 δίνονται τα διαγράμματα διασποράς και τα ιστογράμματα για τις

8.500 τιμές από το τυχαίο διάνυσμα (X1, X2) με σ.π.π. τη διδιάστατη κανονική
κατανομή (βλέπε σχέση (3.11)).

1 bivariatenormal = gibbs.sampling(8500,0.97)

2 par(mfrow=c(3,2))

3 plot(bivariatenormal ,col=1:8500)

4 plot(bivariatenormal ,type="l")

5 plot(ts(bivariatenormal[,1]), xlab=’x’)

6 plot(ts(bivariatenormal[,2]), xlab=’y’)

7 hist(bivariatenormal[,1],breaks=30,prob = TRUE , col="

magenta", xlab=’Samples ’, main=’Histogram of x’)

8 hist(bivariatenormal[,2],breaks=30,prob = TRUE , col="

pink", xlab=’Samples ’, main=’Histogram of y’)
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Σχήμα 3.6: Διαγράμματα για τις 8.500 τιμές από το διάνυσμα (X1, X2) με σ.π.π.
τη διδιάστατη κανονική κατανομή της σχέσης (3.11).

Παρατήρηση 3.2.5. Στη βιβλιογραφία έχουν παρουσιαστεί διάφορες άλλες

μέθοδοι που ανήκουν στην κατηγορία των MCMC μεθόδων, που δε θα αποτε-
λέσουν αντικείμενο μελέτης στα πλαίσια αυτής της διατριβής. Ενδεικτικά ανα-

φέρουμε τον αποκαλούμενο Hit-and-run Δειγματολήπτη (βλέπε Turchin (1971),
Smith (1984) και Chen and Schmeiser (1996)), τον Δειγματολήπτη Τμημάτων
(Slice Sampler, βλέπε Neal (2003), Robert and Casella (2004) και Liu (2008)),
την Προσαρμοσμένη Δειγματοληψία Κατεύθυνσης (Adaptive Direction Sampling
(ADS), βλέπε Gilks et al. (1994) Liu (1999) και Liu (2008)) και τον Αλγόριθμο
Snooker (βλέπε Liu et al. (2000)).
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ΚΕΦΑΛΑΙΟ4
Εκτιμητική με ABC μεθόδους

Σε πολλές περιπτώσεις μοντελοποίησης πραγματικών τυχαίων φαινομένων ο-

δηγούμαστε σε περίπλοκα στοχαστικά μοντέλα των οποίων η συνάρτηση πιθανο-

φάνειας παρότι είναι πλήρως ορισμένη από το πιθανοθεωρητικό μοντέλο, δεν είναι

διαθέσιμη σε κλειστή αναλυτική μορφή ως συνάρτηση της παραμέτρου θ ή το υπο-
λογιστικό κόστος για τον υπολογισμό της είναι αρκετά μεγάλο. Το γεγονός αυτό

έχει αντίκτυπο στην υλοποίηση τόσο των κλασικών όσο και των Μπεϋζιανών με-

θοδολογιών στατιστικής συμπερασματολογίας, καθώς και οι δύο βασίζονται στη

συνάρτηση πιθανοφάνειας. Επιπρόσθετα, όπως επισημαίνει και ο Robert (2016),
τα παραπάνω προβλήματα καθιστούν απαγορευτική την άμεση εφαρμογή ενός γε-

νικού MCMC αλγορίθμου, όπως ο Gibbs ή ο Metropolis-Hastings. Για την
αντιμετώπιση των παραπάνω προβλημάτων, μεταξύ άλλων, παρουσιάστηκε στη βι-

βλιογραφία η κλάση των Προσεγγιστικά Μπεϋζιανών Υπολογιστικών Μεθόδων

(Approximate Bayesian Computational Methods) ή αλλιώς η κλάση των ABC
μεθόδων. Η κεντρική ιδέα αυτής της μεθόδου παρουσιάστηκε στο Κεφάλαιο 1

αυτής της μεταπτυχιακής διατριβής, όπου παρατέθηκαν και κάποια ιστορικά στοι-

χεία. Αντικείμενο μελέτης αυτού του κεφαλαίου αποτελεί η αναλυτική παρουσίαση

και επεξήγηση των βημάτων της ABC μεθόδου. Καθώς οι ABC αλγόριθμοι χα-
ρακτηρίζονται ως μία Μπεϋζιανή διαδικασία, αρχικά, παρουσιάζονται εν συντομία

τα χαρακτηριστικά της Μπεϋζιανής προσέγγισης και έπεται η αναλυτική παρου-

σίαση της ABC μεθόδου. Στη συνέχεια παρατίθενται με λεπτομέρειες όλες οι
απαραίτητες διευκρινήσεις για την υλοποίηση του αλγορίθμου ABC και έπειτα,
μελετώνται κάποια απλά παραδείγματα κατανόησης. Τέλος, το ενδιαφέρον επικε-

ντρώνεται στις κυριότερες τροποποιήσεις του αλγορίθμου, με βασικό κριτήριο τη

συχνότητα χρησιμοποίησής τους σε πρακτικές εφαρμογές.
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4.1 Χαρακτηριστικά Μπεϋζιανής διαδικασίας

Καθώς η ABC μέθοδος αποτελεί μια διαδικασία της Μπεϋζιανής στατιστικής
στην ενότητα αυτή θα αναφερθούν εν συντομία σημαντικές έννοιές της. Στη

Μπεϋζιανή προσέγγιση θεωρούμε ότι έχουμε ένα τυχαίο δείγμα x = (x1, ..., xn)
από την κατανομή f(x|θ), όπου η άγνωστη παράμετρος θ θεωρείται ότι είναι η τιμή
μιας τυχαίας μεταβλητής. Αυτή είναι ουσιαστικά και η θεμελιώδης διαφορά μεταξύ

Μπεϋζιανής και κλασικής στατιστικής. Στις κλασικές μεθοδολογίες οι παράμετροι

είναι άγνωστες αλλά σταθερές ποσότητες, ενώ στις Μπεϋζιανές μεθοδολογίες το

θ παριστά τις τιμές κάποιας τυχαίας μεταβλητής. Επομένως, ο συμβολισμός f(·|·)
δηλώνει τη δεσμευμένη κατανομή πιθανότητας η οποία καθορίζεται κάθε φορά

από τις αντίστοιχες τυχαίες μεταβλητές.

Στο παραπάνω πλαίσιο, για την εξαγωγή συμπερασμάτων στη Μπεϋζιανή προ-

σέγγιση ακολουθούμε τα ακόλουθα βήματα.

Βήμα 1. Καθορισμός εκ των προτέρων κατανομής. Αρχικά καθο-

ρίζουμε μια εκ των προτέρων κατανομή πιθανότητας για την παράμετρο θ που
εκφράζει τις πρότερες πεποιθήσεις, την πρότερη γνώση που έχουμε για αυτήν,

πριν τη συλλογή των δεδομένων. Η πρότερη κατανομή πιθανότητας της παρα-

μέτρου θ συμβολίζεται π(θ).
Βήμα 2. Συλλογή δεδομένων. Το επόμενο βήμα είναι η συλλογή δεδο-

μένων σχετικών με το υπό μελέτη τυχαίο φαινόμενο. ΄Ολη η πληροφορία που

φέρουν τα δεδομένα για την άγνωστη παράμετρο εμπεριέχεται στην από κοινού

συνάρτηση κατανομής τους. Υπό την υπόθεση ότι τα δεδομένα αποτελούν τυχαίο

δείγμα, δηλαδή ότι είναι ανεξάρτητες και ισόνομα κατανεμημένες παρατηρήσεις δο-

θείσης της παραμέτρου θ, άμεσα έχουμε ότι η από κοινού κατανομή των x1, ..., xn
δίνεται από τη σχέση: f(x|θ) =

∏n
i=1 f(xi|θ). Στο σημείο αυτό επισημαίνεται

ότι όταν η f(x|θ) θεωρείται συνάρτηση του θ για δοθέν x καλείται συνάρτηση
πιθανοφάνειας και συμβολίζεται με L(θ), ενώ με l(θ) συμβολίζεται ο λογάριθμος
της συνάρτησης πιθανοφάνειας, ήτοι l(θ) = log(L(θ)) = log(f(x|θ)).
Βήμα 3. Ανανέωση πληροφορίας για την θ και εξαγωγή συμπε-
ρασμάτων. Τέλος, η διεξαγωγή συμπερασμάτων στη Μπεϋζιανή προσέγγιση

στηρίζεται στο συνδυασμό της εκ των προτέρων γνώσης για την άγνωστη πα-

ράμετρο θ και της γνώσης που λαμβάνεται για την παράμετρο από τα δεδομένα. Ο
συνδυασμός αυτός επιτυγχάνεται μέσω του προσδιορισμού της λεγόμενης εκ των

υστέρων κατανομής για την παράμετρο θ, που ουσιαστικά εκφράζει την ανανεω-
μένη γνώση που έχουμε για την παράμετρο θ μετά τη συλλογή των δεδομένων.
Ειδικότερα, η εκ των υστέρων κατανομή π (θ|x) είναι το πηλίκο της από κοινού

κατανομής των (θ, x) προς την περιθώρια των x, δηλαδή: π (θ|x) = g(θ,x)
h(x) . ΄Ο-

μως, η από κοινού συνάρτηση πιθανότητας των (θ, x) μπορεί να προκύψει ως το
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γινόμενο της δεσμευμένης x|θ με την περιθώρια του θ. Επομένως, καταλήγουμε
στη σχέση:

π (θ|x) =
f (x|θ)π (θ)

h (x)
, (4.1)

όπου π (θ) είναι η εκ των προτέρων κατανομή της παραμέτρου θ, και h (x) η
περιθώρια κατανομή των δεδομένων, ή ισοδύναμα (στη συνεχή περίπτωση)

π (θ|x) =
f (x|θ)π (θ)∫
f (x|θ)π (θ) dθ

.

Πολύ συχνά καθώς ο παρονομαστής δεν εξαρτάται από το θ παραλείπεται και
γράφουμε ότι π (θ|x) ∝ f (x|θ)π (θ). Τότε λέμε ότι έχουμε τη μη κανονικοποιη-
μένη εκ των υστέρων κατανομή.

Πριν ολοκληρώσουμε αυτήν τη σύντομη παρουσίαση των χαρακτηριστικών της

Μπεϋζιανής διαδικασίας, καθώς ο ρόλος της εκ των προτέρων κατανομής είναι

κομβικός στον προσδιορισμό της εκ των υστέρων κατανομής είναι απαραίτητος

ο σχολιασμός για τον τρόπο επιλογής της. ΄Οπως έχει ήδη αναφερθεί, η εκ των

προτέρων κατανομή αντιπροσωπεύει τις πεποιθήσεις για την παράμετρο θ πριν το
σύνολο των δεδομένων x = (x1, ..., xn) να είναι διαθέσιμο. Αν η γνώση αυτή
είναι επαρκής τότε πρέπει να ενσωματωθεί στην επιλογή της εκ των προτέρων

κατανομής, ενώ σε αντίθετη περίπτωση οφείλουμε να επιλέγουμε μία εκ των προ-

τέρων κατανομή που αντανακλά την άγνοιά μας για την παράμετρο θ. Στην πρώτη
περίπτωση είναι σύνηθες να επιλέγονται εκ των προτέρων κατανομές που οδηγούν

σε εκ των υστέρων κατανομές που ανήκουν στην ίδια οικογένεια κατανομών με

την εκ των προτέρων. Σε αυτήν την περίπτωση λέμε ότι έχουμε συζυγείς εκ των

προτέρων κατανομές και η επιλογή μιας τέτοιας έχει ως αποτέλεσμα τη διευκόλυν-

ση στους υπολογισμούς (π.χ. για την εύρεση της σταθεράς κανονικοποίησης).

Από την άλλη μεριά, όταν δεν έχουμε διαθέσιμη πληροφορία για την παράμετρο

θ χρησιμοποιούνται οι λεγόμενες μη πληροφοριακές εκ των προτέρων κατανομές.
Σε αυτήν την κατηγορία ανήκει η εκ των προτέρων κατανομή του Jeffreys, η ο-

ποία δίνεται από τη σχέση: f(θ) ∝ (I(θ))
1
2 , όπου η ποσότητα I(θ) είναι το μέτρο

πληροφορίας του Fisher και ορίζεται ως:

I(θ) = E

((
dl(θ)

dθ

)2
)

= E

((
dlog(f(x|θ))

dθ

)2
)
.

Ας σημειωθεί επίσης ότι στην περίπτωση που ο λογάριθμος της πιθανοφάνειας,

l(θ), είναι δύο φορές παραγωγίσιμη συνάρτηση ως προς θ τότε, υπό κατάλληλες

87



Κεφάλαιο 4 4.2. Παρουσίαση βασικών ABC αλγορίθμων

προϋποθέσεις, το μέτρο πληροφορίας του Fisher ισοδύναμα δίνεται από τη σχέση

I(θ) = −E
(
d2l(θ)

dθ2

)
.

4.2 Παρουσίαση βασικών ABC αλγορίθμων

Από όσα αναφέρθηκαν στην προηγούμενη ενότητα είναι σαφές ότι κατά τον

προσδιορισμό της εκ των υστέρων κατανομής της θ δοθέντος των δεδομένων
(x1, ..., xn) απαιτείται ο υπολογισμός της συνάρτησης πιθανοφάνειας. Σε πολ-
λές περιπτώσεις, όπως αναλυτικά έχουν αναφερθεί στο Κεφάλαιο 1 αυτής της

μεταπτυχιακής διατριβής, ο υπολογισμός αυτός δεν είναι εφικτός και έχει ως α-

ντίκτυπο να μην μπορούν να χρησιμοποιηθούν τα κλασικά βήματα της Μπεϋζιανής

προσέγγισης, τα οποία εν συντομία περιγράφηκαν στην προηγούμενη ενότητα. Ε-

πιπρόσθετα, δεν είναι εφικτή η προσομοίωση από την εκ των υστέρων κατανομή

εφαρμόζοντας τεχνικές Monte Carlo. Για να ξεπεραστεί το πρόβλημα που δη-
μιουργείται λόγω του μη υπολογισμού της συνάρτησης πιθανοφάνειας εισήχθησαν

στη βιβλιογραφία οι Προσεγγιστικές Μπεϋζιανές Υπολογιστικές μέθοδοι ή ABC
μέθοδοι, οι οποίες αναλυτικά θα παρουσιαστούν σε αυτήν την ενότητα.

Η πρώτη εφαρμογή ABC αλγορίθμου παρουσιάστηκε από τους Tavaré et al.
(1997) σε άρθρο πληθυσμιακής γενετικής, με αντικείμενο μελέτης την εκτίμηση
του χρόνου συγκερασμού, δηλαδή του χρόνου από τον πιο πρόσφατο κοινό πρόγο-

νο, ενός δείγματος αλληλουχιών DNA ενδοειδών. Ειδικότερα, ο αλγόριθμος που
προτάθηκε από τους Tavaré et al. (1997) υποθέτει ότι το στήριγμα της κατανομής
είναι πεπερασμένο και η παράμετρος ενδιαφέροντος είναι η θ. Στο πλαίσιο αυτό
ουσιαστικά εισήγαγαν τις ABC μεθόδους ως μια τεχνική αποδοχής-απόρριψης
σύμφωνα με τα ακόλουθα βήματα.

Αλγόριθμος των Tavaré et al. (1997):

1. Υιοθετούμε μια εκ των προτέρων κατανομή για την παράμετρο θ.

2. Προσομοιώνουμε την τιμή θ∗ από την εκ των προτέρων κατανομή που κα-
θορίστηκε στο προηγούμενο βήμα.

3. Προσομοιώνουμε ένα δείγμα D∗ = (x∗i ), i = 1, ..., n, από το μοντέλο
f(·|θ∗).

4. Αν D∗ = D, όπου D = (xi), με i = 1, ..., n, οι τιμές του πραγματικού
δείγματος, τότε αποδεχόμαστε την τιμή θ∗, διαφορετικά επαναλαμβάνουμε
τα βήματα 2-4.
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5. Τα προηγούμενα βήματα επαναλαμβάνονται μέχρις ότου προκύψει ένας προ-

καθορισμένος αριθμός, έστω M , μη απορριπτέων τιμών θ∗.

Παρατήρηση 4.2.1. Ο αλγόριθμος των Tavaré et al. (1997) είναι στην πραγ-
ματικότητα μια ειδική περίπτωση της μεθόδου αποδοχής-απόρριψης κατά την οποία

η παράμετρος θ παράγεται από την εκ των προτέρων κατανομή και η αποδοχή είναι
υπό τη δέσμευση ότι τα προσομοιωμένα δεδομένα ταυτίζονται με τα πραγματικά

δεδομένα (βλέπε Marin et al. (2012)).

Από τα παραπάνω γίνεται κατανοητό ότι ο αλγόριθμος δίνει ως αποτέλεσμα ένα

δείγμα ανεξάρτητων και ισόνομων μεταβλητών από την εκ των υστέρων κατανομή

π(θ|x). ΄Οντως, έστω ότι το (θ∗, x∗) γίνεται δεκτό, με x∗ = (x∗1, ..., x
∗
n). Τότε, η

από κοινού κατανομή του (θ∗, x∗) δίνεται ως f (θ∗, x∗) = f (x∗ | θ∗)π (θ∗) Ix (x∗),
όπου:

Ix (x∗) =

{
1, αν x∗ = x

0, διαφορετικά.

Επομένως:

f (θ∗) ∝
∑
x∗

π(θ∗)f(x∗|θ∗) Ix (x∗) = π(θ∗)f(x∗|θ∗) ∝ π(θ∗|x).

Η μέθοδος που προτάθηκε από τους Tavaré et al. (1997) έχει σημαντικά μειονε-
κτήματα καθώς υποθέτει ότι το σύνολο D είναι διακριτό και πεπερασμένο, ενώ
επιπλέον αν το μέγεθος του δείγματος είναι μεγάλο είναι πολύ δύσκολο έως και

σπάνιο να ικανοποιηθεί η σχέση D∗ = D. Ως συνέπεια των παραπάνω έχουμε
ότι είτε θα χρειάζονται πολλές επαναλήψεις των βημάτων 2-4 μέχρις ότου να γίνει

δεκτή μία τιμή, ενώ επιπρόσθετα ο αλγόριθμος δεν μπορεί να εφαρμοστεί στη

συνεχή περίπτωση. Οι παραπάνω λόγοι οδήγησαν τους Pritchard et al. (1999)
να προτείνουν μια γενίκευση του αλγορίθμου που θα είναι τέτοια ώστε να αντι-

μετωπίζονται τα παραπάνω προβλήματα. Στη συνέχεια παρατίθενται τα βήματα

του αλγορίθμου που πρότειναν, ενώ έπονται κάποιες απαραίτητες σχετικές διευ-

κρινήσεις για την υλοποίησή του.

Αλγόριθμος των Pritchard et al. (1999):

1. Υιοθετούμε μια εκ των προτέρων κατανομή για την παράμετρο θ.

2. Προσομοιώνουμε την τιμή θ∗ από την εκ των προτέρων κατανομή που κα-
θορίστηκε στο προηγούμενο βήμα.
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3. Προσομοιώνουμε ένα δείγμα D∗ = (x∗i ), i = 1, ..., n, από το μοντέλο
f(·|θ∗).

4. Υπολογίζουμε ένα μέτρο της απόκλισης ή της εγγύτητας (ή μια μετρική)

μεταξύ των τιμών του πραγματικού δείγματος D = (xi), i = 1, ..., n, και
των τιμών του προσομοιωμένου δείγματος D∗, έστω d(D,D∗). Αποδε-
χόμαστε την τιμή θ∗ αν d(D,D∗) ≤ ε, για κάποιο ε > 0, διαφορετικά
επαναλαμβάνουμε τα βήματα 2-4.

5. Τα προηγούμενα βήματα επαναλαμβάνονται μέχρις ότου προκύψει ένας προ-

καθορισμένος αριθμός, έστω M , μη απορριπτέων τιμών θ∗.

Απ΄ όσα προηγήθηκαν είναι προφανές ότι είναι απαραίτητο να συγκριθούν τα

παρατηρούμενα με τα προσομοιωμένα δεδομένα. Ωστόσο καθώς αυξάνεται η δι-

άσταση των δεδομένων η πιθανότητα δημιουργίας ενός προσομοιωμένου συνόλου

δεδομένων D∗ με μικρή απόσταση από το D συνήθως μειώνεται, με αποτέλεσμα
να μειώνεται και η υπολογιστική αποτελεσματικότητα του παραπάνω βασικού αλ-

γορίθμου αποδοχής-απόρριψης ABC. Για να αντιμετωπισθεί η παραπάνω αδυναμία
έχει προταθεί μια εναλλακτική μορφή του παραπάνω αλγορίθμου. Ειδικότερα, ο ε-

ναλλακτικός αυτός αλγόριθμος προκύπτει αν αντικατασταθεί το μέτρο απόκλισης

μεταξύ των D και D∗ με ένα μέτρο απόκλισης μεταξύ ενός κατάλληλου στατιστι-
κού περιγραφικού μέτρου υπολογισμένο στα δύο σύνολα (βλέπε, μεταξύ άλλων,

Malmberg et al. (2004), Csilléry et al. (2010) και Nosofsky et al. (2011)). Ε-
πομένως, αντί να συγκρίνουμε την απόσταση των D και D∗ συγκρίνουμε την
απόσταση δύο συναρτήσεών τους, έστω s(D) και s(D∗), αντίστοιχα, και προ-
κύπτει η ακόλουθη παραλλαγή του αλγορίθμου των Pritchard et al. (1999):

Παραλλαγή του αλγορίθμου των Pritchard et al. (1999):

1. Υιοθετούμε μια εκ των προτέρων κατανομή για την παράμετρο θ.

2. Προσομοιώνουμε την τιμή θ∗ από την εκ των προτέρων κατανομή που κα-
θορίστηκε στο προηγούμενο βήμα.

3. Προσομοιώνουμε ένα δείγμα D∗ = (x∗i ), i = 1, ..., n, από το μοντέλο
f(·|θ∗).

4. Υπολογίζουμε ένα μέτρο της απόκλισης ή της εγγύτητας (ή μια μετρική)

μεταξύ των τιμών ενός περιγραφικού συνοπτικού στατιστικού, έστω s, υ-
πολογισμένο στο πραγματικό δείγμα D = (xi), i = 1, ..., n, και των τιμών
αυτού του περιγραφικού μέτρου υπολογισμένων στο προσομοιωμένο δείγμα
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D∗. Οι τιμές αυτές συμβολίζονται s(D) και s(D∗), αντίστοιχα, ενώ συμ-
βολίζουμε με d(s(D), s(D∗)) την απόκλισή τους. Αποδεχόμαστε την τιμή
θ∗ αν d(s(D), s(D∗)) ≤ ε, για κάποιο ε > 0, διαφορετικά επαναλαμβάνουμε
τα βήματα 2-4.

5. Τα προηγούμενα βήματα επαναλαμβάνονται μέχρις ότου προκύψει ένας προ-

καθορισμένος αριθμός, έστω M , μη απορριπτέων τιμών θ∗.

Μέχρι τώρα απλά παραθέσαμε τους βασικούς αλγορίθμους ABC χωρίς να υ-
πεισέρθουμε σε λεπτομέρειες και διευκρινήσεις σχετικές με την επιλογή των εκ

των προτέρων κατανομών, της παραμέτρου ε, του μέτρου απόκλισης και των πε-
ριγραφικών στατιστικών.

4.3 Διευκρινήσεις για την υλοποίηση του ABC
αλγορίθμου

Στην προηγούμενη ενότητα παρουσιάστηκαν οι βασικοί ABC αλγόριθμοι, χω-
ρίς να δοθεί επεξήγηση για το ρόλο των παραμέτρων που εμπλέκονται στην υλο-

ποίησή τους και τον τρόπο επιλογής τους. Τα παραπάνω αποτελούν αντικείμενο

μελέτης αυτής της ενότητας.

4.3.1 Η σταθερά ανεκτικότητας

Στην υποενότητα αυτή θα διευκρινιστεί ο ρόλος της σταθεράς ή επιπέδου α-

νεκτικότητας (tolerance threshold) ε (ε > 0) που εμφανίζεται στο βήμα 4 του
αλγορίθμου των Pritchard et al. (1999), και εκφράζει το επιθυμητό επίπεδο συμ-
φωνίας των προσομοιωμένων και των πραγματικών δεδομένων. Παρατηρούμε ότι

ο αλγόριθμος προσομοιώνει στην πραγματικότητα τυχαία δείγματα από την εκ

των υστέρων κατανομή πε (θ|x), που ικανοποιεί τη σχέση:

πε (θ|x) ∝ P (d (D,D∗) ≤ ε) π (θ) . (4.2)

Η πιο πάνω εκ των υστέρων κατανομή ουσιαστικά είναι η εκ των υστέρων κατα-

νομή του θ δοθέντος ότι d (D,D∗) ≤ ε. Προκύπτει, όπως θα δούμε αναλυτικά
στη συνέχεια, ότι για μικρές τιμές του ε η εκ των υστέρων κατανομή πε (θ|x)
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προσεγγίζει την εκ των υστέρων κατανομή π(θ|x). ΄Οντως:

πε (θ|x) =

∫
f (x∗|θ)π (θ) Id(x,x∗)≤ ε(x

∗) dx∗

π (x∗)

≈ f (x|θ)π (θ)

π (x)
=

f (x|θ)π (θ)∫
f (x|θ)π (θ) dθ

= π (θ|x) ,

όπου με Id(x,x∗)≤ ε(x∗) συμβολίζεται η δείκτρια συνάρτηση, η οποία ορίζεται ως:

Id(x,x∗)≤ ε(x
∗) =

{
1, αν x∗ τέτοιο ώστε d (x, x∗) ≤ ε

0, διαφορετικά.

Από τα παραπάνω γίνεται σαφές ότι τιμές του ε κοντά στο μηδέν εγγυώνται
ότι οι τιμές του θ∗ αποτελούν ένα δείγμα κοντά στην εκ των υστέρων κατανομή
του θ. Ωστόσο, πολύ μικρές τιμές του ε οδηγούν σε υψηλό ποσοστό απόρρι-
ψης ή ισοδύναμα σε πολύ μικρό λόγο αποδοχής (acceptance rate). Επομένως,
απαιτείται μεγαλύτερος αριθμός επαναλήψεων της διαδικασίας μέχρι να επιτευχθεί

ένα δείγμα μεγέθους M , με το M συνήθως να είναι ένας μεγάλος αριθμός. Ειδι-
κότερα, όταν το ε→ 0 η εκ των υστέρων πε(θ|x) συγκλίνει κατά κατανομή στην
π(θ|x), ενώ όταν το ε→∞ η εκ των υστέρων πε(θ|x) συγκλίνει κατά κατανομή
στην εκ των προτέρων κατανομή π(θ). Αυτό σημαίνει ότι πολύ μεγάλες τιμές
του επιπέδου ανεκτικότητας δεν προσφέρουν καμία επιπλέον πληροφορία. Η προ-

σαρμογή της παραμέτρου ανεκτικότητας ε πολύ κοντά στο μηδέν διασφαλίζει ένα
ακριβές αποτέλεσμα, αλλά συνήθως καθιστά τους υπολογισμούς υπερβολικά χρο-

νοβόρους. ΄Ετσι, τιμές του ε μεγαλύτερες από το μηδέν χρησιμοποιούνται στην
πράξη, γεγονός που εισάγει μια μεροληψία. Συμπερασματικά, είναι σαφές ότι, η ε-

πιλογή της σταθεράς ανεκτικότητας είναι κρίσιμη. Περισσότερα στοιχεία για τον

τρόπο επιλογής της σταθεράς ανεκτικότητας θα δοθούν όταν θα αναφερθούμε

στην επιλογή του μέτρου απόκλισης d.

4.3.2 Το μέτρο εγγύτητας

Στο τέταρτο βήμα του αλγορίθμου των Pritchard et al. (1999) απαιτείται ο υ-
πολογισμός ενός μέτρου της εγγύτητας ή απόκλισης μεταξύ του προσομοιωμένου

δείγματος D∗ και των πραγματικών δεδομένων D. Ο αντίκτυπος της επιλογής
του μέτρου εγγύτητας έχει μελετηθεί σε διάφορες πρακτικές εφαρμογές, ενώ έχει

παρατηρηθεί αρκετές φορές ότι ακόμη και απλές μετρικές δίνουν καλά αποτε-

λέσματα. Δύο από τα πιο συνηθισμένα μέτρα εγγύτητας που αξιοποιούνται είναι
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αυτά που προκύπτουν διαιρώντας τη σταθμισμένη ευκλείδεια απόσταση και τη

σταθμισμένη L1-απόσταση με το πλήθος των δεδομένων n και έτσι προκύπτουν
(στη μονοδιάστατη περίπτωση) τα ακόλουθα μέτρα:

d2 =
1

n

√√√√ n∑
i=1

(
xi − x∗i

s

)2

και d3 =
1

n

n∑
i=1

|xi − x∗i |
s

, αντίστοιχα,

όπου με s συμβολίζεται η τυπική απόκλιση του προσομοιωμένου δείγματος D∗ =
(x∗i ). Επισημαίνεται ότι αν επιλεγεί η κλασική ευκλείδεια νόρμα ως απόσταση
των προσομοιωμένων και των παρατηρούμενων δεδομένων, τότε η παραπάνω ε-

παναληπτική διαδικασία αποτελεί την πιο απλή και εύκολη εκδοχή του λεγόμενου

ABC αλγόριθμου αποδοχής απόρριψης (ABC accept-reject algorithm). Αυτό
πρακτικά σημαίνει, όπως αναλυτικά θα δούμε στη συνέχεια, ότι μπορεί να εμπλου-

τιστεί με επιπλέον βήματα ώστε να αυξηθεί η αποτελεσματικότητα της δειγματο-

ληψίας (βλέπε, για παράδειγμα, Marjoram et al. (2003) και Sisson et al. (2007)).
Για λόγους πληρότητας παρατίθενται (πάλι για τη μονοδιάστατη περίπτωση δεδο-

μένων) και κάποια άλλα γνωστά μέτρα εγγύτητας (βλέπε, μεταξύ άλλων, Turner
and Van Zandt (2012)):

d4 = |X −X∗| και d5 = |median(xi)−median(x∗i )|,

όπου median(x) είναι η διάμεσος των δεδομένων, και τέλος:

d6 = |[F−1(0.75, X)− F−1(0.25, X)]− [F−1(0.75, X∗)− F−1(0.25, X∗)]|.

Για συμμετρικές ή σχεδόν συμμετρικές κατανομές, είναι εφικτή η απόκτηση σω-

στών εκ των υστέρων με ένα μέτρο εγγύτητας που βασίζεται μόνο στις κεντρικές

τιμές των X και X∗ (βλέπε, για παράδειγμα, τα μέτρα εγγύτητας d4 και d5). Από

την άλλη μεριά, για μη συμμετρικές κατανομές, όπως η εκθετική, μόνο η κεντρική

τιμή δεν αρκεί για να παρέχει τις κρίσιμες πληροφορίες για τη λοξότητα ή τη με-

ταβλητότητα (βλέπε, για παράδειγμα, το μέτρο εγγύτητας d6), και μπορεί να μην

παράγει σωστές εκτιμήσεις της εκ των υστέρων κατανομής.

Ακολουθώντας τους Economou et al. (2021), ένα άλλο μέτρο για τη σύγκριση
της εγγύτητας του συνόλου του προσομοιωμένου δείγματος D∗ και των πραγμα-
τικών δεδομένων D, που μπορεί να χρησιμοποιηθεί ανεξάρτητα από τη διάσταση,
αποτελεί η απόλυτη τιμή της τυποποιημένης εκδοχής της ποσότητας:

T =

∫
(fD(x)− fD∗(x))2 dx,

όπου fD(x) και fD∗(x) είναι εκτιμητές τύπου πυρήνα των πυκνοτήτων (kernel
density estimates) με βάση το πραγματικό δείγμαD και το προσομοιωμένο δείγμα
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D∗, αντίστοιχα. Οι εκτιμητές τύπου πυρήνα των πυκνοτήτων προκύπτουν με ένα
μη παραμετρικό τρόπο εκτίμησης της συνάρτησης πυκνότητας πιθανότητας μιας

τυχαίας μεταβλητής (βλέπε, μεταξύ άλλων, Terrell and Scott (1992)).

Παρατήρηση 4.3.1. Ο καθορισμός της παραμέτρου ε μπορεί να γίνει λαμβάνο-
ντας υπόψη τόσο τη φύση του μοντέλου που μελετάται κάθε φορά καθώς και το

μέτρο της εγγύτητας, το οποίο υπολογίζεται στο τέταρτο βήμα του αλγορίθμου των

Pritchard et al. (1999). Ειδικότερα, αν χρησιμοποιηθεί η απόλυτη τιμή της τυ-
ποποιημένης εκδοχής της ποσότητας T τότε μια λογική τιμή για το ε θα μπορούσε
να είναι η τιμή 1.96. Η συγκεκριμένη τιμή δεν είναι τυχαία καθώς η στατιστική
συνάρτηση T ακολουθεί ασυμπτωτικά, υπό τη μηδενική υπόθεση ότι τα δείγματα
D και D∗ έχουν την ίδια πυκνότητα, κανονική κατανομή (για περισσότερες λε-
πτομέρειες παραπέμπουμε στους Duong et al. (2012)). Αυτό συνεπάγεται ότι η
επιλογή ε = 1.96 αντιστοιχεί σε ένα ασυμπτωτικό επίπεδο σημαντικότητας 0.05
για τον έλεγχο της μηδενικής υπόθεσης ότι και τα δύο δείγματα έχουν την ίδια

πυκνότητα. Αν τώρα χρησιμοποιηθεί μια άλλη συνάρτηση d, τότε μια προσέγγιση
για τον καθορισμό της παραμέτρου ε είναι να δημιουργηθούν M το πλήθος τιμές
θ∗ από την εκ των προτέρων κατανομή που έχει υιοθετηθεί και έπειτα, με βάση
την επιλογή της απόστασης di, να ταξινομηθούν τα ζεύγη {θi, di} , i = 1, 2, ..., l.
Στο πλαίσιο αυτό, προτείνεται το ε να ισούται με την k-οστή μικρότερη τιμή των
αποστάσεων που ταξινομήθηκαν προηγουμένως (βλέπε Biau et al. (2015)), όπου
k ένας φυσικός αριθμός. Αυτό έχει ουσιαστικά ως αποτέλεσμα να κρατάμε τις
τιμές θ1, ...., θkN .

Παρατήρηση 4.3.2. Εκτός από την ακρίβεια της προσέγγισης, η απόσταση d
και το ε επηρεάζουν επίσης τον απαιτούμενο χρόνο υπολογισμού για να προσομοιω-
θούν τα δείγματα. Ως εκ τούτου, σε ένα αρχικό επίπεδο, υπάρχει μια αντιστάθμιση

μεταξύ της στατιστικής και της υπολογιστικής αποτελεσματικότητας του ABC
αλγορίθμου (βλέπε Beaumont et al. (2002)). Μεγαλύτερες τιμές του ε οδηγούν
σε μεροληπτικές εκτιμήσεις πd,ε (θ | x), αλλά το κέρδος είναι ένας ταχύτερος αλ-
γόριθμος, που σημαίνει μειωμένο σφάλμα Monte Carlo, καθώς μπορεί κανείς να
παράγει περισσότερα δείγματα ανά μονάδα χρόνου. Επομένως, κατά τον καθορισμό

του ε, ο στόχος είναι να βρεθεί μια καλή ισορροπία μεταξύ της μεροληψίας και του
σφάλματος Monte Carlo.

Στην εργασία τους οι Pritchard et al. (1999) θεώρησαν ως μέτρο της εγ-
γύτητας d μεταξύ των περιγραφικών μέτρων την απόσταση του Chebyshev που
είναι της μορφής: max |Sj(x) − Sj(x∗)|, για j = 1, ..., s, το πλήθος περιγραφικά
στατιστικά μέτρα ή την κανονικοποιημένη μορφή της που δίνεται από τη σχέση

max
∣∣∣ Sj(x)

Sj(x∗)
− 1
∣∣∣ για j = 1, ..., s. Σχετικά με την επιλογή των περιγραφικών
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στατιστικών μέτρων διευκρινήσεις δίνονται στην υποενότητα που ακολουθεί.

4.3.3 Τα περιγραφικά στατιστικά μέτρα

Τα περιγραφικά στατιστικά μέτρα χρησιμοποιούνται για την αύξηση του πο-

σοστού αποδοχής του ABC για δεδομένα υψηλών διαστάσεων. Σε τέτοιες πε-
ριπτώσεις η απόδοση του ABC αλγορίθμου εξαρτάται από την επιλογή των πε-
ριγραφικών στατιστικών μέτρων (βλέπε για παράδειγμα Prangle (2015)). Τα
περιγραφικά στατιστικά μέτρα υπολογίζονται από τα δεδομένα και είναι τιμές που

αντιπροσωπεύουν το μέγιστο ποσό πληροφορίας που είναι διαθέσιμο από αυτά, με

την απλούστερη δυνατή μορφή. Γίνεται εύκολα αντιληπτό ότι τα επαρκή περιγρα-

φικά στατιστικά μέτρα χαμηλής διάστασης, καθώς παρέχουν όλες τις πληροφορίες

που υπάρχουν στα δεδομένα με την απλούστερη δυνατή μορφή, είναι η βέλτιστη

επιλογή για το σκοπό αυτό, καθώς μια επαρκή στατιστική συνάρτηση μας πα-

ρέχει τόση πληροφορία για την παράμετρο θ όση και τα ίδια τα δεδομένα μας.
Δηλαδή στην ιδανική περίπτωση το περιγραφικό στατιστικό μέτρο S(·), σύμφωνα
με τους Turner and Van Zandt (2012), πρέπει να είναι επαρκές (sufficient) για
την άγνωστη παράμετρο θ. Τότε η εκ των υστέρων κατανομή παίρνει τη μορφή
π(θ|X) = π(θ|S(X)). Για να προσδιοριστεί λοιπόν αν μια στατιστική συνάρτηση
S( ·) είναι επαρκής πρέπει σύμφωνα με το Παραγοντικό Θεώρημα (Factoriza-
tion Theorem) των Neyman-Fisher (βλέπε, για παράδειγμα, Casella and Berger
(2002)), η πιθανοφάνεια f(x|θ) να μπορεί να παραγοντοποιηθεί στη μορφή:

f(x|θ) = g(S(x)|θ)h(x).

Σε περιπτώσεις που δεν είναι διαθέσιμα επαρκή στατιστικά χρησιμοποιούνται

άλλα περιγραφικά στατιστικά μέτρα, τα οποία εισάγουν μια επιπλέον μεροληψία

λόγω της απώλειας πληροφοριών. ΄Ενα εύλογο ερώτημα είναι αν θα μπορούσε

κάποιος να αξιοποιήσει τα περιγραφικά στατιστικά συνδυάζοντάς τα με κατάλλη-

λα ορισμένες συναρτήσεις βάρους. Η απάντηση στο ερώτημα αυτό δίνεται στην

παρατήρηση που ακολουθεί.

Παρατήρηση 4.3.3. Για την κατάλληλη επιλογή των περιγραφικών στατιστι-

κών μέτρων θα μπορούσε να χρησιμοποιηθεί η στάθμιση διαφορετικών περιγραφι-

κών στατιστικών μέτρων (weighting summary statistics) ανάλογα με το μέγεθος
κάποιου μέτρου συσχέτισης με τις τιμές των άγνωστων παραμέτρων. Ακολου-

θώντας τους Beaumont (2010), αναφέρουμε επίσης ότι οι Hamilton et al. (2005)
χρησιμοποίησαν συναρτήσεις βάρους βάσει των περιθωριακών συντελεστών πα-

λινδρόμησης κάθε περιγραφικού στατιστικού με την παράμετρο ενδιαφέροντος και

μάλιστα απέδειξαν ότι αυτή η προσέγγιση απέδωσε βελτίωση σε σχέση με την
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τεχνική των Beaumont et al. (2002). Η βασική ιδέα σε αυτό το πλαίσιο είναι ότι
στις περιπτώσεις που ένα περιγραφικό στατιστικό έχει μικρή συσχέτιση με μια

τιμή της άγνωστης παραμέτρου, τότε θα πρέπει να ανεχτούμε μεγάλες αποκλίσεις

του περιγραφικού στατιστικού μέτρου από την κατανομή στόχο δίνοντάς του ένα

χαμηλότερο βάρος στον υπολογισμό της Ευκλείδειας απόστασης. Σε διαφορετι-

κές περιπτώσεις, υπάρχει ο κίνδυνος απόρριψης σημείων όπου τα πληροφοριακά

(informative) περιγραφικά στατιστικά βρίσκονται κοντά στην κατανομή στόχο.

Οι Sisson et al. (2007) απέδειξαν ότι η χρήση ενός μόνο διατεταγμένου στα-
τιστικού μεγάλης τάξης, όπως το μέγιστο ή το ελάχιστο, δεν οδηγεί σε καλές

εκτιμήσεις της εκ των υστέρων κατανομής. Στο πλαίσιο αυτό, επισημαίνεται ότι οι

εκτιμητές μέγιστης πιθανοφάνειας στις περιπτώσεις που προσδιορίζονται σε κλει-

στή, αναλυτική, μορφή αποτελούν επίσης τη βάση για μια καλή επιλογή του μέτρου

εγγύτητας. Ας σημειωθεί επίσης ότι δεν είναι απαραίτητο να περιοριζόμαστε στη

χρήση μόνο ενός περιγραφικού στατιστικού μέτρου. Στη βιβλιογραφία, πολλές

φορές, έχουν συνδυαστεί ορισμένα περιγραφικά στατιστικά μέτρα με στόχο την

αποτελεσματική σύνδεση των παραμέτρων του μοντέλου με τα πραγματικά δεδο-

μένα. Για περισσότερες πληροφορίες παραπέμπουμε στους Bazin et al. (2010) και
τις εκεί αναφορές.

Αν αντικατασταθεί το πλήρες σύνολο δεδομένων από τα περιγραφικά στατιστι-

κά μέτρα τότε με ανάλογο τρόπο θα αντικατασταθεί η σχέση π(θ|x) ∝ f(x|θ)π(θ)
από τη σχέση π(θ|s) ∝ f(s|θ)π(θ), όπου s = S(x) είναι το διάνυσμα των στατι-
στικών περιγραφικών μέτρων (βλέπε, για παράδειγμα, Sisson et al. (2018)). Ω-
στόσο, ο προσδιορισμός επαρκών στατιστικών συναρτήσεων χαμηλής διάστασης

είναι συνήθως ανέφικτος για τα στατιστικά μοντέλα στα οποία χρησιμοποιείται η

ABC, καθώς εμπεριέχεται στον προσδιορισμό τους η συνάρτηση πιθανοφάνειας.
Κατά συνέπεια κάποια ευρετική μέθοδος είναι συνήθως απαραίτητη για τον προσ-

διορισμό χρήσιμων περιγραφικών στατιστικών μέτρων χαμηλών διαστάσεων, ενώ

τις περισσότερες φορές στα πραγματικά προβλήματα τα περιγραφικά στατιστικά

μέτρα καθορίζονται από το υπό μελέτη πρόβλημα (βλέπε Marin et al. (2012)).
Προφανώς σε αυτήν την περίπτωση η πραγματοποίηση συμπερασμάτων βάσει των

περιγραφικών στατιστικών μέτρων αντί του πλήρους συνόλου δεδομένων ανα-

πόφευκτα συνεπάγεται την απόρριψη ενδεχομένως χρήσιμων πληροφοριών που

υπάρχουν στα δεδομένα, ενώ αν ένα περιγραφικό στατιστικό μέτρο δεν είναι ε-

παρκές για την παράμετρο ενδιαφέροντος, τότε η εκ των υστέρων κατανομή που

υπολογίζεται με αυτήν τη στατιστική συνάρτηση δε θα είναι ανάλογη με την εκ

των υστέρων κατανομή που υπολογίστηκε με το πλήρες σύνολο δεδομένων (βλέπε

Marjoram and Tavaré (2006)). Επιπρόσθετα, οι Nunes and Balding (2010) πα-
ρατηρούν ότι η καλύτερη επιλογή των περιγραφικών στατιστικών μέτρων ποικίλει
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στα σύνολα δεδομένων, ενώ η επιλογή περιγραφικών στατιστικών μέτρων που δεν

έπρεπε να επιλεγούν, συχνά οδηγεί σε πληθώρα μη αξιόπιστων συμπερασμάτων

λόγω απώλειας πληροφοριών (βλέπε, για παράδειγμα, Csilléry et al. (2010)).

Συνεπώς, επιθυμητή είναι μια ισορροπία του ποσού πληροφόρησης και της χα-

μηλής διάστασης. Στη βιβλιογραφία έχουν προταθεί διάφορες μέθοδοι με στόχο

την καλύτερη επιλογή περιγραφικών στατιστικών μέτρων (βλέπε, για παράδειγμα,

Sisson et al. (2018)). Κάποιες από αυτές είναι οι ακόλουθες:

1. ΄Ενα διαδοχικό σχήμα βασισμένο στην αρχή της κατά προσέγγισης επάρ-

κειας. Οι Joyce and Marjoram (2008) αναπτύσσουν ένα διαδοχικό σχήμα
(sequential scheme) των περιγραφικών στατιστικών με κριτήριο αν η έντα-
ξη ενός τυχαία επιλεγμένου στατιστικού, σε κάθε βήμα, στην ανάλυση θα

βελτιώσει ουσιαστικά την ποιότητα της στατιστικής συμπερασματολογίας.

Η μέθοδος που πρότειναν σαφώς δεν είναι βέλτιστη, διότι η σειρά με την

οποία προστίθενται τα στατιστικά στοιχεία θα έχει σημασία, αλλά μπορεί να

εφαρμοστεί σε σύνολα δεδομένων υψηλότερων διαστάσεων, για τα οποία οι

εξισώσεις πιθανοφάνειας δεν είναι διαθέσιμες σε κλειστή, αναλυτική μορφή.

2. Η επιλογή ενός υποσυνόλου των στατιστικών περιγραφικών μέτρων ελαχι-

στοποιώντας προκαθορισμένα κριτήρια όπως το Akaike κριτήριο πληροφο-
ρίας (βλέπε Blum et al. (2012)) ή η εντροπία μιας κατανομής (Nunes and
Balding (2010)).

3. Οι Wegmann et al. (2009) εφαρμόζουν μια τεχνική μερικής παλινδρόμη-
σης ελαχίστων τετραγώνων, η οποία βρίσκει γραμμικούς συνδυασμούς των

αρχικών στατιστικών περιγραφικών μέτρων, για τα οποία χρησιμοποιείται

οποιαδήποτε διαδικασία για τη μείωση της συσχέτισης, αλλά ταυτόχρονα

είναι και ισχυρά συσχετισμένα με τις παραμέτρους.

4. Τέλος, θεωρώντας ένα στατιστικό μοντέλο μεταξύ των παραμέτρων και

των μετασχηματισμένων στατιστικών των προσομοιωμένων δεδομένων, τα

στατιστικά περιγραφικά μέτρα επιλέγονται ελαχιστοποιώντας μια συνάρτηση

απώλειας (βλέπε, για παράδειγμα, Aeschbacher et al. (2012)).

4.3.4 Οι εκ των προτέρων κατανομές

Στο πρώτο βήμα του αλγορίθμου, όπως έχει ήδη αναφερθεί, θα πρέπει να ε-

πιλεγεί μια εκ των προτέρων κατανομή για κάθε συνιστώσα της παραμέτρου θ.
Οποιαδήποτε, λοιπόν, προηγούμενη γνώση πρέπει να εφαρμοσθεί σε αυτές τις

εκ των προτέρων κατανομές. Σε περιπτώσεις που δεν υπάρχουν προηγούμενες
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πληροφορίες, αρχικά συνιστώνται εκ των προτέρων κατανομές με μεγάλες τυπικές

αποκλίσεις. Μετά από έναν προκαθορισμένο αριθμό μη απορριπτέων τιμών (βλέπε

Βήμα 4 της μεθόδου), οι εκ των προτέρων κατανομές όλων των παραμέτρων μπο-

ρούν να επαναπροσδιοριστούν αξιοποιώντας τις πληροφορίες που αποκτήθηκαν α-

πό αυτά τα δείγματα για να αυξηθεί κατά αυτόν τον τρόπο το ποσοστό αποδοχής.

Με απώτερο σκοπό να διατηρηθεί η επιλογή των εκ των προτέρων κατανομών της

ABC μεθόδου όσο το δυνατόν απλούστερη, πολύ πρόσφατα, οι Economou et al.
(2021) πρότειναν κάποιες εκ των προτέρων κατανομές βάσει του πεδίου τιμών της
παραμέτρου. Ειδικότερα, πρότειναν τη χρήση της περικομμένης προς τα δεξιά στο

μηδέν κανονικής κατανομής ως εκ των προτέρων κατανομή για οποιαδήποτε θε-

τική παράμετρο, την κανονική κατανομή για οποιαδήποτε πραγματική παράμετρο

και τέλος την ομοιόμορφη κατανομή για οποιαδήποτε παράμετρο με τιμές σε ένα

πεπερασμένο διάστημα [a, b]. Αυτές οι εκ των προτέρων κατανομές είναι οι εκ
των προτέρων κατανομές μέγιστης εντροπίας (maximum entropy priors), δεδο-
μένης μόνο της συνέχειας και του στηρίγματος των παραμέτρων (βλέπε Schroeder
(2010)). Ωστόσο, τέτοιες εκ των προτέρων κατανομές μπορεί να μην είναι βέλτι-
στες, καθώς οποιαδήποτε άλλη εκ των προτέρων κατανομή που ενσωματώνει με

καλύτερο, πιο πληροφοριακό τρόπο, οποιαδήποτε προηγούμενη ειδική γνώση από

το πρόβλημα είναι φυσικά προτιμότερη. Σε εφαρμογές που χρησιμοποιούνται μη

βέλτιστες εκ των προτέρων κατανομές η μέθοδος μπορεί πάλι να επιφέρει λογικές

εκτιμήσεις παραμέτρων, παρότι η υιοθέτηση τέτοιων εκ των προτέρων κατανομών

μπορεί να οδηγήσει σε αυξημένο ποσοστό απόρριψης και συνεπώς σε μεγαλύτερο

αριθμό προσομοιώσεων (βλέπε Βήμα 4).

4.4 Παραδείγματα κατανόησης

Στην ενότητα αυτή μέσω απλών παραδειγμάτων, που έχουν παρατεθεί και πα-

ρουσιασθεί, μεταξύ άλλων, από τους Turner and Van Zandt (2012), Sunn̊aker
et al. (2013) και Hartig (2014), θα διευκρινιστούν και θα εφαρμοσθούν τα βασικά
βήματα της μεθόδου ABC.

Παράδειγμα 4.4.1 (Toy example). Να υλοποιηθεί η παραλλαγή του αλγορίθ-
μου ABC των Pritchard et al. (1999) για την κατανομήWeibull με παραμέτρους
a = 3 και b = 6, όταν το σύνολο των πραγματικών δεδομένων είναι μεγέθους 40.

Λύση. Η συνάρτηση πυκνότητας πιθανότητας της κατανομής Weibull δίνεται
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από τη σχέση:

f (x|a, b) =


b

a

(x
a

)b−1
e−(x/a)b , αν x ≥ 0

0, διαφορετικά.

όπου για το συγκεκριμένο παράδειγμα a = 3, b = 6. Καθώς δε μας δίνεται το
σύνολο δεδομένων, παράγουμε ένα τυχαίο δείγμα μεγέθους n = 40 από αυτήν την
κατανομή. Το σύνολο αυτό των δεδομένων αποτελεί το σύνολο των πραγματικών,

παρατηρούμενων δεδομένων και στο Σχήμα 4.1 δίνεται το ιστόγραμμα αυτών.

Σχήμα 4.1: Ιστογράμματα των 40 παρατηρούμενων τιμών από την κατανομή

Weibull(3, 6) και των παρατηρούμενων στατιστικών περιγραφικών μέτρων α-
ντίστοιχα

Σύμφωνα με τα βήματα της μεθόδου θα πρέπει αρχικά να ορίσουμε μια εκ των

προτέρων κατανομή για κάθε άγνωστη πληθυσμιακή παράμετρο. Στο πλαίσιο

αυτό, υποθέτουμε ότι a ∼ U(0.01, 7) και b ∼ U(0.01, 12). Στο δεύτερο βήμα
της μεθόδου παράγουμε ένα μεγάλο πλήθος διαφορετικών τιμών των παραμέτρων

(έστω ότι είναι 80.000) από τις προαναφερθείσες εκ των προτέρων κατανομές,

ενώ στο τρίτο βήμα προσομοιώνουμε ένα δείγμα D∗ = (x∗i ), i = 1, ..., 80.000,
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από το μοντέλο f(·|θi), με θi να είναι οι τιμές που προσομοιώθηκαν στο προη-
γούμενο βήμα. Επιλέγουμε τη μέση τιμή και την τυπική απόκλιση ως στατιστικά

περιγραφικά μέτρα, ενώ όσον αφορά την τιμή της παραμέτρου ε θα δοκιμάσουμε
τρεις τιμές, τις 1, 0.5 και 0.35. Ας επισημανθεί ότι καθώς το ε γίνεται όλο και πιο
μικρό ο αριθμός των παραμέτρων που γίνονται αποδεκτές μειώνεται. Στην πράξη,

η εξασφάλιση περισσότερων αποδεκτών δειγμάτων είναι συνήθως το πιο σημα-

ντικό ζήτημα. Τέλος, ως μέτρο της εγγύτητας των περιγραφικών στατιστικών

μέτρων μπορεί να επιλεγεί είτε η Ευκλείδεια απόσταση είτε η απόσταση Manhat-
tan, η οποία ορίζεται ως το άθροισμα των απόλυτων διαφορών των αντίστοιχων
συνιστωσών των δύο σημείων.

Τα παραπάνω, χρησιμοποιώντας την Ευκλείδεια απόσταση, υλοποιούνται στο

περιβάλλον της R χρησιμοποιώντας τις ακόλουθες εντολές (βλέπε, σχετικά πα-
ρόμοιο κώδικα, Hartig (2014)):

1 observedData = rweibull(40, 3, 6)

2 observedSummary = c(mean(observedData), sd(

observedData))

3 par(mfrow=c(2,1))

4 hist(observedData ,breaks=30,col="green",prob = TRUE)

5 curve(dweibull(x,3,6), add =TRUE , col = "red",lwd=4)

6 hist(observedSummary ,breaks=10,col="purple",prob =

TRUE)

7 model = function(par){

8 simulatedData = rweibull(40, par[1,1], par[1,2])

9 simulatedSummary = c(mean(simulatedData), sd(

simulatedData))

10 return(simulatedSummary)

11 }

12 n = 80000

13 fit = data.frame(shape = runif(n, 0.01, 7), scale =

runif(n, 0.01,12), summary1 = rep(NA, n), summary2

= rep(NA , n), distance = rep(NA, n))

14 for (i in 1:n){

15 prediction = model(fit[i,1:2])

16 deviation = sqrt(sum(( prediction - observedSummary

)^2))

17 fit[i,3:5] = c(prediction , deviation)

18 }

19 par(mfrow=c(1,2))
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20 plot(fit[fit[,5] < 1, 1:2], xlim = c(0.01,7), ylim =

c(0.01,12), col = "pink",

21 main = "Accepted parameters for different values

22 of epsilon using Euclidean Distance")

23 points(fit[fit[,5] < 0.5, 1:2], pch = 18, col = "

orange")

24 points(fit[fit[,5] < 0.35, 1:2], pch = 8, col = "

blue")

25 legend("topright", c("< 1", "< 0.5", "< 0.35"), pch =

c(1,18,8), col = c("pink", "orange", "blue"))

26 abline(v = 3)

27 abline(h = 6)

Παρατηρείστε ότι τα περισσότερα σημεία συγκεντρώνονται στην περιοχή των

πραγματικών τιμών των παραμέτρων, που απεικονίζονται από τις δύο γραμμές

κατά μήκος του γραφήματος. Αν τώρα θέλαμε να χρησιμοποιήσουμε την απόστα-

ση Manhattan θα έπρεπε να εκτελέσουμε τις ακόλουθες εντολές:

1 for (i in 1:n){

2 prediction = model(fit[i,1:2])

3 deviation = sum(abs(prediction - observedSummary))

4 fit[i,3:5] = c(prediction , deviation)

5 }

6 plot(fit[fit[,5] < 1, 1:2], xlim = c(0.01,7), ylim =

c(0.01,12), col = "purple",

7 main = "Accepted parameters for different values

8 of epsilon using Manhattan Distance")

9 points(fit[fit[,5] < 0.5, 1:2], pch = 18, col = "

green")

10 points(fit[fit[,5] < 0.35, 1:2], pch = 8, col = "red

")

11 legend("topright", c("< 1", "< 0.5", "< 0.35"), pch =

c(1,18,8), col = c("purple", "green", "red"))

12 abline(v = 3)

13 abline(h = 6)

Πριν προχωρήσουμε στο επόμενο παράδειγμα θα δώσουμε κάποιες σχετικές
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Σχήμα 4.2: Γραφική παράσταση των αποδεκτών τιμών για τις διάφορες τιμές

του ε, με την παραλλαγή του αλγορίθμου ABC των Pritchard et al. (1999),
χρησιμοποιώντας την Ευκλείδεια και την Manhattan απόσταση.

πληροφορίες. Η μέθοδος ABC μπορεί να εφαρμοστεί σε μια κατηγορία μοντέλων,
που συναντώνται σε διάφορα επιστημονικά πεδία (Θερμοδυναμική, Βιολογία) και

που έχουν τη δομή που θα περιγραφεί παρακάτω (βλέπε Sunn̊aker et al. (2013)).
Το μοντέλο είναι στην πραγματικότητα ένα σύστημα δύο καταστάσεων (bistable),
έστω Α και Β και μπορεί να χαρακτηριστεί από ένα κρυφό Μαρκοβιανό μοντέλο

(hidden Markov model, HMM) που οι πιθανότητες μετάβασης καθορίζονται ως
εξής. Η πιθανότητα μετάβασης από τη μία κατάσταση στην άλλη ισούται με θ και
στις δύο κατευθύνσεις, δηλαδή, για το χώρο καταστάσεων {A,B}, ισχύουν τα
ακόλουθα:

P (A→ B) = P (B → A) = θ και P (A→ A) = P (B → B) = 1− θ.

Επιπρόσθετα, η πιθανότητα σωστής μέτρησης μιας κατάστασης ισούται με γ και,
αντίθετα, η πιθανότητα λανθασμένης μέτρησης (εσφαλμένη ανάγνωση μιας κα-

τάστασης του συστήματος) είναι 1 − γ. Αυτό σημαίνει αν Ã και B̃ είναι οι
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μετρήσεις τότε ισχύει ότι:

P
(
A→ Ã

)
= P

(
B → B̃

)
= γ και P

(
A→ B̃

)
= P

(
B → Ã

)
= 1− γ.

Τα παραπάνω απεικονίζονται στο Σχήμα 4.3.

Σχήμα 4.3: Κρυφό Μαρκοβιανό δυναμικό μοντέλο δύο καταστάσεων. Πηγή

σχήματος: Sunn̊aker et al. (2013).

Λόγω των εξαρτήσεων που υπάρχουν μεταξύ των καταστάσεων σε διαφορετικά

χρονικά σημεία, ο υπολογισμός της συνάρτησης πιθανοφάνειας των δεδομένων,

που στην ουσία αποτελούν χρονοσειρές, είναι μια χρονοβόρα και απαιτητική διαδι-

κασία. Το γεγονός αυτό δίνει και το κίνητρο για να εφαρμοστεί η μέθοδος ABC,
αποτελώντας το δεύτερο παράδειγμα κατανόησης της μεθόδου.

Παράδειγμα 4.4.2. Για το κρυφό Μαρκοβιανό μοντέλο δύο καταστάσεων που

περιγράφηκε να εφαρμόσετε την παραλλαγή του αλγορίθμου ABC των Pritchard
et al. (1999) υπό την υπόθεση ότι τα πραγματικά δεδομένα είναι η σταθερή ακο-
λουθία καταστάσεων ΑΑΑΑΒΑΑΒΒΑΑΑΑΑΑΒΑΑΑΑ (αντιστοιχούν στην τιμή

θ = 0.25).

Λύση. Σύμφωνα με τα βήματα της μεθόδου θα πρέπει αρχικά να ορίσουμε μια

εκ των προτέρων κατανομή για κάθε άγνωστη πληθυσμιακή παράμετρο. Καθώς
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δεν έχουμε καμία πληροφορία για την άγνωστη παράμετρο θ θα πρέπει να χρη-
σιμοποιήσουμε μία μη πληροφοριακή εκ των προτέρων κατανομή. Για το λόγο

αυτό επιλέγεται η ομοιόμορφη στο διάστημα [0, 1]. Η επιλογή αυτή γίνεται και
για λόγους ευκολίας της προσομοίωσης των θ από την U [0, 1]. Στο δεύτερο βήμα
της μεθόδου παράγουμε ένα πλήθος διαφορετικών τιμών της παραμέτρου θ. Εδώ
καθώς πρόκειται για παράδειγμα κατανόησης επιλέγουμε την τιμή n = 5. Ας
σημειωθεί ότι το n θα πρέπει να είναι πολύ μεγάλο για να προκύψει μια καλή
προσέγγιση. Οι πέντε τιμές της παραμέτρου θ που παράγονται είναι: θ1 = 0.08,
θ2 = 0.68, θ3 = 0.87, θ4 = 0.43 και θ5 = 0.53, αντίστοιχα. Στο τρίτο βήμα και
για κάθε μία από τις τιμές θi, i = 1, ..., 5, που προέκυψαν στο προηγούμενο βήμα
παράγουμε μια ακολουθία (συνολικά πέντε το πλήθος) 20 καταστάσεων. Η τιμή

20 δεν επιλέγεται τυχαία αλλά τόσο είναι το πλήθος της ακολουθίας καταστάσε-

ων που παρατηρήθηκε. ΄Ετσι παράγονται τα ακόλουθα προσομοιωμένα σύνολα

δεδομένων:

AABAAAABAABAAABAAAAA, για θ1 = 0.08,

AABBABABAAABBABABBAB, για θ2 = 0.68,

BBBABBABBBBABABBBBBA, για θ3 = 0.87,

AABAAAAABBABBBBBBBBA, για θ4 = 0.43,

ABBBBBAABBABBABAABBB, για θ5 = 0.53

όπου για διευκόλυνση με κόκκινο χρώμα επισημαίνεται οποιαδήποτε εναλλαγή με-

ταξύ των δύο καταστάσεων και αυτό γίνεται καθώς οι Sunn̊aker et al. (2013)
επιλέγουν ως συνοπτικό περιγραφικό μέτρο τη στατιστική συνάρτηση ω(Y ) που
παριστάνει τη συχνότητα των εναλλαγών μεταξύ των δύο καταστάσεων στην

ακολουθία καταστάσεων Y . Με άλλα λόγια η στατιστική συνάρτηση ω(Y ) κα-
ταγράφει τον αριθμό των φορών που το σύστημα που μελετούμε θα μεταβεί από

την κατάσταση A στην B, και αντίστοιχα από την κατάσταση B στην A στην
ακολουθία καταστάσεων Y . Με βάση αυτόν τον ορισμό προκύπτει ότι στην πραγ-
ματική ακολουθία καταστάσεων S ισούται με ω(S) = 6, ενώ για κάθε μία από τις
προσομοιωμένες ακολουθίες καταστάσεων, έστω Si, i = 1, ..., n, είναι

ω(S1) = 8, ω(S2) = 13, ω(S3) = 9, ω(S4) = 6, ω(S5) = 9.

Αφού επιλέχθηκε και το συνοπτικό περιγραφικό στατιστικό μέτρο, στο επόμενο

βήμα πρέπει να επιλεγεί το μέτρο εγγύτητας των περιγραφικών μέτρων που θα

χρησιμοποιηθεί και η σταθερά ανεκτικότητας ε. Ως μέτρο της εγγύτητας επιλέγε-
ται η απόλυτη διαφορά, ενώ ως τιμή της σταθεράς ανεκτικότητας η τιμή ε = 2
(βλέπε Sunn̊aker et al. (2013)). Υπολογίζεται στη συνέχεια η απόλυτη διαφορά
των ω(Si)−ω(S) για i = 1, ..., 5 και γίνονται αποδεκτές οι τιμές της παραμέτρου
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θ που αντιστοιχούν σε προσομοιωμένα σύνολα δεδομένα με τιμή της απόλυτης
διαφοράς μικρότερη ή ίση του ε = 2. Οι τιμές των απόλυτων διαφορών είναι:

d (ωS,1, ωS) =| ωS,1 − ωS |=| 8− 6 | = 2 ≤ 2,

d (ωS,2, ωS) =| ωS,2 − ωS |=| 13− 6 | = 7 > 2,

d (ωS,3, ωS) =| ωS,3 − ωS |=| 9− 6 | = 3 > 2,

d (ωS,4, ωS) =| ωS,4 − ωS |=| 6− 6 | = 0 ≤ 2,

d (ωS,5, ωS) =| ωS,5 − ωS |=| 9− 6 | = 3 > 2.

Τα παραπάνω σημαίνουν ότι μόνο οι τιμές θ1 = 0.08 και θ4 = 0.43 (με μέση
τιμή 0.255) γίνονται δεκτές από τον αλγόριθμο αποδοχής-απόρριψης ABC, ενώ
οι υπόλοιπες απορρίπτονται. Παρατηρείστε ότι αν το επίπεδο ανεκτικότητας ήταν

ε = 0, τότε από τον αλγόριθμο αποδοχής-απόρριψης ABC θα γινόταν δεκτή μία
τιμή της παραμέτρου θ, ενώ αν ε = 3 θα γινόντουσαν δεκτές οι τέσσερις εκ των
πέντε τιμών.

Παράδειγμα 4.4.3. Να εφαρμόσετε την παραλλαγή του αλγορίθμου ABC των
Pritchard et al. (1999) για τη διωνυμική κατανομή B(n, p) με πιθανότητα ε-
πιτυχίας p = 0.7, όταν το σύνολο των πραγματικών δεδομένων είναι μεγέθους
n = 25, 100 και 1.000, αντίστοιχα.

Λύση. Η συνάρτηση πιθανότητας της διωνυμικής κατανομής δίνεται από τη σχέση:

pX(x) = p(x|p) =

(
n

x

)
px(1− p)n−x, x = 0, 1, 2, ..., n,

όπου για το συγκεκριμένο παράδειγμα η πιθανότητα επιτυχίας ισούται με p = 0.7.
Εφόσον δε μας δίνεται το σύνολο δεδομένων, παράγουμε ένα τυχαίο δείγμα με-

γέθους n = 25 από αυτήν την κατανομή. Το σύνολο αυτό των δεδομένων απο-
τελεί το σύνολο των πραγματικών, παρατηρούμενων δεδομένων. Στη συνέχεια,

με ανάλογο τρόπο, θα παράγουμε ένα τυχαίο δείγμα μεγέθους n = 100 και ένα
τυχαίο δείγμα μεγέθους n = 1.000 κρατώντας σταθερή την πιθανότητα επιτυχίας
p = 0.7.

Σύμφωνα με τα βήματα της μεθόδου, θα πρέπει αρχικά να ορίσουμε μια εκ των

προτέρων κατανομή για κάθε άγνωστη πληθυσμιακή παράμετρο. Στην κλάση των

διωνυμικών μοντέλων, στη Μπεϋζιανή ανάλυση, η υπόθεση μιας Βήτα εκ των προ-

τέρων κατανομής, με παραμέτρους a, b > 0, αποτελεί μια καλή επιλογή. Το συ-
μπέρασμα αυτό αιτιολογείται άμεσα επειδή γνωρίζουμε ότι η άγνωστη παράμετρος

κυμαίνεται μεταξύ 0 και 1. ΄Επειτα, ο προσδιορισμός μιας μη πληροφοριακής εκ

των προτέρων κατανομής για την παράμετρο θ = p είναι, σε πολλές περιπτώσεις,
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απαραίτητος. Παρατηρείστε, επίσης, ότι για p ∼ Beta(1, 1) ≡ U(0, 1) (δηλαδή
θέτοντας a = 1 και b = 1), εύκολα προκύπτει ότι η κατανομή Beta(1, 1) αποτε-
λεί μια μη πληροφοριακή εκ των προτέρων κατανομή για την παράμετρο p. ΄Αρα
π(θ) = 1, θ ∈ (0, 1). Συνδυάζοντας τα παραπάνω και εφαρμόζοντας τη σχέση

π (θ|x) =
f (x|θ)π (θ)∫
f (x|θ)π (θ) dθ

, έπεται ότι η εκ των υστέρων κατανομή, δηλαδή η

π(θ|x), είναι η B(a+ x, n+ b− x), με a = 1 και b = 1.

Προχωρώντας, και παρακινούμενοι από τους Turner and Van Zandt (2012),
προσομοιώνουμε ένα δείγμα D∗ = (x∗i ), i = 1, ..., n = 25, από την κατανο-
μή Bernoulli. Στο σημείο αυτό πρέπει να καθορισθεί ένα μέτρο της εγγύτητας
ώστε να συγκριθούν οι πραγματικές τιμές με τις αντίστοιχες προσομοιωμένες που

παράγονται. Σε αυτό το παράδειγμα, η σύγκριση των συνόλων D και D∗ επιτυγ-

χάνεται αξιοποιώντας την απόσταση d =
1

n
|D − D∗| και θέτοντας το επίπεδο

ανεκτικότητας ε να ισούται με 0.

Επιπλέον, αξίζει να επισημανθεί ότι όσο αυξάνεται το μέγεθος δείγματος n
τόσο αυξάνεται το ποσό της πληροφορίας για την παράμετρο θ = p. Συνεπώς,
αυξάνεται η ακρίβεια του αλγορίθμου και η εκ των υστέρων κατανομή παρουσιάζει

σημείο μεγίστου. Το βασικό χαρακτηριστικό αυτού του παραδείγματος είναι η

απλότητά του. Αυτό σημαίνει ότι η προσομοίωση μεγάλου πλήθους τιμών (στη

συγκεκριμένη περίπτωσηN = 1.000) για την παράμετρο p είναι εφικτή και μάλιστα
με αμελητέο κόστος (βλέπε Turner and Van Zandt (2012)).

Για την υλοποίηση των παραπάνω χρησιμοποιήθηκαν οι εντολές που ήταν δια-

θέσιμες στον ιστότοπο https://github.com/elpidapatta/approximate-b

ayesian-computation, στα πλαίσια της μεταπτυχιακής διατριβής της Πάττα
(2020).

4.5 Τροποποιήσεις του αλγορίθμου ABC

Στην Ενότητα 4.2 παρουσιάστηκαν οι δύο βασικές μορφές του αλγορίθμου

ABC, ήτοι η αρχική μορφή του αλγορίθμου για τη διακριτή περίπτωση και για
πεπερασμένο σύνολο και η επέκτασή της στη συνεχή περίπτωση. Στη βιβλιο-

γραφία έχουν εμφανιστεί πλήθος άλλων τροποποιήσεων του αλγορίθμου, σε μια

προσπάθεια να μειωθεί ο υπολογιστικός χρόνος και να αυξηθεί η απόδοση του

αλγορίθμου. Σκοπός αυτής της ενότητας δεν είναι η εξαντλητική παρουσίαση

και παράθεση αυτών των τροποποιήσεων, αλλά η παρουσίαση των κυριότερων εξ

αυτών, με κύριο κριτήριο τη συχνότητα χρησιμοποίησή τους σε πρακτικές εφαρ-
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μογές.

4.5.1 MCMC-ABC αλγόριθμος

Μία σημαντική δυσκολία που προκύπτει κατά την υλοποίηση της τεχνικής που

προτάθηκε από τους Pritchard et al. (1999) είναι ότι η χρήση μη πληροφορια-
κών εκ των προτέρων κατανομών οδηγεί σε προτεινόμενες τιμές που ανήκουν σε

περιοχές χαμηλής εκ των υστέρων πιθανότητας. Το αποτέλεσμα αυτό αιτιολογεί-

ται από την παρατήρηση ότι τη στιγμή της προσομοίωσης τιμών από την εκ των

προτέρων δεν αξιοποιούνται τα δεδομένα. Το γεγονός αυτό σημαίνει ότι η προσο-

μοίωση τιμών θ∗ από την εκ των προτέρων κατανομή (βλέπε Βήμα 2 της μεθόδου)
δεν είναι αποδοτική. Τα παραπάνω αποτέλεσαν το βασικότερο κίνητρο των Mar-
joram et al. (2003) ώστε να εισάγουν μια εναλλακτική μορφή της παραλλαγής του
αλγορίθμου των Pritchard et al. (1999), η οποία θα έχει την ιδιότητα να ξεπερνά
τα ζητήματα που προαναφέρθηκαν. Ο στόχος επιτυγχάνεται αν ο προτεινόμενος

μηχανισμός εμφυτευθεί σε έναν MCMC δειγματολήπτη, οπότε ο προτεινόμενος
μηχανισμός γίνεται πιο προσαρμοστικός καθώς λαμβάνουμε πιο αποτελεσματικά

δείγματα από την εκ των υστέρων (Beaumont (2010)). Στη συνέχεια παρουσι-
άζεται αναλυτικά η επαναληπτική διαδικασία που χρησιμοποίησαν. Ο αλγόριθμος

που προκύπτει είναι γνωστός ως Αλγόριθμος MCMC-ABC.

Αλγόριθμος MCMC-ABC των Marjoram et al. (2003):

1. Υιοθετούμε τις αρχικές τιμές (θ∗0, x
∗
0) χρησιμοποιώντας την παραλλαγή του

Pritchard et al. (1999) αλγορίθμου.

2. Για i = 1, 2, ..., N :

3. Προσομοιώνουμε την τιμή θ∗ από την κατανομή πρότασης q(·|θ(i−1)).

4. Προσομοιώνουμε την τιμή x∗ από το μοντέλο f(·|θ∗).

5. Προσομοιώνουμε την τιμή u από την ομοιόμορφη κατανομή στο (0, 1).

6. Αν u ≤ f(θ∗)q(θ(i−1)|θ∗)
f(θ(i−1))q(θ∗|θ(i−1))

και d(s(x∗), s(x)) ≤ ε τότε θέσε (θ(i), x(i)) =

(θ∗, x∗), αλλιώς θέσε (θ(i), x(i)) = (θ(i−1), x(i−1)).

7. Τα προηγούμενα βήματα επαναλαμβάνονται μέχρις ότου προκύψει ένας προ-

καθορισμένος αριθμός, έστω M , μη απορριπτέων τιμών θ∗.
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Παρατήρηση 4.5.1. Η υιοθέτηση των αρχικών τιμών αξιοποιώντας την πα-

ραλλαγή του Pritchard et al. (1999) αλγορίθμου (βλέπε Βήμα 1 του παραπάνω
αλγορίθμου) αποτελεί ένα σημείο που μπορεί να παραλειφθεί, διότι η Μαρκοβιανή

αλυσίδα ξεχνάει την αρχική της κατάσταση (βλέπε Πάττα (2020)). Συνεπώς,
δεν υπάρχει υπολογιστικό κόστος που να οφείλεται στην αρχικοποίηση του αλ-

γορίθμου. Μια τέτοια διαδικασία έχει σημαντικό υπολογιστικό κόστος καθώς

έχει ως αποτέλεσμα ο αλγόριθμος MCMC-ABC των Marjoram et al. (2003) να
χρειάζεται περισσότερο χρόνο ώστε να επιτευχθεί η σύγκλιση της αλυσίδας.

4.5.2 Regression ABC

Η πιο διαδεδομένη τροποποίηση του αλγορίθμου ABC που στοχεύει στην αύ-
ξηση της υπολογιστικής αποδοτικότητας του αλγορίθμου είναι γνωστή ως Re-
gression ABC, η οποία ονομάζεται έτσι καθώς όπως θα δούμε εμπεριέχει την
προσαρμογή ενός μοντέλου παλινδρόμησης. Η τροποποίηση αυτή προτάθηκε από

τους Beaumont et al. (2002), οι οποίοι παρατήρησαν ότι η διαδικασία που είχε
προταθεί από τους Pritchard et al. (1999) μπορεί να θεωρηθεί ως μια μέθοδος
εκτίμησης της δεσμευμένης πυκνότητας. Ειδικότερα, οι Beaumont et al. (2002)
πρότειναν μια μέθοδο που βασίζεται στην τοπική γραμμική παλινδρόμηση (local
linear regression) και, επιπρόσθετα, επέδειξαν ότι σε αυτήν την κατηγορία με-
θόδων μπορεί να χρησιμοποιηθεί ένα πολύ μεγαλύτερο επίπεδο ανεκτικότητας ε
(εφόσον στην πορεία χρησιμοποιούνται διάφοροι μετασχηματισμοί), που σημαίνει

ότι θα προκύψει και ένα μεγαλύτερο ποσοστό αποδεκτών προσομοιωμένων ση-

μείων, σε έναν κλασικό αλγόριθμο απόρριψης. Στη συνέχεια θα παρουσιαστεί

εν συντομία ο αλγόριθμος που προκύπτει. Για περισσότερες πληροφορίες παρα-

πέμπουμε στους Beaumont et al. (2002), Marin et al. (2012), Gutmann (2016),
Blum (2018) και Frazier et al. (2020), ενώ για μια επισκόπηση των τεχνικών
παλινδρόμησης στον ABC ενδεικτικά παραπέμπουμε στον Blum (2018).

Αλγόριθμος Regression ABC των Beaumont et al. (2002):

1. Δοθείσης μιας παρατήρησης y, προσομοιώνουμε την τιμή θi από την εκ των
προτέρων κατανομή και προσομοιώνουμε μια παρατήρηση xi από το μοντέλο
f(·|θi), μέχρι να παραχθούν M το πλήθος σημεία.

2. Υπολογίζουμε τη δειγματική τυπική απόκλιση, έστω kj των Sj(x), όπου Sj
είναι το j-οστό περιγραφικό στατιστικό μέτρο, για j = 1, ..., s.
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3. Ορίζουμε το μέτρο της απόκλισης d(S(x), S(y)) να δίνεται από τη σχέση:

d(S(x), S(y)) =

√√√√ s∑
j=1

{(Sj(x)− Sj(y)) /kj}2

4. Επιλέγουμε τη σταθερά ανεκτικότητας ε έτσι ώστε το ποσοστό των απο-
δεκτών τιμών να είναι Pε = N/M .

5. Σταθμίζουμε τα προσομοιωμένα σημεία S(xi) χρησιμοποιώντας τη συνάρ-
τηση Kδ(d(S(xi), S(y))), όπου:

Kδ(t) =

{
δ−1(1− (t/δ)2), αν t ≤ δ
0, αν t > δ,

με δ να παριστά το εύρος ζώνης (bandwidth) της συνάρτησης πυρήνα.
Δηλαδή σταθμίζουμε τα προσομοιωμένα σημεία χρησιμοποιώντας τη συ-

νάρτηση Epanechnikov. Στο σημείο αυτό επισημαίνεται ότι η συνάρτηση
Epanechnikov δεν είναι η μοναδική επιλογή για τη μορφή του πυρήνα, δη-
λαδή θα μπορούσε να χρησιμοποιηθεί και ένας Gaussian πυρήνας.

6. Εφαρμόζουμε σταθμισμένη γραμμική παλινδρόμηση στα σημεία εκείνα που

έχουν μη μηδενικές σταθμίσεις (βάρη) για να προσδιορίσουμε έναν εκτιμητή

Ê(θ|S(x)).

7. Υπολογίζουμε θ∗i = θi − Ê(θ|S(xi)) + Ê(θ|S(y)).

8. Οι τιμές θ∗i είναι ένα τυχαίο δείγμα από μια προσέγγιση της εκ των υστέρων
κατανομής π(θ|y).

Παρατηρείστε ότι στο Βήμα 6 εφαρμόζουμε μια σταθμισμένη γραμμική παλιν-

δρόμηση (weighted linear regression) για τα θi με τα βάρη να προέρχονται από
έναν Epanechnikov πυρήνα (βλέπε Βήμα 5). Ας σημειωθεί επίσης ότι όταν λέμε
σταθμισμένη γραμμική παλινδρόμηση πρόκειται για μια προσαρμογή της κλασικής

γραμμικής παλινδρόμησης με τη διαφορά ότι οι εκτιμητές ελαχίστων τετραγώνων

προκύπτουν ελαχιστοποιώντας το άθροισμα του γινομένου των τετραγώνων των

σφαλμάτων με τα αντίστοιχα βάρη.

Παρατήρηση 4.5.2. Αξίζει να επισημανθεί ότι με βάση την παλινδρόμηση

που χρησιμοποιείται, η κλάση της Regression ABC μεθόδου χωρίζεται σε τρεις
βασικές κατηγορίες, οι οποίες είναι η τοπική γραμμική παλινδρόμηση (local li-
near regression), η μη γραμμική παλινδρόμηση (nonlinear regression) και η
αντίστροφη παλινδρόμηση (inverse regression). Για περισσότερες λεπτομέρειες
παραπέμπουμε στους Blum and François (2010) και Marin et al. (2012).
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4.5.3 ΄Αλλες τροποποιήσεις

΄Ενα βασικό μειονέκτημα όλων τωνMCMC αλγορίθμων είναι ότι μπορεί να μην
τερματίσουν ή να απαιτηθεί μεγάλος υπολογιστικός χρόνος. ΄Οπως επισημαίνεται

από τους Turner and Van Zandt (2012) το παραπάνω πρόβλημα είναι ιδιαίτερα
έντονο με τον MCMC-ABC καθώς δεν απαιτείται μόνο η πιθανότητα αποδοχής
αλλά να δημιουργηθούν και προσομοιωμένα δεδομένα που είναι αρκετά κοντά στα

παρατηρούμενα. Αυτό έχει ως συνέπεια το ποσοστό απόρριψης αυτού του αλγο-

ρίθμου να είναι εξαιρετικά υψηλό, απαιτώντας πολλές επαναλήψεις ακόμα και για

σχετικά απλά προβλήματα. Για την αντιμετώπιση του παραπάνω προβλήματος και

στοχεύοντας στη βελτίωση της αποτελεσματικότητας της κατανομής πρότασης,

έχουν προταθεί μέθοδοι που είναι εμπνευσμένες από τις ακολουθιακές Monte
Carlo μεθόδους (Sequential Monte Carlo, SMC, βλέπε Liu (2008)).

Η βασική διαφοροποίηση των ακολουθιακών Monte Carlo μεθόδων από την
κλασικήMCMC-ABC μέθοδο έγκειται στο γεγονός ότι αντί να προσομοιώνονται
υποψήφια θ∗ ένα κάθε φορά, χρησιμοποιούν, ταυτόχρονα, ένα μεγάλο σύνολο που
αποτελείται από τυχαία επιλεγμένες παραμετρικές τιμές που ονομάζονται parti-
cles. Στη συνέχεια θα αποδοθεί ο όρος μέλος για την έννοια particle. Τα μέλη
διαταράσσονται (perturbed) και φιλτράρονται (filtered) σε κάθε στάδιο του αλ-
γορίθμου. Κατά αυτόν τρόπο η συλλογή των τιμών έρχεται ολοένα και εγγύτερα

σε ένα δείγμα από την επιθυμητή εκ των υστέρων.

Ειδικότερα, όπως περιγράφουν Turner and Van Zandt (2012), οι μέθοδοι που
ανήκουν σε αυτήν την κατηγορία ξεκινούν δημιουργώντας μια συλλογή, ένα σύνο-

λο από N το πλήθος υποψήφιες τιμές για την παράμετρο θ. Συνηθέστερα η
συλλογή αυτή δημιουργείται προσομοιώνοντας τιμές από την εκ των προτέρων

κατανομή π(θ). ΄Επειτα, με διαδοχικές (ακολουθιακές) επαναλήψεις, μέλη επι-
λέγονται τυχαία από αυτή τη συλλογή και η πιθανότητα να επιλεγεί οποιοδήποτε

μέλος εξαρτάται από το βάρος που έχει δοθεί σε κάθε ένα από αυτά. Για την πρώτη

επανάληψη η πιθανότητα επιλογής οποιουδήποτε μέλους είναι 1/N , δηλαδή είναι
το ίδιο πιθανό οποιοδήποτε μέλος να επιλεγεί. Στη συνέχεια οι διάφορες μέθο-

δοι που ανήκουν σε αυτήν την κατηγορία μεθόδων διαφοροποιούνται ανάλογα με

τον τρόπο ανάθεσης βαρών στις επόμενες επαναλήψεις σε κάθε μέλος τιμών της

συλλογής.

Για τη διαδικασία της διαταραχής, σε κάθε στάδιο της μεθόδου, και του φιλτρα-

ρίσματος των μελών που αναφέρθηκε προηγουμένως είναι απαραίτητη η επιλογή

ενός πυρήνα μετάβασης (transition kernel). Σε αυτήν την κατηγορία μεθόδων
κάποιος θα μπορούσε να ισχυριστεί ότι ο πυρήνας μετάβασης παίζει τον ίδιο ρόλο

με την αντίστοιχη κατανομή πρότασης στις τεχνικέςMCMC, οι οποίες μελετήθη-
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καν στο Κεφάλαιο 3 της διατριβής, και φυσικά έχει και τον ίδιο σκοπό. Για τον

καθορισμό του πυρήνα μετάβασης απαιτείται η επιλογή της κατανομής μιας τυχαί-

ας μεταβλητής, έστω η. Πιο συγκεκριμένα, όπως αναφέρουν και οι Turner and
Van Zandt (2012), η τυχαία μεταβλητή η θα προστεθεί σε κάθε τυχαία επιλεγ-
μένη παραμετρική τιμή του συνόλου, δηλαδή σε κάθε μέλος, με την ιδιότητα να

μπορεί να μετακινεί το αντίστοιχο μέλος στον παραμετρικό χώρο.

Τα παραπάνω θα γίνουν πιο κατανοητά μέσω ενός απλού παραδείγματος. ΄Εστω

λοιπόν θ∗ το μέλος που προσομοιώνεται από τη συλλογή των υποψήφιων τιμών.
Υπό την υπόθεση ότι το θ∗ διαταράσσεται προσθέτοντας σε αυτό μια Gaussian
απόκλιση η με μέση τιμή 0 και διακύμανση σ2

, δηλαδή η ∼ N(0, σ2), έπεται ότι
η νέα υποψήφια τιμή για την παράμετρο θ θα είναι η θ∗∗ = θ∗ + η. Σε αυτήν την
περίπτωση ο πυρήνας μετάβασης περιγράφει την κατανομή της νέας προτεινόμενης

τιμής θ∗∗ δοθέντος του μέλους θ∗ που είναι μια κανονική κατανομή με μέση θ∗

και διακύμανση σ2
. Συμπερασματικά θ∗∗|θ∗ ∼ N(θ∗, σ2).

Οι αλγόριθμοι που εφαρμόζονται διαφοροποιούνται βάσει του πυρήνα μετάβασης

που αξιοποιείται κάθε φορά αλλά και του τρόπου υπολογισμού των βαρών για τον

έλεγχο της προσομοίωσης των μελών από το σύνολο, τη συλλογή των υποψήφιων

τιμών για την παράμετρο. Στο εδάφιο αυτό θα μελετηθούν οι τρεις βασικότερες

κατηγορίες της ακολουθιακής μεθόδου Sequential Monte Carlo (SMC) προσαρ-
μοσμένες για τον αλγόριθμο ABC, οι οποίες είναι ο Μερικός έλεγχος απόρριψης
(Partial rejection control), η Πληθυσμιακή Monte Carlo δειγματοληψία (Popu-
lation Monte Carlo sampling) και η Ακολουθιακή Monte Carlo δειγματοληψία
(Sequential Monte Carlo sampling).

Μερικός έλεγχος απόρριψης (Partial rejection control)

Οι Sisson et al. (2007), ανέπτυξαν τον λεγόμενο ABC Μερικό έλεγχο απόρ-
ριψης ABC Partial rejection control (ABC PRC) αλγόριθμο, ο οποίος αποτελεί
τον πρώτο ABC αλγόριθμο που εφαρμόζει το Φιλτράρισμα μελών.

Ο αλγόριθμος αυτός αρχικά απαιτεί την επιλογή ενός προς τα εμπρός και ενός

προς τα πίσω πυρήνα μετάβασης. Για λόγους απλότητας ο προς τα εμπρός πυρήνας

δηλώνεται ως συνάρτηση πυκνότητας qf (·|θ∗) και με παρόμοιο τρόπο ο προς τα
πίσω πυρήνας ως qb(·|θ∗∗). Στη συνέχεια, χρησιμοποιείται ο qf (·|θ∗) για τη δια-
ταραχή του μέλους θ∗ σε θ∗∗ και αυτό έχει ως αποτέλεσμα να προσομοιώνονται
τα δεδομένα, αξιοποιώντας το θ∗∗, και να συγκρίνονται με τα πραγματικά υπο-
λογίζοντας, όπως έχει ήδη περιγραφεί, το μέτρο εγγύτητας d(x, x∗). Επομένως,
αν για κάποιο ε0 έχουμε d(x, x∗) < ε0 τότε κρατάμε το θ

∗∗
μαζί με ένα βάρος

που θα καθορίσει την πιθανότητα να προσομοιωθεί σε επόμενες επαναλήψεις, ενώ

αν d(x, x∗) > ε0 τότε απορρίπτεται το θ
∗∗
και η διαδικασία επαναλαμβάνεται έως
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ότου λάβουμε ένα μέλος από τη συλλογή που γίνεται δεκτό. Το βάρος που δίνεται

στο νέο μέλος θ∗∗ συμβολίζεται με w και ορίζεται ως:

w =
π(θ∗∗) qb(θ

∗|θ∗∗)
π(θ∗) qf (θ∗∗|θ∗)

.

Αυτή η διαδικασία επαναλαμβάνεται έως ότου το σύνολο να αποτελείται από N
νέα μέλη, που το καθένα πληροί την ιδιότητα ότι d(x, x∗) < ε0. Αν σταματήσουμε
τώρα, αφού ξαναδημιουργήσουμε μία φορά το σύνολο, τότε ο αλγόριθμος ABC
PRC είναι ισοδύναμος με τον ABC αλγόριθμο αποδοχής-απόρριψης. Ωστόσο,
θα επαναλάβουμε τη διαδικασία αυτή αρκετές φορές. Σε κάθε επανάληψη προσο-

μοιώνονται μέλη με πιθανότητες που βασίζονται στα βάρη που έχουν καθοριστεί

στην προηγούμενη επανάληψη. Επιπλέον, τα βάρη αυτά επιτρέπουν την απόρριψη

μελών από το σύνολο σε περιοχές χαμηλής πιθανότητας και συνεπώς αυξάνουν

τον αριθμό των μελών σε περιοχές υψηλής πιθανότητας, με αποτέλεσμα τελικά

να έχουμε ένα δείγμα μελών που αντιπροσωπεύουν ένα δείγμα από την επιθυμητή

εκτίμηση της εκ των υστέρων κατανομής π(θ|d(x, x∗) < ε0).

Κλείνοντας, σημειώνεται ότι το παραπάνω σχήμα στάθμισης επιλύει πολλά από

τα προβλήματα του αλγορίθμου MCMC-ABC, συμπεριλαμβανομένου του προ-
βλήματος μιας αλυσίδας να ῾῾κολλήσει᾿᾿ σε μια περιοχή χαμηλής πιθανότητας. Από

την άλλη πλευρά, η αποτελεσματικότητα του δείγματος στηρίζεται σε μεγάλο

βαθμό στις επιλογές των δύο πυρήνων qb(θ
∗|θ∗∗) και qf (θ∗∗|θ∗) όπως και στην

επιλογή της εκ των προτέρων κατανομής π(θ). Για παράδειγμα, θεωρείστε μια
κατάσταση με μη πληροφορικές εκ των προτέρων κατανομές, δηλαδή η π(θ) πα-
ραμένει σταθερή, και με ίσους πυρήνες, qf = qb. Σε μία τέτοια περίπτωση, όπως
αναφέρουν και οι Turner and Van Zandt (2012), τα βάρη που δίνονται στα μέλη
ουσιαστικά δεν αλλάζουν ποτέ, και έτσι ο αλγόριθμος μετατρέπεται σε ABC
αποδοχής-απόρριψης. Επιπλέον, η ABC PRC παράγει μεροληπτικές εκτιμήσεις
της εκ των υστέρων κατανομής. Για περισσότερες λεπτομέρειες βλέπε Beaumont
et al. (2009) και τις εκεί αναφορές. Τελικά, σε αυτήν την περίπτωση, η κατανο-
μή που ορίζεται από το σύνολο των μελών και τα βάρη τους δε συγκλίνει στην

πραγματική εκ των υστέρων κατανομή. Η παρατήρηση αυτή ήταν το κίνητρο των

Beaumont et al. (2009) που τους ώθησε να εφαρμόσουν μια ΠληθυσμιακήMonte
Carlo δειγματοληψία, η οποία θα παρουσιαστεί ακολούθως, για να διορθώσουν
το ζήτημα με τις μεροληπτικές εκτιμήσεις.

Πληθυσμιακή Monte Carlo δειγματοληψία (Population Monte
Carlo sampling, PMC)

Η τεχνική δειγματοληψίας ABC PMC διαφοροποιείται από την ABC PRC, η
οποία αναπτύχθηκε προηγουμένως, κυρίως ως προς τον πυρήνα μετάβασης αλ-

λά και τον υπολογισμό των βαρών. Ενώ λοιπόν ο αλγόριθμος ABC PRC έχει
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ως απαραίτητη προϋπόθεση τον καθορισμό του προς τα εμπρός και του προς τα

πίσω πυρήνα μετάβασης, ο αλγόριθμος ABC PMC χρησιμοποιεί έναν μόνο προ-
σαρμοστικό πυρήνα μετάβασης q(·|θ∗). Σ΄ αυτήν την κατηγορία μεθόδων, δίνεται
ιδιαίτερη προσοχή στο γεγονός ότι ο προσαρμοστικός πυρήνας εξαρτάται από τη

διακύμανση των αποδεκτών μελών στην προηγούμενη επανάληψη. Πιο συγκεκρι-

μένα, δοσμένου του βάρους wi,t−1 για το μέλος θi,t−1 στην επανάληψη t− 1, το
νέο βάρος wi,t για το μέλος θi,t στην επανάληψη t υπολογίζεται ως:

wi,t =
π(θi,t)

N∑
j=1

wj,t−1 q(θj,t−1|θi,t σt−1)

,

όπου q(·|θi,t, σt−1) είναι ένας Gaussian πυρήνας με μέση τιμή θi,t και τυπική α-
πόκλιση σt−1. Ακολουθώντας τους Turner and Van Zandt (2012), η διακύμανση
δίνεται ως:

σ2
t = 2

1

N

N∑
i=1

θi,t −
N∑
j=1

θj,t/N


2

= 2V ar(θ1:N,t).

Στο σημείο αυτό τονίζεται ότι μία σημαντική δυσκολία με πολλά σχήματα δειγ-

ματοληψίας αποτελεί η ταχύτητα με την οποία μπορούν να ληφθούν εκ των υ-

στέρων εκτιμήσεις. Επιπλέον, η ταχύτητα αυτή καθορίζεται από το ποσοστό

αποδοχής των μελών του συνόλου, της συλλογής, ή από την πιθανότητα αποδο-

χής μιας κατανομής πρότασης. Σημειώστε ότι πολύ χαμηλά ποσοστά αποδοχής,

τα οποία προκύπτουν από μια κακή επιλογή της κατανομής πρότασης ή αντίστοι-

χα από μια κακή επιλογή για τους πυρήνες μετάβασης, έχουν ως αποτέλεσμα να

σπαταληθεί μια πολύ μεγάλη ποσότητα υπολογισμού κατά τον προσδιορισμό των

κατανομών πρότασης που δεν έχουν καμία πιθανότητα να επιλεγούν. Συμπερα-

σματικά, η αξία των μεθόδων στάθμισης ABC PMC είναι ότι βελτιστοποιεί την
πιθανότητα αποδοχής.

Τέλος, θα παρουσιαστεί η τρίτη μέθοδος της κλάσης των Ακουλουθιακών

Monte Carlo αλγορίθμων, η αποκαλούμενη Ακολουθιακή Monte Carlo δειγμα-
τοληψία (Sequential Monte Carlo sampling), η οποία είναι εξίσου σημαντική με
τις προηγούμενες.

Ακολουθιακή Monte Carlo δειγματοληψία (Sequential Monte
Carlo sampling, SMC)

Οι Sisson et al. (2007) πρότειναν μια μέθοδο για την επαναληπτική βελτίωση
της προσέγγισης ABC. Η προσέγγισή τους αποτελούνταν από δύο κύρια χα-
ρακτηριστικά: τη σταθμισμένη δειγματοληψία από το σύνολο των σημείων που
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έχουν ήδη παραχθεί και τη διαδοχική μείωση του επιπέδου ανεκτικότητας ε. Στον
αρχικό τους αλγόριθμο έχει σημειωθεί μια μεροληψία, αλλά διορθώθηκε μετέπει-

τα από τους Beaumont et al. (2009) και Toni et al. (2009). Οι Toni et al.
(2009), παρακινούμενοι από τους Del Moral et al. (2006) που εφάρμοσαν έναν
Ακολουθιακό αλγόριθμο δειγματοληψίας σπουδαιότητας (Sequential importance
sampling algorithm), ανέπτυξαν την τεχνική ABC SMC. Αναλυτικότερα, οι συ-
ναρτήσεις βάρους στην ABC SMC είναι πολύ παρόμοιες με τα αντίστοιχα βάρη
στη μέθοδο ABC PMC που επεξηγήθηκε παραπάνω. Η διαφορά μεταξύ των
βαρών στηρίζεται στην παρατήρηση ότι ο πυρήνας q(·|θ∗) εδώ είναι μη προσαρ-
μοστικός (nonadaptive) και επίσης δεν απαιτείται να είναι Gaussian. Επομένως,
λαμβάνοντας υπόψη όσα προαναφέρθηκαν, τα βάρη που αντιστοιχούν στο i-οστό
μέλος στην επανάληψη t του αλγορίθμου ABC SMC ορίζονται ως:

wi,t =
π(θi,t)

N∑
j=1

wj,t−1 q(θj,t−1|θi,t)

΄Οπως επισημαίνουν και οι Turner and Van Zandt (2012), ο αλγόριθμος ABC
SMC είναι ιδιαίτερα χρήσιμος στις περιπτώσεις που ο πυρήνας μετάβασης στη
μέθοδο ABC PMC δεν μπορεί να είναι Gaussian. Κάτι τέτοιο μπορεί να συμβεί
για συγκεκριμένα μοντέλα στα οποία η παράμετρος θ δε λαμβάνει αρνητικές τιμές,
όπως, για παράδειγμα, η παράμετρος p (πιθανότητα επιτυχίας) στη διωνυμική
κατανομή.
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ΚΕΦΑΛΑΙΟ5
Επιλογή μοντέλου

Στο προηγούμενο κεφάλαιο παρουσιάστηκαν οι κυριότερες Προσεγγιστικές

Μπεϋζιανές Υπολογιστικές μέθοδοι στο πλαίσιο της Μπεϋζιανής εκτιμητικής.

Ειδικότερα, υποθέτοντας μια εκ των προτέρων κατανομή για την παράμετρο θ και
ένα πιθανοθεωρητικό μοντέλο f(x|θ) για τη μοντελοποίηση των διαθέσιμων δε-
δομένων δοθέντος της παραμέτρου θ, ο στόχος ήταν η εξαγωγή συμπερασμάτων
για την παράμετρο θ μέσω της προσέγγισης της εκ των υστέρων κατανομής θ|x.
Σε πρακτικές εφαρμογές υπάρχουν συνήθως αρκετά διαφορετικά πιθανοθεωρητι-

κά, στοχαστικά μοντέλα που μπορεί να είναι κατάλληλα για την περιγραφή του

πληθυσμού από τον οποίο προέρχεται το δείγμα των παρατηρήσεων. Αυτό έχει ως

συνέπεια το πρόβλημα της σωστής επιλογής του μοντέλου ανάμεσα σε μια λίστα

από πιθανά για ένα συγκεκριμένο σύνολο δεδομένων να είναι ένα σημαντικό ζήτη-

μα. Για το λόγο αυτό έχει αναπτυχθεί στη στατιστική βιβλιογραφία μια πληθώρα

στατιστικών μεθόδων με τα συγγράμματα των Linhart and Zucchini (1986),
Burnham and Anderson (2002) και Claeskens and Hjort (2008) να αποτελούν
μονογραφίες αναφοράς. Αντικείμενο μελέτης αυτού του κεφαλαίου αποτελεί η

επιλογή μοντέλου χρησιμοποιώντας Προσεγγιστικές Μπεϋζιανές Υπολογιστικές

(ABC) μεθόδους. Καθώς οι ABC μέθοδοι αποτελούν μια Μπεϋζιανή διαδικα-
σία, αρχικά παρουσιάζονται εν συντομία οι βασικές Μπεϋζιανές μέθοδοι επιλογής

μοντέλου και έπεται η παρουσίαση αυτών με τη χρήση της ABC μεθόδου.

5.1 Μπεϋζιανές μέθοδοι

Ας θεωρήσουμε αρχικά ότι η συλλογή των πιθανών μοντέλων αποτελείται από

δύο στοιχεία, δηλαδή υποθέτουμε ότι έχουμε μόνο δύο πιθανά, υποψήφια μοντέλα,

έστω M0 και M1. Επιπλέον θεωρούμε ότι π(M0) και π(M1) είναι οι εκ των προ-
τέρων πιθανότητες κάθε μοντέλου. Επιπρόσθετα, αν x = (x1, ..., xn) είναι τα
διαθέσιμα δεδομένα αυτά έχουν, δοθέντος του μοντέλου Mi και της παραμέτρου
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αυτού θi, από κοινού κατανομή f(x|θi,Mi), για i = 0, 1, όπου θi, i = 0, 1, είναι
οι παράμετροι υπό τα δύο διαφορετικά μοντέλα διάστασης pi, i = 0, 1. Στο παρα-
πάνω πλαίσιο, αν M είναι το αληθινό άγνωστο μοντέλο θέλουμε ουσιαστικά να

ελέγξουμε τη μηδενική υπόθεση H0 : M = M0, δηλαδή την υπόθεση X ∼M0 με

πιθανοφάνεια f(x|θ0,M0) και εκ των προτέρων π(θ0), έναντι της εναλλακτικής
H1 : M = M1, δηλαδή της υπόθεσης X ∼ M1 με πιθανοφάνεια f(x|θ1,M1) και
εκ των προτέρων π(θ1). Σε όσα ακολουθούν για λόγους συντομίας και αν δεν
κρίνεται απαραίτητο θα γράφουμε f(x|Mi) αντί για f(x|θi,Mi). Υπό τη Μπε-
ϋζιανή προσέγγιση είναι γνωστό ότι η εξαγωγή συμπερασμάτων βασίζεται στην

εκ των υστέρων κατανομή. Ειδικότερα, προκύπτει ότι αν π(M1|x) > π(M0|x) ή
ισοδύναμα αν:

π(M1|x)

π(M0|x)
> 1

τότε έχουμε λόγους να απορρίψουμε το μοντέλο M0. ΄Ομως:

π(M1|x) =
f(x|M1)π(M1)

f(x|M1)π(M1) + f(x|M0)π(M0)

και

π(M0|x) =
f(x|M0)π(M0)

f(x|M1)π(M1) + f(x|M0)π(M0)
.

Εύκολα προκύπτει ότι:

PO10 =
π(M1|x)

π(M0|x)
=
π(M1)

π(M0)

f(x|M1)

f(x|M0)
. (5.1)

Το παραπάνω πηλίκο είναι γνωστό ως εκ των υστέρων λόγος μοντέλων (poste-
rior models odds) και ουσιαστικά μας οδηγεί στο κριτήριο να απορρίπτουμε τη
μηδενική υπόθεση αν το πηλίκο αυτό είναι μεγαλύτερο από 1, ενώ διαφορετικά να

την αποδεχόμαστε.

Παρατηρούμε ότι στο δεξί μέλος της σχέσης (5.1) σχηματίζεται το γινόμενο

δύο πηλίκων. Το πρώτο πηλίκο
π(M1)

π(M0)
είναι το πηλίκο των εκ των προτέρων

κατανομών των δύο μοντέλων, ενώ το δεύτερο πηλίκο
f(x|M1)

f(x|M0)
είναι το πηλίκο

των περιθωρίων πιθανοφανειών των δύο μοντέλων, με την ποσότητα f(x|Mi),
i = 0, 1, να εκφράζει την πιθανότητα ή την πυκνότητα πιθανότητας σε περίπτωση
που έχουμε συνεχή δεδομένα να παρατηρήσουμε τα πραγματικά δεδομένα πριν τη

συλλογή τους υπό την υιοθέτηση ότι το μοντέλο Mi είναι το αληθινό μοντέλο.
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Το πηλίκο
f(x|M1)

f(x|M0)
είναι γνωστό ως παράγοντας Bayes και ορίζεται:

BF10 =
f(x|M1)

f(x|M0)
, (5.2)

με την πρώτη αναφορά σε αυτό να γίνεται από τον Jeffreys (1939). Το πηλίκο
της σχέσης (5.2) στην ουσία μας παρέχει ένα κριτήριο για τη σύγκριση μοντέλων

(βλέπε, μεταξύ άλλων, Berger (1985), Robert (2001) και Marin and Robert
(2010)). Ειδικότερα, σύμφωνα με τους Kass and Raftery (1995), έχουμε την
ακόλουθη ερμηνεία των τιμών του παράγοντα Bayes.

Πίνακας 5.1: Ερμηνεία των τιμών του παράγοντα Bayes

2 log(BF10) BF10 ΄Ενδειξη κατά της H0

0-2 1-3 Πολύ αδύναμη

2-6 3-20 Θετική

6-10 20-150 Ισχυρή

> 10 > 150 Πολύ ισχυρή

Τα παραπάνω είναι πλήρως αιτιολογημένα καθώς όταν η ποσότητα BF10 παίρ-

νει μεγάλες τιμές, τότε και το πηλίκο
f(M1 | x)

f(M2 | x)
παίρνει τιμές μεγαλύτερες της

μονάδας και επομένως υπάρχει πολύ ισχυρή ένδειξη για απόρριψη της μηδενικής

υπόθεσης.

Από όσα προηγήθηκαν γίνεται αντιληπτό ότι όταν η σύγκριση των δύο μο-

ντέλων κατά τη Μπεϋζιανή προσέγγιση βασίζεται στην εκ των υστέρων πιθα-

νότητά τους (επιλέγοντας ως καλύτερο εκείνο με τη μεγαλύτερη εκ των υστέρων

πιθανότητα) απαιτείται ο καθορισμός των εκ των προτέρων κατανομών των δύο

μοντέλων (π(M1) και π(M0)) και ο υπολογισμός των περιθωρίων πιθανοφανειών
των δύο μοντέλων. Από την άλλη μεριά όταν η σύγκριση των δύο μοντέλων γίνε-

ται ερμηνεύοντας τις τιμές του παράγοντα Bayes απαιτείται μόνο ο υπολογισμός
των περιθωρίων πιθανοφανειών των δύο μοντέλων. Παρατηρείστε ότι όταν έχουμε

ίσες εκ των προτέρων π(M0) = π(M1), δηλαδή όταν δεν έχουμε κάποια υπόνοια
ότι ένα από τα δύο μοντέλα είναι προτιμότερο, τα δύο κριτήρια ταυτίζονται. ΄Οσον

αφορά τον καθορισμό των εκ των προτέρων κατανομών των δύο μοντέλων, είναι

φυσικό ότι θα πρέπει να αντιπροσωπεύουν τις πεποιθήσεις μας για ποιο μοντέλο

πρέπει να χρησιμοποιηθεί προτού μελετηθούν τα δεδομένα μας και με αυτήν την

έννοια μπορεί να οδηγήσει σε καθαρά υποκειμενική ανάλυση.

Από την άλλη μεριά αν επιλεγούν ίσες εκ των προτέρων κατανομές ή βασι-

στούμε μόνο στον παράγοντα Bayes, τότε έχουμε να αντιμετωπίσουμε μόνο το
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πρόβλημα του υπολογισμού των περιθωρίων πιθανοφανειών των δύο μοντέλων

f(x|Mi), i = 0, 1, μέσω της σχέσης:

f(x|Mi) =

∫
f(x|θi,Mi)π(θi|Mi) dθi, (5.3)

όπου θi είναι το διάνυσμα των άγνωστων παραμέτρων υπό το Mi μοντέλο, ενώ

f(x|θi,Mi) είναι η πιθανοφάνεια του μοντέλου και π(θi|Mi) η εκ των προτέρων
κατανομή των άγνωστων παραμέτρων δεδομένου του μοντέλου. Το παραπάνω

ολοκλήρωμα μπορεί να υπολογιστεί αναλυτικά όταν χρησιμοποιούνται συζυγείς

εκ των προτέρων κατανομές και ταυτόχρονα η πιθανοφάνεια f(x|θi,Mi) δεν εί-
ναι δύσχρηστη, ενώ σε μια πληθώρα περιπτώσεων ο υπολογισμός της καθίσταται

δύσκολος ή και ανέφικτος. Κατά συνέπεια, για τον υπολογισμό αυτόν, δημιουργεί-

ται η ανάγκη να αναπτυχθούν διάφορες μεθοδολογίες, όπως είναι για παράδειγμα

η δειγματοληψία σπουδαιότητας, οι Laplace προσεγγίσεις και οι MCMC μέθοδοι
που επιτυγχάνουν, προσομοιώνοντας τιμές, την κατασκευή μιας Μαρκοβιανής

αλυσίδας που συγκλίνει στην εκ των υστέρων κατανομή. Στην παρούσα διατριβή

δε θα αναλυθούν αυτές οι μεθοδολογίες και παραπέμπουμε, μεταξύ άλλων, στους

Kass and Raftery (1995) και Dellaportas et al. (2002) και τις εκεί αναφορές,
καθώς στην επόμενη ενότητα αντικείμενο μελέτης είναι ο τρόπος που μπορεί να

χρησιμοποιηθεί ο αλγόριθμος ABC για τον υπολογισμό των εκ των υστέρων
πιθανοτήτων των υποψήφιων μοντέλων.

Πριν κλείσουμε αυτήν την ενότητα θα ήταν παράλειψη να μη σημειώσουμε ότι

έχουν αναπτυχθεί στη βιβλιογραφία μεθοδολογίες για την προσέγγιση του πα-

ράγοντα Bayes κρατώντας την ίδια εκ των προτέρων κατανομή, έτσι ώστε το κρι-
τήριο που χρησιμοποιείται να μην επηρεάζεται σε κανένα από τα μοντέλα. Τέτοιες

μεθοδολογίες αποτελούν για παράδειγμα τα κριτήρια BIC (Bayesian Information
Criterion ή Swartz Criterion) και DIC (Deviance Information Criterion).

Το κριτήριο BIC έχει εισαχθεί στη βιβλιογραφία από τον Schwarz (1978),
βασίζεται εν μέρει στη συνάρτηση πιθανοφάνειας, ενώ συνδέεται άμεσα με το

πολύ γνωστό Akaike Information Criterion (AIC). Ειδικότερα, για το i−οστό
μοντέλο δίνεται από τη σχέση:

BICi = pi ln(n)− 2 ln
(
f(x|θ̂i,Mi)

)
,

με θ̂i να είναι η εκτιμήτρια μέγιστης πιθανοφάνειας υπό το μοντέλο Mi και pi η
διάσταση της παραμέτρου θi.

Προκύπτει ότι αν ο λογάριθμος της συνάρτησης πιθανοφάνειας είναι δύο φορές

παραγωγίσιμη συνάρτηση του θ τότε (βλέπε Konishi and Kitagawa (2008)):

f(Mi|x) ∝ f(x|Mi)π(Mi) ' exp(−BICi/2)π(Mi).
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Επομένως, το κριτήριο BIC μπορεί να χρησιμοποιηθεί ως μια εναλλακτική προ-
σέγγιση καθώς BICi − BICj τείνει στο −2ln(BFij) και προτείνει ως καλύτερο
το μοντέλο εκείνο με την ελάχιστη τιμή στο κριτήριο αυτό.

Παρατήρηση 5.1.1. Το κριτήριο BIC είναι ανεξάρτητο της επιλογής της εκ
των προτέρων κατανομής, μπορεί να ποσοτικοποιήσει την απόδοση του μοντέλου

σε όρους πρόβλεψης των δεδομένων, ενώ περιέχει έναν όρο που εκφράζει την πο-

λυπλοκότητα του υπό θεώρηση μοντέλου. Ο όρος αυτός συχνά αναφέρεται ως

όρος ποινής (penalty term) και είναι εκείνος που διαφοροποιεί διάφορα κριτήρια
επιλογής μοντέλου. Ειδικότερα, το Akaike Information Criterion (AIC) προ-
κύπτει με όρο ποινής ίσο με 2 pi ενώ στο BIC είναι pi ln(n), με n το μέγεθος
του δείγματος.

Μια γενίκευση του Akaike Information Criterion (AIC), που είναι ιδιαίτερα
χρήσιμη στο πλαίσιο της Μπεϋζιανής επιλογής μοντέλου, είναι το γνωστό ως

Deviance Information Criterion (DIC). Το κριτήριο αυτό παρουσιάστηκε από
τους Spiegelhalter et al. (2002) και ορίζεται από τη σχέση (βλέπε, επιπλέον, και
Celeux et al. (2006)):

DICi = −4 · Eθi [logf(x|θi)|x] + 2 · logf(x|θ̃i) (5.4)

όπου θ̃i είναι ένας εκτιμητής του θi που εξαρτάται από τα δεδομένα x. Συνήθως
θ̃i είναι η εκ των υστέρων μέση τιμή του θi, ενώ η εκ των υστέρων κορυφή
ή η διάμεσος μπορούν επίσης να αποτελέσουν εναλλακτικές επιλογές. Ο όρος

Eθi [logf(x|θi)|x] μπορεί για παράδειγμα να εκτιμηθεί ως ο μέσος όρος των τιμών
του λογαρίθμου της πιθανοφάνειας. Το μοντέλο με τη μικρότερη τιμή είναι εκείνο

που θα πρέπει να προτιμηθεί.

Παρατήρηση 5.1.2. Σε όσα προηγήθηκαν είχαμε υποθέσει ότι έχουμε να συ-

γκρίνουμε δύο μοντέλα M0 και M1. Ωστόσο, πολλές φορές τα υποψήφια μοντέλα

μπορεί να είναι περισσότερα και η προηγούμενη σύγκριση θα πρέπει να επεκταθεί

και σε περιπτώσεις όπου το πλήθος των υποψήφιων μοντέλων είναι K > 2. Συ-
γκεκριμένα υποθέτουμε ότι έχουμε ως υποψήφια τα μοντέλα M0, M1,...,MK−1.

΄Οσα έχουν ειπωθεί για τα κριτήρια BIC και DIC συνεχίζουν να ισχύουν χωρίς
καμία τροποποίηση. ΄Οσον αφορά τον παράγοντα Bayes για να είναι εφικτή η
χρησιμοποίησή του ακολουθείται η διαδικασία που θα περιγραφεί στη συνέχεια.

Ορίζουμε ένα μοντέλο, έστω το M0, ως βάση για τη σύγκριση και υπολογίζουμε

ξεχωριστά τους παράγοντες Bayes: BFj0 =
f(x|Mj)

f(x|M0)
. Η ερμηνεία στη συνέχεια

διεξάγεται με παρόμοιο τρόπο με αυτόν που αναφέρθηκε έχοντας ως αναφορά τον

Πίνακα 5.1 (βλέπε Kass and Raftery (1995)).
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5.2 ABC μέθοδοι

Στο προηγούμενο κεφάλαιο είδαμε πως οι τεχνικές ABC μπορούν να χρησι-
μοποιηθούν στη Μπεϋζιανή στατιστική συμπερασματολογία και ειδικότερα στο

πλαίσιο της εκτιμητικής (σε σημείο ή σε διάστημα). Εκτός όμως από την ε-

κτιμητική οι μέθοδοι ABC μπορεί να χρησιμοποιηθούν και για τον υπολογισμό
των εκ των υστέρων κατανομών των διαφορετικών υποψήφιων μοντέλων (βλέπε,

για παράδειγμα, Wilkinson (2007), Grelaud et al. (2009), Toni and Stumpf
(2010) και Didelot et al. (2011)). Για να επιτευχθεί αυτό εκτός από τις πα-
ραμέτρους που σχετίζονται με κάθε μοντέλο εισάγεται μία επιπλέον παράμετρος

που ουσιαστικά αποτελεί το δείκτη του μοντέλου. Η παράμετρος αυτή συμβο-

λίζεται με m και υποθέτοντας ότι υπάρχουν K το πλήθος υποψήφια μοντέλα
είναι m ∈ {1, 2, ...,K}. Καθώς βρισκόμαστε στο πλαίσιο της Μπεϋζιανής προ-
σέγγισης ο δείκτης αυτός συνδέεται με τη δική του εκ των προτέρων κατανο-

μή π(M = m), m = 1, ...,K, η οποία εκφράζει την πιθανότητα επιλογής του
m-οστού μοντέλου, για m = 1, ...,K. Για το μοντέλο που επιλέγεται γίνεται
προσομοίωση τιμών για τις άγνωστες παραμέτρους και η διαδικασία συνεχίζεται

όπως στους αλγορίθμους που παρουσιάστηκαν στο προηγούμενο κεφάλαιο αυ-

τής της διατριβής. Ειδικότερα, έχουμε τους ακόλουθους δύο αλγορίθμους ABC,
που διαφοροποιούνται ουσιαστικά μόνο στο Βήμα 6, όπου καθορίζεται ο τρόπος

αποδοχής ή απόρριψης μιας τιμής. Ο πρώτος εξ αυτών χρησιμοποιεί όλα τα δεδο-

μένα (άρα δεν υπάρχει κάποια απώλεια πληροφορίας), ενώ ο δεύτερος εξ αυτών

χρησιμοποιεί κάποιο μέτρο εγγύτητας μεταξύ συνοπτικών περιγραφικών μέτρων

θέσης.

Αλγόριθμος ABC επιλογής μοντέλου στη βάση όλων των δε-
δομένων.

1. Υιοθετούμε μια εκ των προτέρων κατανομή, έστω πi(θi), για κάθε παράμε-
τρο θi, i = 1, ...,K, με θi την παράμετρο του i−οστού μοντέλου.

2. Υιοθετούμε μια εκ των προτέρων κατανομή, έστω π(M = m), m = 1, ...,K,
που εκφράζει την επιλογή κάθε υποψήφιου μοντέλου από το σύνολο των K
υποψήφιων.

3. Προσομοιώνουμε την τιμή l από την εκ των προτέρων που καθορίστηκε στο
Βήμα 2.

4. Προσομοιώνουμε την τιμή θ∗ από την εκ των προτέρων κατανομή πl(θl),
όπου l η τιμή που προσομοιώθηκε στο Βήμα 3.
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5. Προσομοιώνουμε ένα δείγμα D∗ = (x∗i ), i = 1, ..., n, από το μοντέλο
f(·|θ∗,Ml), όπου θ

∗
είναι η τιμή της παραμέτρου του l-οστού μοντέλου που

προσομοιώθηκε στο Βήμα 4 και f(·|θ∗,Ml) η πιθανοφάνεια του l-οστού
μοντέλου υπολογισμένη για αυτήν την τιμή.

6. Αποδεχόμαστε την τιμή θ∗ αν d(D,D∗) ≤ ε, για κάποιο ε > 0, διαφορετικά
επαναλαμβάνουμε τα βήματα 3-6.

7. Τα προηγούμενα βήματα επαναλαμβάνονται μέχρις ότου προκύψει ένας προ-

καθορισμένος αριθμός, έστω N , μη απορριπτέων τιμών θ∗, ενώ ταυτόχρονα
αποθηκεύονται και οι δείκτες l για τις μη απορριπτέες τιμές θ∗.

Αλγόριθμος ABC επιλογής μοντέλου στη βάση συνοπτικών

περιγραφικών μέτρων.

1. Υιοθετούμε μια εκ των προτέρων κατανομή, έστω πi(θi), για κάθε παράμε-
τρο θi, i = 1, ...,K, με θi την παράμετρο του i−οστού μοντέλου.

2. Υιοθετούμε μια εκ των προτέρων κατανομή, έστω π(M = m), m = 1, ...,K,
που εκφράζει την επιλογή κάθε υποψήφιου μοντέλου από το σύνολο των K
υποψήφιων.

3. Προσομοιώνουμε την τιμή l από την εκ των προτέρων που καθορίστηκε στο
Βήμα 2.

4. Προσομοιώνουμε την τιμή θ∗ από την εκ των προτέρων κατανομή πl(θl),
όπου l η τιμή που προσομοιώθηκε στο Βήμα 3.

5. Προσομοιώνουμε ένα δείγμα D∗ = (x∗i ), i = 1, ..., n από το μοντέλο
f(·|θ∗,Ml), όπου θ

∗
είναι η τιμή της παραμέτρου του l-οστού μοντέλου που

προσομοιώθηκε στο Βήμα 4 και f(·|θ∗,Ml) η πιθανοφάνεια του l-οστού
μοντέλου υπολογισμένη για αυτήν την τιμή.

6. Υπολογίζουμε ένα μέτρο της απόκλισης ή της εγγύτητας (ή μια μετρική)

μεταξύ των τιμών ενός περιγραφικού συνοπτικού στατιστικού, έστω s, υ-
πολογισμένο στο πραγματικό δείγμα D = (xi), i = 1, ..., n, και των τιμών
αυτού του περιγραφικού μέτρου υπολογισμένων στο προσομοιωμένο δείγμα

D∗. Συμβολίζουμε με d(s(D), s(D∗)) αυτήν την απόκλιση. Αποδεχόμα-
στε την τιμή θ∗ αν d(s(D), s(D∗)) ≤ ε, για κάποιο ε > 0, διαφορετικά
επαναλαμβάνουμε τα βήματα 3-6.
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7. Τα προηγούμενα βήματα επαναλαμβάνονται μέχρις ότου προκύψει ένας προ-

καθορισμένος αριθμός, έστω N , μη απορριπτέων τιμών θ∗, ενώ ταυτόχρονα
αποθηκεύονται και οι δείκτες l για τις μη απορριπτέες τιμές θ∗.

Η κοινή ιδέα των δύο παραπάνω αλγορίθμων είναι ότι αρχικά στο Βήμα 3 λαμ-

βάνεται ένα μοντέλο (χρησιμοποιώντας την εκ των προτέρων κατανομή που προσ-

διορίστηκε στο Βήμα 2). Στη συνέχεια στο Βήμα 4, δοθέντος του μοντέλου που

προσομοιώθηκε, οι παράμετροι αυτού του μοντέλου προσομοιώνονται από την εκ

των προτέρων κατανομή που έχει προσδιοριστεί για αυτό το μοντέλο (Βήμα 1 του

αλγορίθμου). Τέλος, μια προσομοίωση εκτελείται όπως στο βασικό μοντέλο ABC
στο Βήμα 5 και το δείγμα που προκύπτει απορρίπτεται ή όχι με βάση το κριτήριο

στο Βήμα 6. Η παραπάνω διαδικασία έχει ως αποτέλεσμα να προκύψουν εν τέλει

N το πλήθος μη απορριπτέες τιμές και οι σχετικές συχνότητες αποδοχής για τα
διαφορετικά μοντέλα προσεγγίζουν τώρα την εκ των υστέρων κατανομή για αυ-

τά τα μοντέλα. Προφανώς, υπολογιστικές βελτιώσεις του παραπάνω αλγορίθμου

αντίστοιχες με αυτές που παρουσιάστηκαν στο προηγούμενο κεφάλαιο έχουν προ-

ταθεί στη βιβλιογραφία (βλέπε, ενδεικτικά, τις εργασίες των Toni et al. (2009),
Toni and Stumpf (2010), Lee et al. (2015), Sun et al. (2015), Abdessalem et al.
(2018) και Everitt and Rowińska (2021)).

Στο σημείο αυτό εφαρμόζεται η διαδικασία του αλγορίθμου ABC επιλογής μο-
ντέλου που αναπτύχθηκε σε αυτήν την παράγραφο, με σκοπό τη διευκρίνηση των

πιο βασικών παραπάνω αποτελεσμάτων, σε ένα απλό παράδειγμα (βλέπε Turner
and Van Zandt (2012)).

Παράδειγμα 5.2.1. Να συγκριθούν, χρησιμοποιώντας τον αλγόριθμο ABC
επιλογής μοντέλου στη βάση όλων των δεδομένων, τα διωνυμικά μοντέλαM0 και

M1, που ορίζονται ως:

M0 : xi ∼ B(p0), με p0 = θ0 = 0.6

και

M1 : xi ∼ B(p1), με p1 = θ1 ∼ Beta(1, 1) και i = 1, 2, ..., n,

όπου x = (x1, x2, ..., xn) είναι τα διαθέσιμα δεδομένα.

Λύση. Αρχικά, προσομοιώνουμε ένα δείγμα D = (xi), i = 1, ..., n, με n = 100,
από την κατανομή Bernoulli με πιθανότητα επιτυχίας p = 0.7. Η συλλογή αυτών
των τιμών αποτελεί και το πραγματικό μας δείγμα. Για να γίνει πιο κατανοητή

η διαδικασία, θα υλοποιηθούν ένα-ένα τα βήματα της μεθόδου όπως παρουσι-

άστηκαν παραπάνω. Αυτό σημαίνει ότι πρώτα πρέπει να υιοθετηθεί μια εκ των

προτέρων κατανομή για κάθε άγνωστη παράμετρο των μοντέλων M0 και M1.
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Στην κλάση των διωνυμικών μοντέλων, στο Μπεϋζιανό πλαίσιο, η υπόθεση μιας

Βήτα εκ των προτέρων κατανομής, με παραμέτρους a, b > 0, αποτελεί συνήθως
μια καλή επιλογή. Το γεγονός αυτό αιτιολογείται άμεσα διότι κατά αυτόν τον

τρόπο η άγνωστη παράμετρος κυμαίνεται μεταξύ 0 και 1. ΄Οπως έχει ήδη αναφερ-

θεί, ο προσδιορισμός μιας μη πληροφοριακής εκ των προτέρων κατανομής για την

παράμετρο p είναι σε πολλές περιπτώσεις απαραίτητος. Παρατηρείστε, επίσης, ότι
p1 ∼ Beta(1, 1) ≡ U(0, 1), που σημαίνει ότι π(p1|M1) = 1, p1 ∈ (0, 1). Δηλαδή,
θέτοντας a = 1 και b = 1, εύκολα προκύπτει ότι η Beta(1, 1) αποτελεί μια μη
πληροφοριακή εκ των προτέρων κατανομή για την παράμετρο p1.

Στη συνέχεια, ακολουθώντας το Βήμα 2 του αλγορίθμου, θεωρούμε ότι π(M0)
και π(M1) είναι οι εκ των προτέρων πιθανότητες επιλογής κάθε μοντέλου. Υπό
την προϋπόθεση πως δεν υπάρχει κάποια υπόνοια ότι ένα από τα δύο μοντέλα είναι

προτιμότερο τότε έχουμε ίσες εκ των προτέρων πιθανότητες, π(M0) = π(M1) =
1/2. Στο παραπάνω εδάφιο, αν υποθέσουμε ότι M είναι το αληθινό άγνωστο

μοντέλο επιθυμούμε ουσιαστικά να ελέγξουμε τη μηδενική υπόθεση H0 : M =
M0 (δηλαδή την X ∼ M0, με πιθανοφάνεια f(x|p0,M0) και εκ των προτέρων
κατανομή π(p0)) έναντι της εναλλακτικής υπόθεσης H1 : M = M1 (X ∼M1, με

πιθανοφάνεια f(x|p1,M1) και εκ των προτέρων κατανομή π(p1), αντίστοιχα).

Προχωρώντας στα επόμενα τρία βήματα της διαδικασίας, και παρακινούμενοι

από τους Turner and Van Zandt (2012), προσομοιώνουμε ένα δείγμα D∗ =
(x∗i ), i = 1, ..., 100, από την κατανομή Bernoulli. Στο σημείο αυτό πρέπει να
καθορισθεί ένα μέτρο της εγγύτητας ώστε να συγκριθούν οι πραγματικές τιμές με

τις αντίστοιχες προσομοιωμένες που παράγονται χρησιμοποιώντας είτε το μοντέλο

M0 είτε το μοντέλο M1 (βλέπε Βήμα 6 της μεθόδου). Σε αυτό το παράδειγμα,

η σύγκριση των συνόλων D και D∗ επιτυγχάνεται αξιοποιώντας την απόσταση

d =
1

n
|D −D∗| και θέτοντας το επίπεδο ανεκτικότητας ε να ισούται με 0.

Σε αυτό το σημείο, ας σημειωθεί ότι αφού εκτελέσουμε τον αλγόριθμο προσο-

μοιώνονται 2.000 τιμές για την παράμετρο p και παράλληλα γίνεται και η επιλογή
του μοντέλου σε κάθε περίπτωση. ΄Οπως αναφέρουν οι Turner and Van Zandt
(2012), αξίζει να παρατηρήσουμε ότι καθώς αυξάνεται το n, αυξάνεται και το ποσό
της πληροφορίας για την παράμετρο p με αποτέλεσμα να αυξάνεται και η ακρίβεια
του αλγορίθμου. Σύμφωνα με τη διαδικασία που αναπτύχθηκε προηγουμένως, και

για να γίνει αντιληπτή η παραπάνω παρατήρηση, ο αλγόριθμος υλοποιείται ξανά

από την αρχή αλλά αυτήν τη φορά θέτοντας n = 1.000.

Συγκεντρωτικά, στην πρώτη φορά που εκτελείται ο αλγόριθμος (δηλαδή για

n = 100 τιμές) το πλήθος των φορών που γίνεται αποδεκτό το μοντέλο M0 ι-

σούται με 1.765 (από τις 2.000 συνολικά), ενώ όσον αφορά το μοντέλο M1 το
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αποδεχόμαστε 235 (από τις 2.000, αντίστοιχα) το πλήθος φορές. Τονίζουμε ότι

ο αλγόριθμος αποδέχεται περισσότερες τιμές του μοντέλου M0. Απ΄ όσα προ-

αναφέρθηκαν στην ενότητα αυτή, για την επιλογή του κατάλληλου μοντέλου,

καταλήγουμε ότι η εκτίμηση της εκ των υστέρων κατανομής των δύο υποψήφιων

μοντέλων βασίζεται στη σχετική συχνότητα αποδοχής για τα δύο μοντέλα. Αυτό

σημαίνει ότι αρκεί να εξετάσουμε τις τιμές που παίρνει η προσέγγιση του παράγο-

ντα Bayes, η οποία υπολογίζεται από τη σχέση:

f(M1|x)

f(M0|x)
=

235/2.000

1765/2.000
≈ 0, 133.

Παρατηρείστε ότι καθώς το παραπάνω πηλίκο είναι μικρότερο της μονάδας, τότε

και ο παράγοντας Bayes θα λαμβάνει τιμές μικρότερες της μονάδας. Επομένως,
το συμπέρασμά μας είναι ότι δεν έχουμε ισχυρές ενδείξεις για να απορρίψουμε τη

μηδενική υπόθεση ή ισοδύναμα δεν έχουμε ισχυρές ενδείξεις για να απορρίψουμε

το μοντέλο M0 και να θεωρήσουμε κατάλληλο το M1.

Στη δεύτερη φορά εκτέλεσης του αλγορίθμου, για n = 1.000, τα αποτελέσματα
διαφοροποιούνται σε πολύ μεγάλο βαθμό εφόσον καταλήγουμε πως το μοντέλο

M1 γίνεται αποδεκτό και στις 2.000 προσομοιωμένες τιμές και από την άλλη

μεριά το μοντέλο M0 δε γίνεται αποδεκτό καμία φορά. Ουσιαστικά κάθε τιμή της

άγνωστης παραμέτρου p προέρχεται από το μοντέλο M1. Με παρόμοιο τρόπο

όπως εξηγήθηκε προηγουμένως, και με βάση τη σχετική συχνότητα αποδοχής

για τα δύο μοντέλα, υπολογίζεται η προσέγγιση του παράγοντα Bayes. Καθώς το
αντίστοιχο πηλίκο είναι πολύ μεγαλύτερο της μονάδας (τείνει στο άπειρο), τότε

και ο παράγοντας Bayes θα λαμβάνει τιμές πολύ μεγαλύτερες της μονάδας. ΄Αρα,
στη δεύτερη εκτέλεση του αλγορίθμου, το συμπέρασμά μας είναι ότι έχουμε πολύ

ισχυρές ενδείξεις για να απορρίψουμε τη μηδενική υπόθεση ή ισοδύναμα έχουμε

πολύ ισχυρές ενδείξεις για να απορρίψουμε το μοντέλο M0 και να θεωρήσουμε

πιο κατάλληλο το M1.

Κλείνοντας, θα ήταν παράλειψη να μην επισημανθεί ότι στο συγκεκριμένο πα-

ράδειγμα, στο πλαίσιο του διωνυμικού μοντέλου, ο αναλυτικός υπολογισμός του

παράγοντα Bayes είναι εφικτός. Υπενθυμίζεται ότι η κλειστή μορφή του εκ-
φράζεται από τη σχέση (5.2) και συνεπώς αρκεί να υπολογίζουμε τις ποσότητες

f(x|M0) και f(x|M1).

Αξιοποιώντας τη σχέση (5.3), η περιθώρια συνάρτηση πιθανοφάνειας του μο-

ντέλου M1, f(x|M1), δίνεται από τη σχέση:

f(x|M1) =

∫ 1

0
f(x|p1,M1)π(p1|M1) dp1, (5.5)
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όπου p1 είναι το διάνυσμα των άγνωστων παραμέτρων υπό το M1 μοντέλο,

f(x|p1,M1) =

(
n

x

)
px1 (1 − p1)n−x, x = 0, 1, . . . , n, εκφράζει την πιθανοφάνεια

του μοντέλου M1 και με π(p1|M1) συμβολίζεται η εκ των προτέρων κατανομή
των άγνωστων παραμέτρων δεδομένου του μοντέλου M1. Συνδυάζοντας τις πα-

ραπάνω παρατηρήσεις, η σχέση (5.5) ισοδύναμα μπορεί να γραφεί ως:

f(x|M1) =

(
n

x

)∫ 1

0
p

(x+1)−1
1 (1− p1)(n−x+1)−1 dp1

=

(
n

x

)
B(x+ 1, n− x+ 1).

Επιπλέον, καθώς f(x|M0) =

(
n

x

)
px0 (1− p0)n−x, είναι:

BF10 =
f(x|M1)

f(x|M0)
=

(
n

x

)
B(x+ 1, n− x+ 1)(
n

x

)
px0 (1− p0)n−x

.

Αυτό σημαίνει ότι αν μετά το πέρας του αλγορίθμου γνωρίζουμε το x =
n∑
i=1

xi

μπορεί να υπολογιστεί η πραγματική τιμή του παράγοντα Bayes.

Για την υλοποίηση του παραδείγματος χρησιμοποιήθηκε, με κατάλληλες τρο-

ποποιήσεις, ο αλγόριθμος που είναι διαθέσιμος στην ιστοσελίδα https://gith

ub.com/elpidapatta/approximate-bayesian-computation.

Στο σημείο αυτό θα πρέπει να επισημανθούν κάποια σημαντικά προβλήματα

που προκύπτουν χρησιμοποιώντας τον δεύτερο από τους παραπάνω αλγορίθμους,

καθώς εκτός από μερικές ειδικές περιπτώσεις, μπορεί να δώσει εξαιρετικά φτωχά

αποτελέσματα όσον αφορά την επιλογή μοντέλου. ΄Ενα σημαντικό ζήτημα είναι

ότι τα στατιστικά περιγραφικά μέτρα, τα οποία είναι καλά για την παραμετρική συ-

μπερασματολογία των μοντέλων, δεν είναι και απαραίτητα πληροφοριακά για την

επιλογή μεταξύ των μοντέλων. Ειδικότερα, έχει αποδειχθεί ότι ο συνδυασμός μη

επαρκών στατιστικών περιγραφικών μέτρων και του ABC μπορεί να είναι προβλη-
ματικός για την επιλογή μοντέλου (βλέπε Robert et al. (2011b)). Ουσιαστικά,
παρά το γεγονός ότι έχει προταθεί στη βιβλιογραφία η χρήση του ABC για την ε-
πιλογή κατάλληλου μοντέλου σε ένα ευρύτερο φάσμα εφαρμογών, οι Robert et al.
(2011a) απέδειξαν ότι η χρήση του ABC αλγορίθμου με συνοπτικά περιγραφικά
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μέτρα για την επιλογή μοντέλου είναι γεμάτη κινδύνους, με την έννοια ότι μπορεί

να μην προσεγγίζονται ορθά οι εκ των υστέρων κατανομές των μοντέλων.

Πράγματι, αν υποθέσουμε για τον παράγοντα Bayes που βασίζεται στα στατι-
στικά περιγραφικά μέτρα S(x) ότι συμβολίζεται με BF s1,2, τότε η σχέση μεταξύ
των BF1,2 και BF

s
1,2 έχει τη μορφή (Didelot et al. (2011)):

BF1,2 =
P (x |M1)

P (x |M2)
=
P (x | S(x),M1)P (S(x) |M1)

P (x | S(x),M2)P (S(x) |M2)
.

Επομένως:

BF1,2 = BF s1,2
P (x | S(x),M1)

P (x | S(x),M2)
, (5.6)

όπου ο παράγοντας Bayes που συμπεριλαμβάνει το στατιστικό περιγραφικό μέτρο
S, είναι η λεγόμενη χωρίς σφάλματα Monte Carlo εκδοχή του ABC παράγοντα
Bayes και μάλιστα ισούται με:

BF s1,2 =
P (S(x) |M1)

P (S(x) |M2)
.

Στο πλαίσιο αυτό, επισημαίνεται ότι ο παράγοντας Bayes BF s1,2 ουσιαστικά λαμ-
βάνεται όταν η επιλογή του μοντέλου βασίζεται στο στατιστικό περιγραφικό μέτρο

S και όχι στα δεδομένα. Στην πιο συνηθισμένη περίπτωση που κάποιος δεν μπορεί
να καταφύγει σε επαρκή στατιστικά περιγραφικά μέτρα, ο ABC παράγοντας Ba-
yes μπορεί να αποκλίνει με τον ένα ή τον άλλο τρόπο καθώς αυξάνεται ο αριθμός
των παρατηρήσεων. Μια αξιοσημείωτη εξαίρεση είναι η περίπτωση των τυχαίων

πεδίων Gibbs, όπου οι Grelaud et al. (2009) έχουν δείξει πώς να αντλούνται
επαρκή στατιστικά περιγραφικά μέτρα μεταξύ των μοντέλων, πέρα από το πρωτο-

γενές δείγμα. ΄Ετσι, ένα στατιστικό περιγραφικό μέτρο S(x) είναι επαρκές για τη
σύγκριση δύο μοντέλων M1 και M2 αν και μόνο αν:

P (x | S(x),M1) = P (x | S(x),M2),

που οδηγεί στο συμπέρασμα ότι BF1,2 = BF s1,2. Είναι επίσης σαφές από την
παραπάνω εξίσωση ότι στις περιπτώσεις που η συνθήκη δεν ικανοποιείται μπορεί

να υπάρχει τεράστια διαφορά μεταξύ των BF1,2 και BF
s
1,2, όπως ανέδειξαν μέσω

παραδειγμάτων οι Grelaud et al. (2009) και Robert et al. (2011b). Βασικά,
αποδείχθηκε ότι η επάρκεια για τα μοντέλα M1 και M2 μόνο, ή και για τα δύο

μοντέλα, δεν εγγυάται την καλή επιλογή των μοντέλων (Didelot et al. (2011)).

Επομένως, ο υπολογισμός των παραγόντων Bayes στο S(x) μπορεί να είναι
παραπλανητικός για την επιλογή μοντέλου, εκτός αν το πηλίκο μεταξύ των παρα-

γόντων Bayes στα x και S(x) θα ήταν διαθέσιμο, ή τουλάχιστον θα μπορούσε να
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προσεγγιστεί αρκετά καλά. Πιο συγκεκριμένα, ο υπολογισμός των παραγόντων

Bayes στα στατιστικά περιγραφικά μέτρα μπορεί να μη σχετίζεται με τους πα-
ράγοντες Bayes των αρχικών δεδομένων, με αποτέλεσμα τα συμπεράσματα να
μην έχουν νόημα και ερμηνεία. Σε αυτές τις περιπτώσεις μια λύση, που μπο-

ρεί να παρέχει χρήσιμη καθοδήγηση, είναι να χρησιμοποιηθούν μόνο στατιστικά

περιγραφικά μέτρα που πληρούν τις επαρκείς συνθήκες, οι οποίες παράγουν μια

συνεπή επιλογή Μπεϋζιανού μοντέλου, σύμφωνα με όσα απέδειξαν οιMarin et al.
(2014). Ειδικότερα, οι Marin et al. (2014) κατέληξαν ότι τα περιγραφικά μέτρα
δε θα πρέπει να χρησιμοποιούνται στους αλγόριθμους ABC παρά μόνο αν οι ανα-
μενόμενες τιμές τους μπορεί να δειχθεί ότι διαφοροποιούνται για τα διαφορετικά

υποψήφια μοντέλα.

Παρόλα αυτά, τα παραπάνω ζητήματα αφορούν μόνο τον αλγόριθμο ABC επιλο-
γής μοντέλου όπου η διάσταση των δεδομένων έχει μειωθεί μέσω της σύγκρισης

περιγραφικών συνοπτικών μέτρων, ενώ ο ABC αλγόριθμος στον οποίο συγκρίνο-
νται άμεσα τα πραγματικά σύνολα δεδομένων ξεπερνά τα προβλήματα αυτά.

Τέλος, παρατηρείστε ότι και οι δύο παραπάνω αλγόριθμοι έχουν ως προαπαι-

τούμενο τον καθορισμό εκ των προτέρων κατανομής για την επιλογή μοντέλου.

΄Ενας τρόπος για να αποφευχθεί ο καθορισμός αυτός, είναι η εφαρμογή της ABC
μεθόδου και ο υπολογισμός ενός κριτηρίου επιλογής μοντέλου, όπως το DIC.
Αυτή η εναλλακτική προσέγγιση εφαρμόστηκε πρόσφατα στην εργασία των Eco-
nomou et al. (2021) και έγκειται στην υλοποίηση των παρακάτω.

1. Για m = 1, ..., k υιοθετούμε μια εκ των προτέρων κατανομή, έστω πm(θm),
για κάθε παράμετρο θm, m = 1, ...,K, με θm την παράμετρο του m−οστού
μοντέλου.

2. Προσομοιώνουμε την τιμή θ∗ από την εκ των προτέρων κατανομή πm(θm).

3. Προσομοιώνουμε ένα δείγμα D∗ = (x∗i ), i = 1, ..., n από το μοντέλο
f(·|θ∗,Mm), όπου θ∗ είναι η τιμή της παραμέτρου του m-οστού μοντέλου
που προσομοιώθηκε στο Βήμα 2 και f(·|θ∗,Mm) η πιθανοφάνεια του m-
οστού μοντέλου υπολογισμένη για αυτήν την τιμή.

4. Αποδεχόμαστε την τιμή θ∗ αν d(D,D∗) ≤ ε, για κάποιο ε > 0, διαφορετικά
επαναλαμβάνουμε τα βήματα 3-6.

5. Τα προηγούμενα βήματα επαναλαμβάνονται μέχρις ότου προκύψει ένας προ-

καθορισμένος αριθμός, έστω N , μη απορριπτέων τιμών θ∗ για το m-οστό
μοντέλο.

6. Η διαδικασία επαναλαμβάνεται για όλα τα K το πλήθος μοντέλα.
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Η παραπάνω διαδικασία δημιουργεί M το πλήθος τιμές από καθένα εκ των K
το πλήθος μοντέλα για τη σύγκριση των οποίων επιλέγεται το μοντέλο με τη

μικρότερη τιμή του DIC κριτηρίου που εκτιμάται από τη σχέση:

DICm = −4 ·
∑n

i=1 logf(x∗i |θ∗,Mm)

n
+ 2 · logf(x|θ̃i),

όπου θ̃i είναι η εκ των υστέρων μέση τιμή του θi. Το μοντέλο με τη μικρότερη
τιμή είναι εκείνο που θα πρέπει να προτιμηθεί.
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ΚΕΦΑΛΑΙΟ6
Εφαρμογή

Στο κεφάλαιο αυτό η εκτίμηση και η επιλογή μοντέλου με Προσεγγιστικές

Μπεϋζιανές μεθόδους θα εφαρμοστεί σε ένα πραγματικό σύνολο δεδομένων. Ει-

δικότερα, παρακινούμενοι από τους Economou et al. (2021), το ενδιαφέρον μας
θα επικεντρωθεί στις μετρήσεις που αφορούν το βάρος και το επιτόπιο κατακόρυ-

φο άλμα (μετρημένα σε lb και ίντσες, αντίστοιχα) αθλητών καλαθοσφαίρισης που
έχουν επιλεγεί στα ντραφτ του NBA το έτος 2017. Τα δεδομένα αυτά έχουν
προέλθει από την ιστοσελίδα https://data.world/achou/nba-draft-com

bine-measurements/workspace/file?filename=nba draft combine a

ll Years.csv. Στο πλαίσιο αυτό, η διάρθρωση του κεφαλαίου έχει ως εξής.

Στην Ενότητα 6.1 περιγράφεται ο υπό μελέτη πληθυσμός, ο τρόπος επιλογής του

δείγματος και αιτιολογείται γιατί αυτό είναι ένα διδιάστατο μεροληπτικό και όχι

ένα τυχαίο δείγμα. Στην Ενότητα 6.2, ακολουθώντας τους Economou et al.
(2020), χρησιμοποιείται η έννοια των σταθμισμένων κατανομών για τη μοντελο-
ποίηση διδιάστατων μεροληπτικών δειγμάτων, που προκύπτουν λόγω της μεθόδου

δειγματοληψίας που έχει ως αποτέλεσμα την υπο(υπερ)εκπροσώπηση σ΄ αυτά πει-

ραματικών μονάδων με συγκεκριμένα χαρακτηριστικά. Τέλος, στην Ενότητα 6.3

χρησιμοποιώντας τη μέθοδο ABC εκτιμούμε τις άγνωστες πληθυσμιακές παρα-
μέτρους και επιλέγουμε το καλύτερο μοντέλο, ως προς την προσαρμογή, στο

παραπάνω σύνολο δεδομένων.

6.1 Πληθυσμός και δείγμα υπό μελέτη

Τα ντραφτ του ΝΒΑ είναι ένα ετήσιο γεγονός κατά το οποίο οι ομάδες, τριάντα

τον αριθμό, του ΝΒΑ επιλέγουν μελλοντικούς παίκτες που πληρούν συγκεκριμένα

τυπικά κριτήρια, τα κυριότερα εκ των οποίων αναλυτικά θα περιγραφούν στη συ-

νέχεια. Από το 1989, η διαδικασία αποτελείται από δύο γύρους και εξήντα παίκτες

επιλέγονται, οι οποίοι δεν μπορούν να υπογράψουν συμβόλαιο για να παίξουν για
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οποιαδήποτε άλλη ομάδα του ΝΒΑ πλην αυτής που τους επέλεξε. Τα τυπικά κρι-

τήρια που πρέπει ένας παίκτης να πληροί για να είναι επιλέξιμος αλλάζουν με την

πάροδο του χρόνου, αλλά τα βασικά κριτήρια είναι τα ακόλουθα:

� να είναι ο παίκτης ηλικίας τουλάχιστον 19 ετών στο τέλος του ημερολο-

γιακού έτους επιλογής από τα ντραφτ και να μην έχει παίξει ποτέ πριν στο

ΝΒΑ, ή

� να έχει παίξει τουλάχιστον ένα χρόνο στο κολεγιακό πρωτάθλημα.

Από τα παραπάνω προκύπτει ότι οι δυνητικά υποψήφιοι για τα ντραφτ του ΝΒΑ

είναι οι παίκτες του κολεγιακού πρωταθλήματος που συμμετέχουν στο NCAA
(National Collegiate Athletic Association), αλλοδαποί καλαθοσφαιριστές ηλικίας
τουλάχιστον 19 ετών στο τέλος του ημερολογιακού έτους επιλογής από τα ντραφτ

και παίκτες που έχουν αποφοιτήσει εδώ και ένα έτος από το high school και είναι
τουλάχιστον 19 ετών στο τέλος του ημερολογιακού έτους επιλογής από τα ντραφτ.

Η παραπάνω συλλογή ατόμων αποτελεί τον υπό μελέτη πληθυσμό.

΄Οσον αφορά την επιλογή του ντραφτ αυτή συνηθέστερα γίνεται στο τέλος

Ιουνίου κατά τη διάρκεια της διακοπής των αγώνων για το ΝΒΑ, ενώ έχει προη-

γηθεί για πολλούς από τους αθλητές που επιθυμούν να επιλεγούν μια περίοδο

εντατικών προπονήσεων. Καθώς με την επιλογή αθλητών στα ντραφτ δίνεται η

δυνατότητα οι ομάδες να αποκτήσουν καλαθοσφαιριστές που θα έχουν ιδιαίτερα

χαρακτηριστικά και θα δυναμώσουν αγωνιστικά τις ομάδες, είναι προφανές ότι οι

παίκτες που επιλέγονται στα ντραφτ αποτελούν ένα μεροληπτικό δείγμα και όχι

ένα τυχαίο δείγμα από τον πληθυσμό των παικτών που είναι δυνητικά υποψήφιοι

για τα ντραφτ.

6.2 Μεροληπτικό διδιάστατο δείγμα και σταθμι-

σμένες κατανομές

Επεκτείνοντας και γενικεύοντας τις ιδέες του Fisher (1934), ο Rao (1965) ήταν
ο πρώτος που χρησιμοποίησε την έννοια των σταθμισμένων κατανομών (weighted
distributions) ως μια μέθοδο που μπορεί να εφαρμοστεί σε πολλές περιπτώσεις
που έχουμε παρατηρήσεις που δεν αποτελούν τυχαίο δείγμα από τον υπό μελέτη

πληθυσμό, αλλά η πιθανότητα επιλογής μιας πειραματικής μονάδας είναι ανάλογη

μιας συνάρτησης, της λεγόμενης συνάρτησης βάρους. Για ιδιότητες των σταθμι-

σμένων κατανομών παραπέμπουμε, μεταξύ άλλων, στις εργασίες των Arnold and
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Nagaraja (1991), Jain and Nanda (1995), Navarro et al. (2006) και Sarabia
and Gómez-Déniz (2008).

Οι ιδέες του Rao (1965) για τη μοντελοποίηση μεροληπτικών δειγμάτων με τη
βοήθεια σταθμισμένων κατανομών μπορούν άμεσα να γενικευθούν στη διδιάστατη

περίπτωση (βλέπε Economou et al. (2020)). Ειδικότερα, έστω (X1, Y1)t, (X2, Y2)t,
..., (Xn, Yn)t είναι ένα διδιάστατο δείγμα από έναν πληθυσμό με συνάρτηση πυ-
κνότητας πιθανότητας f(x, y; θ), όπου θ ∈ Θ ⊂ Rs, s ≥ 1. Τότε αν η πιθανότητα
επιλογής μιας πειραματικής μονάδας από τον πληθυσμό είναι ανάλογη της μη αρνη-

τικής συνάρτησης w(x, y; θ, γ) το παρατηρούμενο δείγμα μπορεί να θεωρηθεί ως
ένα τυχαίο δείγμα από το τυχαίο διάνυσμα των σταθμισμένων τυχαίων μεταβλη-

τών (Xw, Yw)t με συνάρτηση βάρους την w(x, y; θ, γ) και από κοινού συνάρτηση
πυκνότητας πιθανότητας:

fw(x, y; θ, γ) =
w(x, y; θ, γ)

Ef{w(X,Y ; θ, γ)}
f(x, y; θ), (6.1)

όπου Ef{w(X,Y ; θ, γ)} < ∞, με γ ένα διάνυσμα πρόσθετων παραμέτρων που
μπορεί να συμμετέχουν στον ορισμό της συνάρτησης βάρους.

Παρατήρηση 6.2.1. Από τα παραπάνω προκύπτει ότι οι συναρτήσεις βάρους

για τη μοντελοποίηση ενός διδιάστατου μεροληπτικού δείγματος θα πρέπει να επι-

λέγονται έτσι ώστε να πληρούν τις ακόλουθες ιδιότητες:

� Ιδιότητα 1. Να είναι μη αρνητικές συναρτήσεις w(x, y; θ, γ).

� Ιδιότητα 2. Να έχουν πεπερασμένη μέση τιμή Ef{w(X,Y ; θ, γ)} <∞.

� Ιδιότητα 3. Να είναι τέτοιες ώστε να αντανακλούν την πιθανότητα επιλο-

γής ενός ζεύγους (x, y) στο δείγμα.

Μεροληπτικά διδιάστατα δείγματα προκύπτουν πολλές φορές λόγω της μεθόδου

δειγματοληψίας που έχει ως αποτέλεσμα την υπο(υπερ)εκπροσώπηση σε αυτά πει-

ραματικών μονάδων με συγκεκριμένα χαρακτηριστικά. Ειδικότερα, μεροληπτικά

διδιάστατα δείγματα προκύπτουν υπό τα ακόλουθα τέσσερα διαφορετικά σενάρια.

� Περίπτωση Α: πειραματικές μονάδες με μεγάλες τιμές στην τυχαία με-

ταβλητή X ή/και μεγάλες τιμές στην τυχαία μεταβλητή Y είναι πιο πιθανό
να επιλεγούν, ενώ από την άλλη μεριά ο μη τυχαίος μηχανισμός δειγματο-

ληψίας δίνει μικρή πιθανότητα επιλογής στα ζευγάρια (x, y) με μικρές τιμές
και στις δύο μεταβλητές X και Y .
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� Περίπτωση Β: πειραματικές μονάδες με μικρές τιμές στην τυχαία μετα-

βλητή X ή/και μικρές τιμές στην τυχαία μεταβλητή Y είναι πιο πιθανό να
επιλεγούν, ενώ από την άλλη μεριά ο μη τυχαίος μηχανισμός δειγματολη-

ψίας δίνει μικρή πιθανότητα επιλογής στα ζευγάρια (x, y) με μεγάλες τιμές
και στις δύο μεταβλητές X και Y .

� Περίπτωση C: πειραματικές μονάδες με μεγάλες τιμές στην τυχαία με-
ταβλητή X ή/και μικρές τιμές στην τυχαία μεταβλητή Y είναι πιο πιθανό
να επιλεγούν, ενώ από την άλλη μεριά ο μη τυχαίος μηχανισμός δειγματο-

ληψίας δίνει μικρή πιθανότητα επιλογής στα ζευγάρια (x, y) με μικρές τιμές
στην X και μεγάλες τιμές στην Y .

� Περίπτωση D: πειραματικές μονάδες με μικρές τιμές στην τυχαία μετα-
βλητή X ή/και μεγάλες τιμές στην τυχαία μεταβλητή Y είναι πιο πιθανό να
επιλεγούν, ενώ από την άλλη μεριά ο μη τυχαίος μηχανισμός δειγματολη-

ψίας δίνει μικρή πιθανότητα επιλογής στα ζευγάρια (x, y) με μεγάλες τιμές
στην X και μικρές τιμές στην Y .

Για τη μοντελοποίηση των παραπάνω περιπτώσεων υπάρχει μη πεπερασμένος α-

ριθμός συναρτήσεων βάρους που μπορούν να προταθούν. Στην πρόσφατη εργασία

των Economou et al. (2021) προτάθηκε μια διαφορετική συνάρτηση βάρους για
καθεμία από τις παραπάνω περιπτώσεις με κριτήριο να είναι λογικές και μαθηματικά

βολικές. Πιο συγκεκριμένα προτάθηκαν αντίστοιχα οι συναρτήσεις βάρους:

w1(x, y; θ, γx, γy) = 1− {1− FX(x; θx)}γx{1− FY (y; θy)}γy , (6.2)

w2(x, y; θ, γx, γy) = 1− {FX(x; θx)}γx{FY (y; θy)}γy , (6.3)

w3(x, y; θ, γx, γy) = 1− {1− FX(x; θx)}γx{FY (y; θy)}γy , (6.4)

και

w4(x, y; θ, γx, γy) = 1− {FX(x; θx)}γx{1− FY (y; θy)}γy (6.5)

όπου θx, θy είναι συναρτήσεις της άγνωστης παραμέτρου θ (υπενθύμιση (X,Y ) ∼
f(x, y; θ)), FX(x; θx) και FY (y; θy) είναι οι περιθώριες αθροιστικές συναρτήσεις
κατανομής των τυχαίων μεταβλητών X και Y , αντίστοιχα, ενώ γx, γy ≥ 0 είναι
πρόσθετες παράμετροι που συμμετέχουν στον ορισμό της συνάρτησης βάρους.

Σε όσα ακολουθούν θα συμβολίζουμε με ζ το διάνυσμα ζ = (θ, γx, γy).
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Σχετικά με το ρόλο των παραμέτρων γx και γy επισημαίνουμε ότι δεν μπορούν
να είναι ταυτόχρονα ίσες με μηδέν, καθώς σε αυτήν την περίπτωση η συνάρτηση

βάρους μηδενίζεται, γεγονός που παραβιάζει μία από τις κύριες ιδιότητές της.

Επιπλέον, αν η παράμετρος γx ή/και η γy τείνει στο άπειρο, τότε η συνάρτηση
βάρους είναι η μοναδιαία συνάρτηση και αντιστοιχεί στο τυχαίο δείγμα. Τέλος,

θέτοντας την παράμετρο γx = 0 (γy = 0) μοντελοποιούμε εκείνη την περίπτωση
όπου η μεροληψία στο διαθέσιμο μεροληπτικό διδιάστατο δείγμα οφείλεται μόνο

στη μεταβλητή Y (X, αντίστοιχα). Από τα παραπάνω γίνεται αντιληπτό ότι οι
παραπάνω τέσσερις το πλήθος συναρτήσεις βάρους ορίζουν σε κάθε περίπτωση

τρία διαφορετικά μοντέλα (συνολικά δηλαδή 12) και πιο συγκεκριμένα έχουμε:

� το μοντέλο Mi, i = 1, ..., 4, που προκύπτει χρησιμοποιώντας τη συνάρτηση
βάρους wi, i = 1, ..., 4, με τις τιμές των παραμέτρων γx και γy να είναι
αυστηρά θετικές (σε αυτήν την περίπτωση η μεροληψία οφείλεται και στις

δύο μεταβλητές),

� το μοντέλοMiy, i = 1, ..., 4, που προκύπτει χρησιμοποιώντας τη συνάρτηση
βάρους wi, i = 1, ..., 4, με γx = 0 και γy > 0 (σε αυτήν την περίπτωση η
μεροληψία οφείλεται στη μεταβλητή Y ),

� το μοντέλοMix, i = 1, ..., 4, που προκύπτει χρησιμοποιώντας τη συνάρτη-
ση βάρους wi, i = 1, ..., 4, με γy = 0 και γx > 0 (σε αυτήν την περίπτωση
η μεροληψία οφείλεται στη μεταβλητή X).

Χρησιμοποιώντας τα παραπάνω έχουμε (βλέπε Economou et al. (2021)) ότι η
συνάρτηση πιθανοφάνειας ενός διδιάστατου δείγματος D = (xj , yj), j = 1, . . . , n,
από τον πληθυσμό με συνάρτηση πυκνότητας πιθανότητας f(x, y; θ) όταν η μερο-
ληψία στο δείγμα περιγράφεται από τη συνάρτηση βάρους wi(x, y; θ, γx, γy) δίνεται
από τη σχέση:

n∏
j=1

fwi(xj , yj ; θ, γx, γy) =
n∏
j=1

fwi(xj , yj ; ζ) =

∏n
j=1wi(xj , yj ; ζ)f(xj , yj ; θ)

Enf [wi(X,Y ; ζ)]
,

καθώς όπως ήδη αναφέραμε θεωρείται τυχαίο δείγμα από τη διδιάστατη σταθμι-

σμένη κατανομή. Προφανώς αυτή η συνάρτηση πιθανοφάνειας είναι δύσχρηστη

καθώς περιέχει υπολογισμό δυνάμεων αθροιστικών συναρτήσεων κατανομών. Για

το λόγο αυτό οι Economou et al. (2021) πρότειναν τη χρήση προσεγγιστικών
υπολογιστικών μεθόδων, για την εκτίμηση των άγνωστων πληθυσμιακών παρα-

μέτρων, ήτοι του διανύσματος θ. Επιπλέον, η διερεύνηση αν η παρατηρούμενη
διδιάστατη μεροληψία προέρχεται από μια εκ των δύο τυχαίων μεταβλητών είτε
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και από τις δύο, διεξάγεται μέσω της επιλογής μοντέλου. Επομένως πρότειναν

την υλοποίηση του παρακάτω αλγορίθμου για κάθε ένα μοντέλο εκ των παραπάνω

12 (χωρίς τις διευκρινήσεις, σχόλια που παρεμβάλλουμε για πληρότητα).

1. ΄Εστω D = (xj , yj), j = 1, . . . , n, είναι το διαθέσιμο μεροληπτικό διδιάστα-
το δείγμα μεγέθους n.

2. Για κάθε παράμετρο που συμμετέχει στην έκφραση της σταθμισμένης κα-

τανομής υιοθετούμε μια εκ των προτέρων κατανομή.

Σχόλιο: Το παραπάνω ουσιαστικά σημαίνει ότι για τα μοντέλα Mi, i =
1, ..., 4, καθορίζουμε μια εκ των προτέρων κατανομή για κάθε συνιστώσα
του διανύσματος θ καθώς επίσης και μια εκ των προτέρων κατανομή για τις
παραμέτρους γx και γy. Καθώς συνήθως είναι διαθέσιμη πληροφορία για
το διάνυσμα θ επιλέγονται για τις συνιστώσες του πληροφοριακές εκ των
προτέρων κατανομές (βλέπε Ενότητα 4.3.4 για εκ των προτέρων κατανομές
μέγιστης εντροπίας), ενώ για τις παραμέτρους γx και γy επιλέγονται μη
πληροφοριακές εκ των προτέρων κατανομές.

3. Προσομοιώνουμε τις τιμές θ∗, γ∗x και γ
∗
y από τις εκ των προτέρων κατανομές

που καθορίστηκαν στο προηγούμενο βήμα. Θέτουμε ζ∗ = (θ∗, γ∗x, γ
∗
y).

Στο σημείο αυτό σημειώνεται ότι στην περίπτωση των μοντέλωνMiy (Mix),

i = 1, ..., 4, δεν απαιτείται προσομοίωση των γx (γy, αντίστοιχα) καθώς οι
τιμές αυτών είναι σταθερές και ίσες με μηδέν.

4. Αντικαθιστούμε την τιμή ζ∗ στην προτεινόμενη συνάρτηση βάρους και προ-
σομοιώνουμε ένα διδιάστατο δείγμα μεγέθους n, έστω D∗ = (x∗j , y

∗
j ), j =

1, . . . , n, από το μοντέλο με συνάρτηση πυκνότητας πιθανότητας fwi(x, y, ζ
∗).

Σχόλιο: Σε κάποιες περιπτώσεις η δημιουργία τυχαίου δείγματος από την

fwi(x, y, ζ
∗) δεν είναι τόσο εύκολη διαδικασία. Το πρόβλημα αυτό μπορεί

να ξεπεραστεί ενθυμούμενοι ότι ένα τυχαίο δείγμα από την fwi(x, y, ζ
∗)

είναι ένα μεροληπτικό δείγμα από την f(x, y; θ∗) όπου η πιθανότητα επιλο-
γής μιας πληθυσμιακής πειραματικής μονάδας είναι ανάλογη της συνάρτησης

βάρους wi. Επομένως μπορούμε να παράγουμε έναν πολύ μεγάλο αριθμό
παρατηρήσεων (έστω N = 103 ·n) από την f(x, y; θ∗) που θα αποτελέσουν
τις πληθυσμιακές παρατηρήσεις και να επιλέξουμε n το πλήθος από αυτές
με πιθανότητα ανάλογη της συνάρτησης βάρους. Προφανώς η παραπάνω

διαδικασία προσθέτει μία ακόμη προσέγγιση στον προσδιορισμό της εκ των

υστέρων κατανομής των παραμέτρων, ωστόσο η διαφοροποίηση δε θα είναι

σημαντική αν το μέγεθος του πληθυσμού N είναι αρκετά μεγάλο σε σχέση
με το μέγεθος του δείγματος n.
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5. Υπολογίζουμε ως ένα μέτρο της εγγύτητας d(D,D∗) μεταξύ των προσο-
μοιωμένων D∗ και των παρατηρούμενων πραγματικών δεδομένων την α-
πόλυτη τιμή της κανονικοποιημένης μορφής της στατιστικής συνάρτησης

T =

∫
X

∫
Y

(fD(x, y)− fD∗(x, y))2 dy dx,

όπου fD(x, y) και fD∗(x, y) είναι οι εκτιμητές τύπου πυρήνα της πυκνότητας
με βάση τα πραγματικά και προσομοιωμένα δεδομένα, αντίστοιχα. Αποδε-

χόμαστε την τιμή ζ∗ αν d(D,D∗) < 1.96.
Σχόλιο: Η τιμή 1.96 όπως αναφέρθηκε στην Ενότητα 4.3.2 για το συγκεκρι-
μένο μέτρο εγγύτητας ουσιαστικά αντιστοιχεί σε ένα ασυμπτωτικό επίπεδο

σημαντικότητας 0.05 για τον έλεγχο ότι τα δύο δείγματα (προσομοιωμένο
και παρατηρούμενο) έχουν την ίδια πυκνότητα. Σ΄ αυτό το πλαίσιο, κάποιος

μπορεί να εφαρμόσει τη συνάρτηση kde.test της R και να αποδεχθεί την
τιμή ζ∗ αν η p-τιμή του ελέγχου είναι μικρότερη από 0.05.

Τα παραπάνω Βήματα 3-5 επαναλαμβάνονται μέχρις ότου πάρουμε έναν προκα-

θορισμένο αριθμό M μη απορριπτέων δειγμάτων, έστω M = 5.000, για κάθε
υποψήφιο μοντέλο. Στη συνέχεια με βάση αυτές τις μη απορριπτέες τιμές για τα

υποψήφια μοντέλα αξιοποιείται το κριτήριο DIC (βλέπε σχετικά Ενότητα 5.1).

Η εφαρμογή των παραπάνω αποτελεί αντικείμενο μελέτης της επόμενης ενότη-

τας.

6.3 Εκτιμητική και επιλογή μοντέλου

Για τους αθλητές που επιλέχθηκαν στα ντραφτ του ΝΒΑ το έτος 2017 επι-

κεντρώνουμε το ενδιαφέρον μας στο βάρος τους X (μετρημένο σε λίβρες) και
στο επιτόπιο κατακόρυφο άλμα Y (μετρημένο σε ίντσες). ΄Οπως προηγούμενα
επεξηγήθηκε πρόκειται για ένα μεροληπτικό και όχι τυχαίο διδιάστατο δείγμα από

τον πληθυσμό ενδιαφέροντος που αποτελείται από όλους τους καλαθοσφαιριστές

που πληρούν τα τυπικά κριτήρια επιλεξιμότητας από κάποια ομάδα του ΝΒΑ στα

ντραφτ. Στον Πίνακα 6.1 δίνονται κάποια περιγραφικά συνοπτικά μέτρα για το

διαθέσιμο διδιάστατο μεροληπτικό δείγμα, που ίσως μας βοηθήσουν για να επι-

λέξουμε κατάλληλη συνάρτηση βάρους για τη μοντελοποίησή του.

Ο συντελεστής συσχέτισης του Spearman μεταξύ των δύο μεταβλητών υπο-
λογισμένος στους αθλητές που επιλέχθηκαν στα ντραφτ του 2017 είναι ίσος με

−0.2867968, ενώ η p-τιμή του ελέγχου της μη ύπαρξης γραμμικής συσχέτισης
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Πίνακας 6.1: Περιγραφικά στατιστικά μέτρα για το βάρος (σε lb) και το επιτόπιο
κατακόρυφο άλμα (σε ίντσες) για τους 60 αθλητές του ντραφτ του 2017.

Πλήθος ελλιπουσών τιμών Μέση τιμή Τυπική Απόκλιση Ελάχιστη τιμή Q1 Διάμεσος Q3 Μέγιστη τιμή

Βάρος 0 214.2 24.27049 166.0 192.8 219.5 232.0 277.0

Επιτόπιο άλμα 10 35.380 3.675012 27.500 32.500 35.250 38.000 44.500

απορρίπτεται σε επίπεδο σημαντικότητας 5% καθώς είναι ίση με 0.04346. Επο-
μένως, προκύπτει ότι υπάρχει μια αρνητική συσχέτιση μεταξύ του βάρους και

του επιτόπιου άλματος, κάτι που προφανώς είναι απόλυτα λογικό και που ίσως

αναμέναμε σε μεγαλύτερο βαθμό.

Για να εφαρμοστεί η μοντελοποίηση που παρουσιάστηκε στην προηγούμενη

ενότητα αρχικά πρέπει να καθοριστεί η από κοινού κατανομή του βάρους και του

επιτόπιου κατακόρυφου άλματος στον πληθυσμό ενδιαφέροντος. Υποθέτουμε ότι

η από κοινού κατανομή των (X,Y )
′
είναι διδιάστατη κανονική με παράμετρο θέσης

(µX , µY )
′
, παραμέτρους κλίμακας σX > 0 και σY > 0, ενώ ο πληθυσμιακός συ-

ντελεστής συσχέτισης των X και Y συμβολίζεται με ρ. Επιπλέον, με βάση την
πρότερη γνώση ότι οι πιο εύσωμοι αθλητές έχουν μικρότερο επιτόπιο κατακόρυφο

άλμα, ενώ οι λιγότερο εύσωμοι, που συνήθως είναι και πιο κοντοί έχουν μεγα-

λύτερο επιτόπιο κατακόρυφο άλμα, αναμένουμε να είναι ρ ≤ 0.

Στη συνέχεια θα πρέπει να επιλεγεί μία από τις συναρτήσεις βάρους που ο-

ρίστηκαν στην προηγούμενη ενότητα και να διερευνηθεί αν κάποιο από τα δύο υ-

πομοντέλα που αυτή περικλείει οδηγεί σε καλύτερα αποτελέσματα, ενώ θα πρέπει

να καθορίσουμε εκ των προτέρων κατανομές για όλες τις παραμέτρους που υ-

πεισέρχονται στη συνάρτηση βάρους. Για τον προσδιορισμό και καθορισμό των

παραπάνω είναι πολύ χρήσιμη η εκ των προτέρων γνώση που έχει κάποιος για τις

δύο υπό μελέτη τυχαίες μεταβλητές στον πληθυσμό ενδιαφέροντος. Δυστυχώς,

μελέτες που αφορούν το βάρος και το επιτόπιο κατακόρυφο άλμα είναι διαθέσι-

μες μόνο για τους παίκτες που αγωνίζονται στο πρωτάθλημα του NCAA και όχι
για τους αθλητές από άλλες χώρες που πληρούν τα τυπικά κριτήρια που έχουν

αναφερθεί. Ωστόσο, το γεγονός ότι το ποσοστό των αθλητών από άλλες χώρες

που αποτελεί μέλος του ρόστερ μιας ομάδας του ΝΒΑ αυξάνεται τα τελευταία

χρόνια, ενώ ορισμένοι από αυτούς έχουν σημαντικό ρόλο σε αυτές, μας κάνει

να δεχθούμε ότι οι υποψήφιοι διεθνείς παίκτες έχουν τα ίδια ή αν όχι καλύτερα

χαρακτηριστικά συγκριτικά με τους νέους παίκτες που αγωνίζονται στο NCA-
A. Επομένως, η πρότερη γνώση για τον υπό μελέτη πληθυσμό θα προέλθει από
τις μελέτες για το βάρος και το επιτόπιο κατακόρυφο ύψος των αθλητών που α-

γωνίζονται στο NCAA. Στην εργασία των Richard et al. (1994) καταγράφεται
ότι το μέσο βάρος (σε lb) και το μέσο κατακόρυφο άλμα (σε ίντσες) των αθλη-

136



Κεφάλαιο 6 6.3. Εκτιμητική και επιλογή μοντέλου

τών που αγωνίζονται στο NCAA είναι περίπου 201.28 (εύρος: 140.21- 300.71,
τυπική απόκλιση 24.47) και 28 (εύρος: 10 έως 41.5, τυπική απόκλιση 4.09), α-

ντίστοιχα. Ωστόσο, σε πιο πρόσφατες ανεπίσημες μελέτες το μέσο κατακόρυφο

άλμα αναφέρεται ότι είναι μεταξύ 27 και 30 ιντσών, με ένα εύρος τιμών από 18-42

(http://www.homeexerciseequipmenthq.com/average-vertical-jump/),

ενώ το μέσο βάρος τους αναφέρεται ότι είναι περίπου 18 pounds λιγότερο από το
μέσο βάρος ενός αθλητή του ΝΒΑ που σύμφωνα με την ίδια έρευνα είναι ίσο με

222.04 (https://www.psychguides.com/interact/male-body-image-and

-the-average-athlete/). Επομένως μπορούμε να θεωρήσουμε ότι το μέσο

βάρος είναι περίπου 204 pounds.

Από τα προηγούμενα και λαμβάνοντας υπόψη τον Πίνακα 6.1 προκύπτει ότι στο

διαθέσιμο μεροληπτικό διδιάστατο δείγμα έχουμε καλαθοσφαιριστές με ικανότητα

στο άλμα μεγαλύτερη από την αντίστοιχη μέση τιμή που αναφέρεται για τους

αθλητές που αγωνίζονται στο NCAA. ΄Οσον αφορά το βάρος παρατηρούμε ότι
και εδώ προτιμώνται αθλητές με βαριά κορμιά. Σημειώνουμε ότι το τελευταίο

δε σημαίνει ότι προτιμώνται αθλητές με περιττά κιλά, καθώς από τα διαθέσιμα

δεδομένα που αφορούν το ύψος και το δείκτη μάζας σώματος, προκύπτει ότι

είναι αθλητές γεροδεμένοι, ψηλοί με πολύ καλά αθλητικά χαρακτηριστικά. Σε

κάθε περίπτωση η επιλογή των μεταβλητών έγινε για να αποτελέσει μια ξέχωρη

εφαρμογή από αυτήν των Economou et al. (2021). Από τα παραπάνω προκύπτει
ότι πρέπει να υιοθετήσουμε τη συνάρτηση βάρους w1(x, y; θ, γx, γy).

Το επόμενο βήμα είναι να επιλεγούν για τις παραμέτρους µX , µY , σ
2
X , σ

2
Y και

ρ πληροφοριακές εκ των προτέρων κατανομές. Ειδικότερα, ακολουθώντας τους
Economou et al. (2021), ως εκ των προτέρων κατανομές για τις µX και µY επι-
λέγουμε τις τιμές N

(
201.28, 24.472

)
και N

(
30, 42

)
, αντίστοιχα. Η αντίστροφη

γάμμα κατανομή (inverse gamma) χρησιμοποιήθηκε ως εκ των προτέρων κατανο-
μή για τις παραμέτρους σ2

X , σ
2
Y με παράμετρο σχήματος ίση με 2 και παραμέτρους

κλίμακας 24.472
και 42

έτσι ώστε η μέση τιμή της εκ των προτέρων να είναι ίση

με τη διακύμανση που θεωρήσαμε στην εκ των προτέρων κατανομή των µX και
µY . Για την παράμετρο ρ θεωρήθηκε ο γραμμικός μετασχηματισμός 2W − 1
της W ∼ beta(25, 30), έτσι ώστε η μέση τιμή και η κορυφή να είναι αρνητικές
(−0.09 και −0.094, αντίστοιχα), καθώς αναμένουμε αρνητική συσχέτιση μετα-
ξύ των δύο μεταβλητών. Τέλος, για τις παραμέτρους γx και γy επιλέχθηκαν μη
πληροφοριακές εκ των προτέρων κατανομές. Καθώς λαμβάνουν θετικές τιμές,

περιοριζόμαστε σε αποκομμένες κανονικές κατανομές, που θα είναι τέτοιες ώστε

να διερευνηθεί όλος ο παραμετρικός χώρος. Με αυτό ως στόχο χρησιμοποιείται

η TN(1, 102) και για τις δύο παραμέτρους (όταν αυτές συμμετέχουν στον ορι-
σμό της συνάρτησης βάρους). Με αυτές τις διευκρινήσεις και ακολουθώντας τον

αλγόριθμο που δόθηκε στην προηγούμενη ενότητα προσαρμόζονται τα μοντέλα
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M1,M1y καιM1x.

Στον Πίνακα 6.2 παρουσιάζονται τα περιγραφικά στατιστικά των εκ των υ-

στέρων περιθώριων κατανομών των παραμέτρων των τριών μοντέλων χρησιμο-

ποιώντας 5.000 μη απορριπτέες τιμές (δείγματα). Στον ίδιο πίνακα δίνεται η τιμή

του κριτηρίου DIC για τα τρία υποψήφια μοντέλα. Από αυτές τις τιμές προκύπτει
ότι το μοντέλο M1y είναι εκείνο με τη μικρότερη τιμή στο κριτήριο DIC. Αυτό
ουσιαστικά σημαίνει ότι το μοντέλο αυτό παρουσιάζει την καλύτερη προσαρμογή

σε αυτά τα διδιάστατα μεροληπτικά δεδομένα και επιπλέον υποδηλώνει ότι η μερο-

ληψία στην επιλογή των αθλητών του ντραφτ όταν αξιολογείται το βάρος και το

επιτόπιο κατακόρυφο άλμα προέρχεται κυρίως από το επιτόπιο κατακόρυφο άλμα.

Πίνακας 6.2: Περιγραφικά στατιστικά μέτρα για τις εκ των υστέρων κατανομές

των παραμέτρων της διδιάστατης κανονικής κατανομής υπό τα τρία διαφορετικά

υποψήφια μοντέλα. Τα αποτελέσματα για κάθε μοντέλο βασίστηκαν σε 5.000 μη

απορριπτέες τιμές.

Μοντέλο Περ. Στατ. γx γy µX σX µY σY ρ

M1 2.5% 0.3282 0.3808 192.3080 13.2936 30.9953 2.0609 -0.3464

DIC = −3817.642 25% 3.2525 3.2235 204.3937 18.3045 32.8168 2.8474 -0.1842

50% 6.7167 6.9001 211.7107 22.2489 33.9078 3.5012 -0.0975

75% 11.7942 11.7966 219.1239 27.5502 35.1050 4.3615 -0.0076

97.5% 22.5216 22.7049 231.8018 41.6440 37.2227 6.6802 0.1545

Μέση τιμή 8.1424 8.1761 211.8147 23.6805 33.9814 3.7311 -0.0963

Τυπική Απόκλιση 6.1573 6.1674 10.5080 7.4272 1.6215 1.2072 0.1290

Κορυφή 2.8726 2.3896 210.8683 19.1121 33.5476 3.1102 -0.1054

Μοντέλο Περ. Στατ. γx γy µX σX µY σY ρ

M1x 2.5% 0.3169 186.1862 14.2155 31.2830 2.1047 -0.3403

DIC = −2261.115 25% 3.7495 200.1344 19.4612 33.0134 2.8938 -0.1804

50% 7.8140 208.0372 23.7598 34.0901 3.5454 -0.0937

75% 12.6134 215.8773 29.3664 35.2798 4.4094 -0.0055

97.5% 23.8826 228.5236 45.0876 37.6719 6.7311 0.1634

Μέση τιμή 8.8494 207.9215 25.2588 34.1934 3.7746 -0.0922

Τυπική Απόκλιση 6.3600 11.1563 8.0101 1.6548 1.2073 0.1294

Κορυφή 2.6535 207.1531 21.1893 33.9454 3.0055 -0.0929

Μοντέλο Περ. Στατ. γx γy µX σX µY σY ρ

M1y 2.5% 0.2434 192.0420 13.1261 29.7894 2.2052 -0.3290

DIC = −3843.159 25% 2.9964 204.6234 18.1708 32.1913 3.0623 -0.1786

50% 6.7838 212.5825 22.0679 33.3084 3.7501 -0.0948

75% 11.6878 219.8925 27.4525 34.4521 4.6684 -0.0028

97.5% 22.9867 233.1018 41.4593 36.7531 7.2891 0.1676

Μέση τιμή 8.0466 212.4031 23.5575 33.3199 4.0157 -0.0897

Τυπική Απόκλιση 6.2309 10.7077 7.4366 1.7409 1.3307 0.1292

Κορυφή 2.0761 215.1876 20.1423 33.3951 3.2747 -0.1169
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Κεφάλαιο 6 6.3. Εκτιμητική και επιλογή μοντέλου

Για την υλοποίηση της παραπάνω εφαρμογής χρησιμοποιήθηκε, με κατάλληλες

τροποποιήσεις, ο αλγόριθμος που είναι διαθέσιμος από την εργασία των Econo-
mou et al. (2021).
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Επίλογος

Πολλές φορές κατά τη μοντελοποίηση πραγματικών τυχαίων φαινομένων οδη-

γούμαστε σε περίπλοκα στοχαστικά μοντέλα των οποίων η συνάρτηση πιθανο-

φάνειας παρότι είναι πλήρως ορισμένη από το πιθανοθεωρητικό μοντέλο, δεν είναι

διαθέσιμη σε κλειστή, αναλυτική μορφή ως συνάρτηση της παραμέτρου θ ή το
κόστος για τον υπολογισμό της είναι αρκετά μεγάλο. Οι ABC μέθοδοι που πα-
ρουσιάστηκαν στο Κεφάλαιο 4 αντιμετωπίζουν τις παραπάνω, ας μας επιτραπεί η

έκφραση, προβληματικές καταστάσεις, καθώς δεν απαιτούν τη γνώση της πιθα-

νοφάνειας, αλλά βασίζονται στη σύγκριση παρατηρούμενων και προσομοιωμένων

τιμών. Επομένως, όπως αναφέρουν και οι Turner and Van Zandt (2012), οι
ABC μέθοδοι είναι ιδιαίτερα χρήσιμες σε περιπτώσεις περίπλοκων μοντέλων κα-
θώς είναι πολύ εύχρηστες και μπορούν να εφαρμοστούν εύκολα μόλις αναπτυχθεί

ο βασικός αλγόριθμος, υπό τη μόνη υπόθεση ότι μπορούμε να παράγουμε δεδο-

μένα από το υπό μελέτη μοντέλο, χωρίς να απαιτείται καμία επιπλέον υπόθεση

για τις πιθανοθεωρητικές ιδιότητες των συνιστωσών του μοντέλου. Κατά αυτόν

τον τρόπο, οι ABC μέθοδοι μας δίνουν ένα σύνολο τιμών της παραμέτρου θ που
αποτελούν μια προσέγγιση της εκ των υστέρων κατανομής. Το γεγονός ότι είναι

προσεγγιστικές μέθοδοι προβληματίζει ορισμένους ερευνητές αλλά θα πρέπει να

θυμηθούμε την προτροπή του Tukey (1962), ο οποίος λέει ότι είναι πολύ καλύτε-
ρη μια προσεγγιστική απάντηση στη σωστή ερώτηση, παρά μια ακριβής απάντηση

στη λάθος ερώτηση. Με άλλα λόγια και στο παρόν πλαίσιο, αν ένα περίπλοκο

μοντέλο είναι αυτό που επιθυμούμε για να απαντήσουμε στη σωστή ερώτηση, τότε

είναι προτιμότερη μια προσεγγιστική απάντηση από το να ξεγελάσουμε τον εαυτό

μας υιοθετώντας ένα απλούστερο μοντέλο που θα επιτρέπει τη χρήση κλασικών

(μη προσεγγιστικών) μεθόδων αλλά θα είναι εσφαλμένο.

Οι παραπάνω ιδιότητες δίνουν την ελευθερία στους ερευνητές από διάφορα

επιστημονικά πεδία να μπορούν να χρησιμοποιούν σε πρακτικές εφαρμογές πε-

ρίπλοκα μοντέλα, καθώς πλέον είναι εφικτή η εξαγωγή συμπερασμάτων χωρίς τη

χρήση της πιθανοφάνειας. Το πλεονέκτημα αυτό, ταυτόχρονα με τις εξελίξεις στο
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χώρο των υπολογιστών και των δυνατοτήτων που αυτοί έχουν, είχε ως συνέπεια

να έχει εμφανιστεί στη βιβλιογραφία πληθώρα ερευνητικών εργασιών και να έχει

εφαρμοστεί με μεγάλη επιτυχία η ABC μέθοδος σε ένα ευρύ φάσμα πραγματι-
κών προβλημάτων, οδηγώντας σε μια σειρά πρωτοποριακών συμπερασμάτων. Για

εργασίες ανασκόπησης σχετικά με τις μεθόδους ABC και τις εφαρμογές τους
παραπέμπουμε, μεταξύ άλλων, στους Grelaud et al. (2009), Toni et al. (2009),
Beaumont (2010), Bertorelle et al. (2010), Csilléry et al. (2010), Blum et al.
(2012), Fearnhead and Prangle (2012), Robert (2016) και Grazian and Fan
(2020).

Ενδεικτικά, οι ABC μέθοδοι, εκτός από την πληθυσμιακή γενετική όπου πρω-
τοεφαρμόσθηκαν, έχουν βρει εφαρμογές στην οικολογία (βλέπε Jabot and Cha-
ve (2009)), στη βιολογία-ιατρική-επιδημιολογία (Tanaka et al. (2006), Luciani
et al. (2009), Blum and Tran (2009)), στην αρχαιολογία (Wilkinson and Ta-
varé (2009)). Για περισσότερες αναφορές παραπέμπουμε, μεταξύ άλλων, στους
Csillery et al. (2012) και Sisson et al. (2018) και τις εκεί αναφορές.

Στο σημείο αυτό θα πρέπει να επισημανθεί ότι σε αυτούς τους τομείς έχουν

ήδη αναπτυχθεί εφαρμογές λογισμικού για συγκεκριμένα προβλήματα. Ενδεικτι-

κά αναφέρουμε τα λογισμικά DIY-ABC και ABCtoolbox, ενώ για περισσότερες
πληροφορίες για παρόμοια λογισμικά παραπέμπουμε στις εργασίες των Csillery
et al. (2012) και Sunn̊aker et al. (2013) και τις εκεί αναφορές. ΄Οσον αφορά
τη γλώσσα προγραμματισμού R είναι διαθέσιμα τα ακόλουθα πακέτα: EasyABC,
abc, abctools, ABCanalysis, abcADM, abc.data και networkABC.

Από όσα προηγήθηκαν σε αυτό αλλά και στα προηγούμενα κεφάλαια είναι προ-

φανές ότι οι ABC μέθοδοι διευρύνουν το πεδίο των μοντέλων για τα οποία μπορεί
να διεξαχθεί στατιστική συμπερασματολογία, όντας μαθηματικά θεμελιωμένες και

εφαρμόσιμες. Ωστόσο, παρά τη χρησιμότητα τους, είναι τέτοια η φύση των με-

θόδων που φέρνουν στην επιφάνεια υπολογιστικές και στατιστικές δυσκολίες και

μειονεκτήματα. Ειδικότερα,

� οι ABC μέθοδοι συγκριτικά με τις κλασικές Μπεϋζιανές μεθόδους είναι υ-
πολογιστικά πιο χρονοβόρες. Πιστεύουμε όμως ότι, με τις εξελίξεις στην

υπολογιστική δύναμη των υπολογιστών και με τη χρήση ακολουθιακών A-
BC μεθόδων το πρόβλημα αυτό μπορεί να ξεπεραστεί.

� Συνηθέστερα χρησιμοποιούνται αλγόριθμοι που χρησιμοποιούν συνοπτικά

περιγραφικά μέτρα για τον έλεγχο αν τα προσομοιωμένα δεδομένα είναι

κοντά στα αληθινά. Η αναγωγή πολυδιάστατων δεδομένων σε δεδομένα

μικρότερων διαστάσεων συνεπάγεται ότι χάνουμε ορισμένες πληροφορίες.

Επιπρόσθετα, προκύπτουν δύο προβλήματα που αφορούν τόσο την επιλογή
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των περιγραφικών μέτρων όσο και τη βαρύτητα που θα δοθεί σε καθένα,

καθώς κάποια από αυτά μπορούν να δίνουν περισσότερες πληροφορίες για

τις άγνωστες παραμέτρους. Για την αντιμετώπιση αυτού του προβλήμα-

τος πρόσφατα δημοσιεύθηκε ένας αυτοματοποιημένος αλγόριθμος επιλογής

των βαρών (10.1371/journal.pone.0236954), η απόδοση του οποίου χρήζει
περαιτέρω μελέτης.

� Δύο άλλες κύριες δυσκολίες είναι ότι η προσέγγιση της εκ των υστέρων

κατανομής επηρεάζεται από την επιλογή της σταθεράς ανεκτικότητας, ε-

νώ επιπλέον η μέθοδος ABC είναι ιδιαίτερα ευαίσθητη στην επιλογή της
απόστασης d. Τέλος, στις μεθόδους Regression ABC κρίσιμο ρόλο δια-
δραματίζει η στάθμιση που θα χρησιμοποιηθεί.

� Συμπερασματικά, ως Μπεϋζιανή διαδικασία απαιτεί δεξιότητες ώστε να με-

τατρέπονται όλες οι πρότερες πεποιθήσεις (γνώσεις), που είναι διαθέσιμες

για την άγνωστη παράμετρο θ, σε μια μαθηματικά διατυπωμένη έκφραση
της εκ των προτέρων κατανομής.

Οι Προσεγγιστικές Μπεϋζιανές Υπολογιστικές Μέθοδοι δεν είναι οι μόνες που

αντιμετωπίζουν προβλήματα στατιστικής συμπερασματολογίας όταν έχουμε intra-
ctable μοντέλα, καθώς υπάρχουν και άλλες ιδιαίτερα δημοφιλείς. Ενδεικτικά πα-
ραπέμπουμε στις τεχνικές Συνθετικής Πιθανοφάνειας (Synthetic Likelihood, SL)
και Εμπειρικής Πιθανοφάνειας (Empirical Likelihood, EL) που αφενός παρουσι-
άζουν ιδιαίτερο θεωρητικό ενδιαφέρον και μελετώνται στη βιβλιογραφία, αφετέρου

είναι ευρέως χρησιμοποιούμενες σε πρακτικές εφαρμογές, διότι μοντελοποιούν και

επιλύουν προβλήματα ποικίλων ερευνητικών περιοχών. Για περισσότερες πληρο-

φορίες για αυτές τις τεχνικές παραπέμπουμε, μεταξύ άλλων, στουςWood (2010),
Mengersen et al. (2013), Sisson et al. (2018), Drovandi et al. (2018), Price
et al. (2018) και Priddle et al. (2019).
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[45] Everitt, R. G., and Rowińska, P. A. Delayed acceptance abc-smc.
Journal of Computational and Graphical Statistics 30, 1 (2021), 55–66.

[46] Fearnhead, P., and Prangle, D. Constructing summary statis-
tics for approximate bayesian computation: semi-automatic approxi-
mate bayesian computation. Journal of the Royal Statistical Society:
Series B (Statistical Methodology) 74, 3 (2012), 419–474.

[47] Fisher, R. A. The effect of methods of ascertainment upon the esti-
mation of frequencies. Annals of eugenics 6, 1 (1934), 13–25.

[48] Frazier, D. T., Robert, C. P., and Rousseau, J. Model mis-
specification in approximate bayesian computation: consequences and
diagnostics. Journal of the Royal Statistical Society: Series B (Statisti-
cal Methodology) (2020).

[49] Gamerman, D., and Lopes, H. F. Markov chain Monte Carlo:
stochastic simulation for Bayesian inference. CRC Press, 2006.

[50] Gardiner, C. Stochastic methods, vol. 4. Springer Berlin, 2009.

[51] Gelfand, A., Gilks, W., Richardson, S., and Spiegelhalter, D.
Markov chain monte carlo in practice. Boca Rotan, FL: Chapman and
Hall (1996), 145–161.

[52] Gelfand, A. E., and Smith, A. F. Sampling-based approaches to
calculating marginal densities. Journal of the American statistical asso-
ciation 85, 410 (1990), 398–409.

[53] Gelman, A., Carlin, J. B., Rubin, D. B., and Stern, H. S.
Bayesian data analysis. Chapman and Hall, 2004.

149



Βιβλιογραφία

[54] Gelman, A., Carlin, J. B., Stern, H. S., Dunson, D. B., Ve-
htari, A., and Rubin, D. B. Bayesian data analysis Third Edition.
CRC press, 2014.

[55] Geman, S., and Geman, D. Stochastic relaxation, gibbs distributions,
and the bayesian restoration of images. IEEE Transactions on pattern
analysis and machine intelligence (1984), 721–741.

[56] Geyer, S., Papaioannou, I., and Straub, D. Cross entropy-based
importance sampling using gaussian densities revisited. Structural Safety
76 (2019), 15–27.

[57] Gilks, W. R., Roberts, G. O., and George, E. I. Adaptive direc-
tion sampling. Journal of the Royal Statistical Society: Series D (The
Statistician) 43, 1 (1994), 179–189.

[58] Gordon, N. J., Salmond, D. J., and Smith, A. F. Novel approach
to nonlinear/non-gaussian bayesian state estimation. In IEE proceedings
F (radar and signal processing) (1993), vol. 140, IET, pp. 107–113.

[59] Gourieroux, C., Monfort, A., and Renault, E. Indirect inference.
Journal of applied econometrics 8, S1 (1993), S85–S118.

[60] Grazian, C., and Fan, Y. A review of approximate bayesian compu-
tation methods via density estimation: Inference for simulator-models.
Wiley Interdisciplinary Reviews: Computational Statistics 12, 4 (2020),
e1486.

[61] Grelaud, A., Robert, C. P., Marin, J.-M., Rodolphe, F., Taly,
J.-F., et al. Abc likelihood-free methods for model choice in gibbs
random fields. Bayesian Analysis 4, 2 (2009), 317–335.

[62] Gutmann, M. Tutorial on approximate bayesian computation. https:
//bit.ly/3p0F5wQ, 2016.

[63] Haft, J. A review of basic monte carlo methods. http://www.reed.e
du/economics/parker/s14/312~, 2014.

[64] Hamilton, G., Currat, M., Ray, N., Heckel, G., Beaumont,
M., and Excoffier, L. Bayesian estimation of recent migration rates
after a spatial expansion. Genetics 170, 1 (2005), 409–417.

[65] Hammersley, J., and Handscomb, D. Monte Carlo methods. Chap-
man and Hall, 1964.

150



Βιβλιογραφία

[66] Hartig, F. Explaining the abc-rejection algorithm in r. https://theo
reticalecology.wordpress.com/2014/06/02/explaining-the-abc

-rejection-algorithm-in-r/, 2014.

[67] Hastings, W. K. Monte carlo sampling methods using markov chains
and their applications. Biometrika (1970).

[68] Hesterberg, T. Weighted average importance sampling and defen-
sive mixture distributions. Stanford University. Division of Biostatistics,
1991.

[69] Hitchcock, D. B. A history of the metropolis–hastings algorithm. The
American Statistician 57, 4 (2003), 254–257.

[70] Iba, Y. Population-based monte carlo algorithms. Trans. Jpn. Soc.
Artif. Intell. 16, cond-mat/0008226 (2000), 279–286.

[71] Jabot, F., and Chave, J. Inferring the parameters of the neutral
theory of biodiversity using phylogenetic information and implications
for tropical forests. Ecology letters 12, 3 (2009), 239–248.

[72] Jain, K., and Nanda, A. K. On multivariate weighted distributions.
Communications in Statistics-Theory and Methods 24, 10 (1995), 2517–
2539.

[73] Jeffreys, H. Theory of probability, clarendon press, 1939.

[74] Jensen, J. On the convex functions and inequalities between mean
values. Acta Math 30 (1906), 175–193.

[75] Jespersen, N. S. An introduction to markov chain monte carlo. Avail-
able at SSRN 1594971 (2010).

[76] Johansen, A. M., Evers, L., and Whiteley, N. Monte carlo meth-
ods. Lecture notes, 2007.

[77] Joyce, P., and Marjoram, P. Approximately sufficient statistics and
bayesian computation. Statistical Applications in Genetics and Molecu-
lar Biology 7, 1 (2008).

[78] Kass, R., and Raftery, A. Bayes factor. Journal of the American
Statistical Association 90 (1995), 773–795.

[79] Kass, R. E. Markov chain monte carlo in practice. Journal of the
American Statistical Association 92, 440 (1997), 1645–1647.

151



Βιβλιογραφία

[80] Knuth, D. E. The Art of Computer Programming, Vol. 2. Addison-
Wesley, Reading, Mass, 1997.

[81] Kong, A., Liu, J. S., and Wong, W. H. Sequential imputations
and bayesian missing data problems. Journal of the American statistical
association 89, 425 (1994), 278–288.

[82] Konishi, S., and Kitagawa, G. Information criteria and statistical
modeling. Springer., 2008.

[83] Kullback, S., and Leibler, R. A. On information and sufficiency.
The annals of mathematical statistics 22, 1 (1951), 79–86.

[84] Landau, D. P., and Binder, K. A guide to Monte Carlo Simulations
in Statistical Physics. Cambridge University Press, 2014.

[85] Lee, X., Drovandi, C., and Pettitt, A. Model choice problems
using approximate bayesian computation with applications to pathogen
transmission data sets. Biometrics 71 (2015), 198207.

[86] Liang, F., Liu, C., and Carroll, R. Advanced Markov chain Monte
Carlo methods: learning from past samples, vol. 714. John Wiley & Sons,
2011.

[87] Linhart, H., and Zucchini, W. Model Selection. Wiley, New York.,
1986.

[88] Liu, J. S. Metropolized independent sampling with comparisons to
rejection sampling and importance sampling. Statistics and computing
6, 2 (1996), 113–119.

[89] Liu, J. S. Markov chain monte carlo and related topics. Dept. Statist
1348 (1999).

[90] Liu, J. S. Monte Carlo strategies in scientific computing. Springer
Science & Business Media, 2008.

[91] Liu, J. S., Chen, R., and Wong, W. H. Rejection control and
sequential importance sampling. Journal of the American Statistical
Association 93, 443 (1998), 1022–1031.

[92] Liu, J. S., Liang, F., and Wong, W. H. The multiple-try method
and local optimization in metropolis sampling. Journal of the American
Statistical Association 95, 449 (2000), 121–134.

152



Βιβλιογραφία

[93] Luciani, F., Sisson, S. A., Jiang, H., Francis, A. R., and
Tanaka, M. M. The epidemiological fitness cost of drug resistance
in mycobacterium tuberculosis. Proceedings of the National Academy of
Sciences 106, 34 (2009), 14711–14715.

[94] Malefaki, S., and Iliopoulos, G. On convergence of properly
weighted samples to the target distribution. Journal of Statistical Plan-
ning and Inference 138, 4 (2008), 1210–1225.

[95] Malmberg, K. J., Zeelenberg, R., and Shiffrin, R. M. Turning
up the noise or turning down the volume? on the nature of the im-
pairment of episodic recognition memory by midazolam. Journal of Ex-
perimental Psychology: Learning, Memory, and Cognition 30, 2 (2004),
540.

[96] Marin, J., Pillai, N., Robert, C., and Rosseau, J. Relevant
statistics for bayesian model choice. J. R. Statist. Soc. B 79 (2014),
833–859.

[97] Marin, J.-M., Pudlo, P., Robert, C. P., and Ryder, R. J. Ap-
proximate bayesian computational methods. Statistics and Computing
22, 6 (2012), 1167–1180.

[98] Marin, J.-M., and Robert, C. Importance sampling methods for
bayesian discrimination between embedded models. Frontiers of Statis-
tical Decision Making and Bayesian Analysis (2010).

[99] Marjoram, P., Molitor, J., Plagnol, V., and Tavaré, S. Markov
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[133] Sarabia, J. M., and Gómez-Déniz, E. Construction of multivariate
distributions: a review of some recent results. SORT 32, 1 (2008), 3–36.

[134] Schroeder, D. Accounting and Causal Effects: Econometric Chal-
lenges. Springer New York, 2010.

[135] Schwarz, G. E. Estimating the dimension of a model. Annals of
Statistics 6 (1978), 461–464.

[136] Shannon, C. E. A mathematical theory of communication. The Bell
system technical journal 27, 3 (1948), 379–423.

[137] Shimkin, N. 4 importance sampling. https://rb.gy/azymd0, 2015.

[138] Sigman, K. Acceptance-rejection method. Columbia University (2007).

[139] Sigman, K. Inverse transform method. Columbia University (2010).

[140] Sisson, S. A., Fan, Y., and Beaumont, M. Handbook of approximate
Bayesian computation. CRC Press, 2018.

[141] Sisson, S. A., Fan, Y., and Tanaka, M. M. Sequential monte carlo
without likelihoods. Proceedings of the National Academy of Sciences
104, 6 (2007), 1760–1765.

[142] Smith, R. L. Efficient monte carlo procedures for generating points
uniformly distributed over bounded regions. Operations Research 32, 6
(1984), 1296–1308.

156



Βιβλιογραφία

[143] Sokolowski, J. A., and Banks, C. M. Principles of modeling and
simulation: a multidisciplinary approach. John Wiley & Sons, 2009.

[144] Spiegelhalter, D. J., Best, N. G., Carlin, B. P., and Van
Der Linde, A. Bayesian measures of model complexity and fit. Journal
of the Royal Statistical Society: Series B (Statistical Methodology) 64, 4
(2002), 583–639.

[145] Stephens, M. Simple examples of metropolis hastings algorithm. ht

tps://stephens999.github.io/fiveMinuteStats/MH-examples1.h

tml, 2017.

[146] Sun, L., Lee, C., and Hoeting, J. A. Parameter inference and
model selection in deterministic and stochastic dynamical models via
approximate bayesian computation: modeling a wildlife epidemic. En-
vironmetrics 26, 7 (2015), 451–462.

[147] Sunn̊aker, M., Busetto, A. G., Numminen, E., Corander, J.,
Foll, M., and Dessimoz, C. Approximate bayesian computation.
PLoS Comput Biol 9, 1 (2013), e1002803.

[148] Tanaka, M. M., Francis, A. R., Luciani, F., and Sisson, S. Using
approximate bayesian computation to estimate tuberculosis transmission
parameters from genotype data. Genetics 173, 3 (2006), 1511–1520.
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